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Resumen

La teoria de testores presenta grandes ventajas frente otros métodos de re-
duccién de dimensionalidad de bases de datos como el analisis de componentes
principales (PCA). A partir de un subconjunto aleatorio de objetos de la base Ste-
llar Classification Dataset - SDSS17, se encontrd los testores tipicos y se realizd
una comparacion de eficiencia con el PCA a través de un modelo de clasificacion
SVM. Los resultados de precision obtenidos de cada método, mostraron la idonei-
dad de la teoria de testores para reducir el nimero de caracteristicas de una base

de datos sin afectar su capacidad de entrenar un modelo de clasificacién.

Palabras clave: Reduccion de dimensionalidad, teoria testores, PCA, modelo de

clasificacion, SVM, precision de entrenamiento.



Abstract

Testor theory offers great advantages in contrast to other dimensionality reduc-
tion methods such as the principal component analysis (PCA). A subset of objects
from the Stellar Classification Dataset - SDSS17 was randomly chosen and the
typical testors associated with these objects where found. Furthermore, an effi-
ciency comparison was made between the typical testor and PCA through a SVM
classification model. The precision results obtained from each method, showed the
suitability of testor theory to reduce the number of characteristics in a dataset,

without negatively affecting its capacity to train a classification model.

Keywords: Dimensionality reduction, testor theory, PCA, classificaction model,

SVM, training precision.
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Capitulo 1

Introduccion

En la actualidad, el mundo se mueve a través de los datos, su adquisicién,
su almacenamiento y, finalmente, su uso. Las bases de datos son esenciales para
el desarrollo tecnologico de nuestra sociedad y el uso 6ptimo y apropiado de es-
ta informacion es indispensable para lograr este objetivo. En principio, se puede
considerar que mientras mas informacién se tenga dentro de una base de datos,
mejor serd su aplicacion en ambitos como los modelos de clasificacion. Si bien esto
es cierto, también es importante eliminar la informacion innecesaria que no tiene
un aporte real a los objetivos planteados. Dentro de este trabajo de investigacion,
nos centraremos principalmente en la bisqueda de esta informacion “esencial” y
analizar la manera en la que esta informacién reducida se comporta dentro de un

modelo de clasificacion.

Dentro del analisis de datos, se utiliza el término reduccion de dimensionalidad

de la base de datos para referirse a esta busqueda de la informacién mas impor-
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tante dentro de la misma. En la actualidad, existen algunos métodos que permiten
realizar esta tarea y generalmente se basan en procesos estadisticos para poder
capturar la informacién. Sin embargo, el modelo 16gico combinatorio conocido co-
mo Teoria de Testores, presenta una alternativa que ofrece grandes ventajas frente
a otros modelos estadisticos. Dichas ventajas seran analizadas a lo largo de este

trabajo.

La Teoria de Testores fue desarrollada en la década de 1960 con un enfoque
distinto al que va a ser explorado. Inicialmente, esta teoria fue desarrollada con el
proposito de detectar fallas en circuitos electronicos cuya utilidad era la ejecucion
de funciones booleanas. Sin embargo, esta progresé hacia la seleccion de variables
en distintos problemas y la clasificacién supervisada [2, 3]. La utilidad que se le dard
a los testores tipicos, justamente va de la mano con la seleccion de subconjuntos
de variables que permitan realizar una clasificacién supervisada de una base de

datos.

Dentro de este trabajo de investigacién se presentara una descripcion de los
métodos utilizados, presentando los conceptos basicos de la Teoria de Testores, el
modelo clasificaciéon y un método alterno de reduccién de dimensionalidad muy
conocido en la actualidad. Posteriormente, se hara uso de ambos procesos para el
entrenamiento del modelo de clasificacién y se presentard la eficiencia de cada uno
en contraste con el entrenamiento realizado sin emplear ninguno de los dos. Para
finalizar, se evaluara los resultados obtenidos y se realizara una comparacion de

ambos métodos para determinar su desempeno.
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Capitulo 2

Métodos

Una base de datos de clasificacion viene definido por objetos de distintas clases
que vienen definidas por un conjunto de caracteristicas. Estas caracteristicas per-
miten distinguir los objetos entre clases dependiendo de los valores de las mismas.
De esta manera, podemos realizar un analisis que determine cuales combinaciones
de estas caracteristicas son suficientes para poder diferenciar entre objetos de dife-
rentes clases. En otras palabras, podemos determinar cudales son las caracteristicas
mas relevantes para diferenciar entre distintas clases de objetos. Este andlisis nos

dirige a la idea de los testores tipicos.

La reduccién de caracteristicas de una base de datos puede ser considerada
como una reduccién de dimensionalidad de la misma. Dentro del andlisis de da-
tos, existe un método de reduccién de dimensionalidad conocido como Analisis
de Componentes Principales, o PCA por sus siglas en inglés. Este es un proceso

estadistico que permite reducir el nimero de caracteristicas, pero con resultados
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diferentes a los obtenidos a partir de los testores tipicos.

Una vez la base de datos ha sido procesada, existen dos maneras de evaluar la

eficiencia de los métodos de reducciéon de dimensionalidad.

La reduccién de dimensionalidad de una base de datos debe ser evaluada a
través de la eficiencia de la nueva base generada, es decir, que tan adecuada es la
reduccién de caracteristicas de manera que sean capaces de identificar los elementos
de cada clase. Para poder realizar esta evaluacion, se hara uso de un modelo de
clasificacién que permita predecir la clase a la cudl pertenece un objeto que cuenta
tan solo con las caracteristicas reducidas. En este trabajo, se hara uso del modelo de
Support Vector Machine (SVM), el cudl es un modelo de aprendizaje supervisado,
para realizar esta prediccion. Para lograr esta clasificacién, se separa los objetos en
dos subconjuntos, uno que almacena datos de prueba, y otro que almacena datos
de entrenamiento. Los datos de entrenamiento, tal como menciona el nombre,
permiten entrenar el modelo de tal manera que al ingresar un nuevo objeto, este
pueda determinar a qué clase pertenece. Por otro lado, el resto de datos, permiten
evaluar la precision del modelo. Esta evaluacion de la precisién del modelo, sera lo
que nos permita determinar cual de los métodos de reducciéon de dimensionalidad

tuvo una mejor efectividad.

2.1. Teoria de Testores

Para comprender la teoria de testores y el concepto que permite realizar una

reducciéon de dimensionalidad, es necesario presentar algunas definiciones impor-
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tantes. Las definiciones que se presentaran en cuanto a los testores tipicos seran

generalizadas para una base de datos de n caracteristicas y r clases distintas.

Definimos U como un conjunto de objetos de n caracteristicas y r clases a
las cuales pueden pertenecer [3, [4]. Es importante mencionar que las r clases son
disjuntas, es decir, si ¢; = {u € U : u es parte de la clase i}, entonces ¢; N ¢; =

Vi, j e {1,2,...,r}.

Definicién 1. Sea |¢;| = p;, entonces, el nimero de parejas de clases distintas

sera

r k r

NS n- 3 2.)

k=1 =1 =1

A partir de los elementos U, definimos la matriz de disimilaridad M de la

siguiente manera.

Definicién 2. Sea u € ¢, v € ¢; donde k # [ y sea (u,v) la pareja i de N

posibles, entonces definimos las matriz de disimilaridad M

M = {mij}Nm mij € {1,0} (22)

donde m;; = 0 si los objetos u y v son similares en la caracteristica j y m;; = 1

si los objetos son diferentes en la caracteristica j [4].

Podemos tomar en cuenta que esta matriz M nos encontraremos con mucha
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informacion redundante. Por esta razdén, se busca poder simplificar esta matriz
booleana de modo que se utilice inicamente las filas que presentan la informacién

esencial.

Definicién 3. Sean f y ¢ filas de la matriz M. Decimos que f < g si Vj €
{1,2,...,n}, fj < g;- Ademds, si 7 h fila de M tal que h < f, entonces decimos

que f es una fila bésica de M [3], 4].

Definicién 4. Sea Mg la matriz que solo contiene todas las filas béasicas de

M, entonces Mp es la matriz bésica de M [4].

Una vez obtenida esta matriz que ya no presenta informacién redundante de

las comparaciones de objetos, podemos definir la idea de testor.

Definicién 5. Sea J el conjunto de caracteristicas de los objetos de U. T C J
es un testor si y s6lo no existe un par de objetos en U que sean similares en todas
las caracteristicas de T [5], [6]. En términos de la matriz M, la matriz restringida a

T, M, no contiene filas de ceros.

Definicién 6. Si 3 T, C T tal que T también sea testor, entonces decimos

que T es testor tipico [5] [@],.

Ahora, consideramos que esta definicién de testor tipico toma en cuenta la
matriz de disimilaridad M, sin embargo, buscamos trabajar con la matriz Mp.

Para esto, utilizamos la siguiente proposicion.

Proposicién 1. Sea ¥*(M) el conjunto de testores tipicos de M, entonces se
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cumple que

(M) = ¥ (Mp) (2.3)

En otras palabra, el conjunto de testores tipicos de la matriz de disimilaridad

es el mismo que el de la matriz bésica [4].

Una vez definidas la ideas de los testores tipicos, se puede observar que el sub-
conjunto de caracteristicas que encuentra un testor tipico, es el minimo conjunto

que permite diferenciar elementos de clases distintas.

Ya que tenemos una idea preliminar acerca de la teoria de testores. Podemos
analizar uno de los algoritmos mas importantes de biisqueda de testores, conocido

como Yablonski €& Compatible Sets o YYC.

2.1.1. Algoritmo YYC

El algoritmo YYC, es un algoritmo recursivo que toma un enfoque distinto
al de otros métodos de calculo. En lugar de buscar los testores tipicos de toda
la matriz basica, este algoritmo busca los testores tipicos hasta la i-ésima fila
de la matriz en la iteracién i. En otras palabra, en cada iteracion se actualiza
el conjunto de testores tipicos para adicién de una nueva fila. La manera en la
que este método funciona es a partir de la validacion de compatibilidad entre un

elemento del conjunto de testores tipicos hasta la fila ¢ y un elemento del conjunto



19

de testores tipicos de la fila 7 + 1. Esto quiere decir, que el algoritmo anade a cada
testor tipico que ha encontrado una caracteristica mas, dependiendo de la posicién
de los valores 1 en la fila ¢ + 1, y comprueba que no se pierda la propiedad de

tipicidad [7].

2.2. Principal Component Analysis (PCA)

El Anélisis de Componentes Principales o PCA por su siglas en inglés es un
método estadistico multivariable de reduccién de dimensionalidad de bases de da-
tos. Este método se encarga de realizar una transformacién de los datos con nuevas
variables definidas, o componentes principales, que dentro de un menor ntmero
sean capaces de retener la mayor cantidad de variacién de los objetos originales

18, @].

Aligual que en el caso de los testores tipicos el método PCA, presenta una base
matematica que se basa en la descomposicion de una matriz a través de sus valores
y vectores propios [9]. A continuacién se mostrard el tratamiento matemadtico de
los datos que permiten hallar los componentes principales de una base de datos.

De manera general consideramos una base de datos con n caracteristicas.

Definicién 7. Sea p = {p1,p2,...,pn} €l conjunto de variables de la base de

datos. Decimos que X es la matriz de covarianza si tenemos que

Yij = cov(ps, pj) (2.4)
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Donde cov(p;, p;) es la covarianza entre las caracteristicas p; y p;.

Definicién 8. Sea x un objeto de la base de datos, decimos que z; es el

k-ésimo componente principal (PC) de x si

n
2= QfX = g i T (2.5)
i=1
Donde oy = [ag1, ko, - - -, Q] €8 €l autovector de 3 asociado al k-ésimo auto-

valor, Az, mas grande [§].

Es importante mencionar que el autovector oy estd normalizado. Ademas de
esto, consideramos que existe una relaciéon entre los autovalores de X y las varianzas

de los PCs calculados.

Proposicién 2. Sea alx el k-¢simo PC de x y sea ), el k-ésimo autovalor

mas grande de 3, entonces

var(agx) = \g (2.6)

Donde var(alx) es la varianza del PC [§].

Este método estadistico ha tenido varias aplicaciones en cuanto a la extraccién
de caracteristicas y una de las areas donde mas ha tenido aplicacién es en el
andlisis trafico[I0]. Sin embargo, el PCA presenta algunas limitaciones que seran

exploradas a lo largo de este trabajo de aplicacién en comparacién con la teoria
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de testores.

2.3. Support Vector Machines (SVM)

El modelo de Maquinas de Vector de Soporte, o SVM por sus siglas en inglés,
permite realizar clasificaciones de datos tal como los modelos de redes neuronales
artificiales y los KNNs. Al igual que los ejemplos mencionados, los SVMs tienen
una estructura matematica que permite realizar las clasificaciones de una manera
optimizada. Dentro de este trabajo de investigacién se hablard unicamente del

modelo SVM para dos clases.

El objetivo del modelo SVM es ser capaz de hallar un hiper-plano en un espacio
de alta dimensionalidad que pueda ser considerado “bueno” en términos de una
métrica de rendimiento generalizado [11]. Para definir este modelo, suponemos
que tenemos un conjunto de [ objetos caracterizados por n pardmetros. Definimos
U={(x1,y1),-.-,(x,y)} como el conjunto de objetos de la base de datos, donde
x; € R"y y; € {—1,1}[11]. En otras palabras, x; es el conjunto de caracteristicas

que representan al objeto y y; representa la clase a la cual pertenece el objeto.

Definicién 9. Sea w un vector n-dimensional y b un escalar, entonces defini-

mos el hiper-plano

x-w+b=0 (2.7)
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donde w es perpendicular al hiper-plano. Este hiper-plano, realiza la separacion

de los objetos de ambas clases [12].

A partir de este hiper-plano inicial, definimos dos nuevos hiper-planos paralelos
que no contengan elementos de ninguna de las dos clases. Estos hiper-planos seran

los siguientes.

x-w+b=1 (2.8)

X -w+b=-1 (2.9)

Proposicion 3. Sea 7 la distancia que separa los hiper-planos paralelos,

entonces tenemos la siguiente ecuacion.

2

=1 (2.10)

wl|
Por lo tanto, el objetivo del método es la minimizacién de ||w]| [11].

Definicién 10. El problema de optimizacién es la minimizacién de ||w||? bajo

la restriccién

yil(xi-w)+0 —1>0 Vie{l,...,1} (2.11)
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donde x; es el i-ésimo objeto de la base y y; es su clase respectiva [11].

Finalmente, se busca la resolucién del problema a partir de la formulacién

lagrangiana del mismo.

WTW

L(W7 a’b) = 2

l
- Z%[%(Xi -w+b) — 1] (2.12)

Donde a; > 0 Vi € {1,...,1} son los multiplicadores de Lagrange [11].

Para justificar la convexidad del problema, consideramos que tenemos la mini-
mizacién de una funcion objetivo cuadratica bajo restricciones puramente lineales.
Por lo tanto, este problema puede ser resuelto a partir del problema de maxi-
mizacién equivalente. Para hallar este problema dual, es necesario imponer las

siguientes condiciones de optimalidad.

oL l
% =W — Zyiaixi =0 (2'13)
i=1
OL <
i=1

A partir de la ecuacién podemos obtener una expresién para w y la pode-
mos reemplazar en la ecuacion [2.12 para obtener la funcién objetivo del problema

dual [II]. Sea ¢ = {a, ..., }, entonces
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! I
1

maz(F(a)) = Z =5 Z Z VY0605 (X, - X;) (2.15)

Esta funcién objetivo, se ve sujeto a la restriccion presentada en la ecuacion

y nuevamente considerando que a; > 0 Vi € {1,...,1}.

A partir de la resolucién del problema dual, se obtienen los valores de los
multiplicadores de Lagrange, a;. A partir de este resultado, se puede definir los

vectores de soporte que dan nombre al modelo.

Definicién 11. Sean x;, x; dos objetos de clases distintas. Si «; y a; son
distintos de 0, entonces decimos que x; y X; son vectores de soporte que generan

los hiper-planos de separacién de clases [11].

La precisién de este modelo de clasificacion aumenta con mayor cantidad de
datos ya que las restricciones del modelo de optimizacién aumenta. De esta mane-
ra, se hallaran los hiper-planos necesarios para realizar la clasificacion de nuevos

objetos ingresados.

2.4. Base de Datos - Stellar Classification

Para este trabajo de investigacién, se trabajé con la base de datos Stellar Classi-
fication Dataset - SDSS17 de la plataforma Kaggle [1]. Antes de realizar el proceso
de busqueda de testores tipicos se realizo algunos cambios y transformaciones para

que se facilite la misma.
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En primer lugar, se considera que la base de datos contaba con 3 clases: “GA-
LAXY” (galaxia), “STAR” (estrella) y “QSO” (cuésar), pero solo se trabajé con
la ultimas 2. Esta decision fue tomado al considerar que la clase “GALAXY” tenia
una cantidad considerablemente mayor de elementos que las otras 2 clases que
estaban bastante equilibradas entre si. De igual manera, al considerar la necesidad
de producir una matriz de disimilaridad para los datos, el tener 3 clases aumen-
taria en gran manera el nimero de filas de la misma. Se debe considerar que el
tamano de las matrices que se deben obtener es de importancia para el problema
puesto que se debe tomar en cuenta el poder computacional limitado que se tiene

para ejecutar los algoritmos relacionados a la teoria de testores.

De la misma manera, dentro de la base de datos existen 17 caracteristicas que
representan a cada uno de los objetos, sin embargo, algunas de estas no contienen
informacion provechosa en cuanto a la identificacion de las clases. Las caracteristi-

cas, y su descripcion, que se mantuvieron en la base son las siguientes.

Como se puede observar en la tabla 2.1} 8 de las 11 caracteristicas son de
tipo float64, por lo tanto las comparaciones que se hagan entre filas seran muy
ambiguas. En otras palabras, es muy probable que al hacer las comparaciones
obtengamos un valor 1 las 8 caracteristicas de este tipo y esto afectaria el célculo
de los testores tipicos. Debido a esto, se tomd6 un enfoque de discretizacién de la

base de datos.

Para poder generar la matriz de disimilaridad, se realizé el siguiente procedi-
miento. En primer lugar, se realizé un histograma que generé una particion de 10

intervalos uniformes tomando como limites el valor mas bajo y mas alto de los
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Caracteristica Descripcién Tipo
alpha Angulo de ascension recta float64
delta Angulo de declinacion float64

u Filtro ultravioleta en el sistema fotométrico | float64

g Filtro verde en el sistema fotométrico float64

T Filtro rojo en el sistema fotométrico float64

; Filtro infrarrojo cer/ca.no en el sistema Float64

fotométrico

Z Filtro infrarrojo en el sistema fotométrico | float64

field_ID Numero de identificacién de campo nt
. Valor del corrimiento al rojo basado

redshift en el incremento de longitqu de onda Jloat64
plate Identificacién de la placa en el SDSS int
fber ID Identificacién de la fibra que apunto la luz int

al plano focal

Cuadro 2.1: Caracteristicas de la base de datos [I]

objetos en dicha caracteristica. Para evitar casos en los que tengamos objetos que
presenten valores que causen un distorsién en la particion, se analizo los histogra-
mas para que ninguno de los intervalos de la particién se mantenga vacio. Este
caso particular ocurrié una tnica vez al realizar la particién de la caracteristica
“u”, donde habia un tnico objeto que causaba esta distorsién. Para corregirlo, no
se tomd en cuenta este objeto al momento de realizar la discretizacién. Una vez
realizadas las particiones de cada caracteristica, se realizé una transformacién de
la base de datos donde cada objeto, en lugar de tener un valor en las caracteristicas
de tipo float64, tenia el indice de la particion a la cual pertenecia el valor. De esta

manera, obtuvimos una base de datos discretizada.

Una vez realizado este proceso, se pudo realizar el cdlculo de la matriz de

disimilaridad y posteriormente de los testores tipicos.
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2.5. Calculo de Testores Tipicos

Habiendo definido los testores tipicos y sus propiedades, ademas del tratamien-
to de la base de datos, se realizé un proceso especial para el calculo de testores
tipicos. Como se menciond anteriormente, se realizé una discretizacién de las carac-
teristicas que eran de tipo float64 para poder producir la matriz de disimilaridad.
Recordemos que para producir esta matriz, es necesario hacer una comparacién
de cada objeto de una clase contra cada objeto del resto de clases. En el caso de
la base de datos editada, tenemos tunicamente 2 clases. Tenemos 18961 objetos
de la clase “QSO” y 21543 objetos de las clase “STAR”, por lo que la matriz de
disimilaridad que deberiamos obtener seria de 408476823 x 11. La reduccién de
una matriz de este tamano, tomaria una gran cantidad de tiempo llevar a cabo
debido a que para encontrar filas comparables, seria necesario compara cada fila

con el resto. Por esta razén, se tomo un enfoque distinto.

2.5.1. Matriz Basica

Para poder realizar la reduccion de la matriz de disimilaridad en un tiempo
razonable, se llevé a cabo el siguiente proceso. En primer lugar, se separé los
objetos de clases diferentes, se realizo una permutacién aleatoria de cada una y
se guardo los primeros 3000 datos en grupos de 1000. Posteriormente, se realizd
las matrices de disimilaridad con cada uno de los grupos de 1000, es decir, se hizo
la comparaciéon entre el primer grupo de cada clase, luego la comparacién con el

segundo grupo de cada clase y finalmente la comparacién con el tercer grupo de
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cada clase. De esta manera, se obtuvo 3 matrices de 1000000 x 11. Luego de hacer
la reduccion de cada una de estas matrices, se unié a las mismas y se repitié la

reduccién de la misma hasta hacerla basica.

2.5.2. Calculo

Una vez obtenida esta matriz bésica, el cdlculo de los testores tipicos es mas
eficiente, puesto que se reduce el nimero de filas que se estd analizando. Para

realizar el calculo de los testores tipicos que se buscaban, aplicamos el algoritmo

YYC.

Habiendo definido los elementos necesarios para la busqueda de testores tipicos,
el procedimiento de tratamiento de datos y el método de evaluacién de rendimiento
de los modelos de reduccion de dimensionalidad, se puede presentar los resulta-
dos obtenidos y discutir los mismos en el contexto de la teoria de testores y sus

aplicaciones.
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Capitulo 3

Resultados

Como se menciond en la seccion anterior, se hizo uso de una submuestra de los
datos de la base. A partir de estas 3 matrices de disimilaridad obtenidas, buscamos
los testores tipicos de estos datos. Si bien estos subconjuntos de caracteristicas no
representan la informacion de toda la base datos, seran una muestra del poder
de proyeccion de los mismos frente a nuevos datos. A lo largo de esta seccion se
mostrara los resultados en cuanto a la reduccién de las matrices disimilaridad,
los testores tipicos y el rendimiento del entrenamiento del modelo de clasificacion
con todas las caracteristicas, el testor tipico elegido y el resultado del PCA con el
mismo nimero de variable que el testor tipico. El rendimiento del modelo de cla-
sificacion serd expuesto a través de matrices de confusion que muestre la cantidad
y porcentaje de datos de prueba que fueron bien clasificados por el mismo. Esto
nos dara la base para poder contrastar la eficiencia de cada método de reduccién

de dimensionalidad contra el uso de todas las caracteristicas.
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3.1. Matriz Basica y Testores Tipicos

En la siguiente tabla se muestra los resultados obtenidos de la reduccién a

matriz bésica de cada una de las matrices de disimilaridad que se realizaron.

Grupo | Nimero de Filas
1 14
2 11
3 17
Final 9

Cuadro 3.1: Numero de filas de matrices bésicas resultantes

Como se puede observar a partir de la tabla las matrices resultantes se
redujeron en gran manera. Este hecho facilita en gran manera el célculo de los
testores tipicos de la matriz béasica final. Al tener una matriz tan reducida, el
tiempo que le toma al algoritmo YYC calcular todos los testores tipicos de la matriz
se reduce a un valor inferior a 1 segundo. Al aplicar el algoritmo en cuestion, se
obtuvo como resultado un total de 19 testores tipicos cuya longitud variaba entre
2 y 4. A partir de estos resultados, se eligié un testor tipico de longitud 4 que

contenia las siguientes caracteristicas.

Caracteristica
r
field_id
redshifit
plate

] QO DNO| =

Cuadro 3.2: Subconjunto de caracteristicas del testor tipico

Una vez encontrado el testor tipico, se puede iniciar con el entrenamiento del
modelo de clasificacién SVM para contrastar la eficiencia de cada uno de los méto-

dos de reduccién de dimensionalidad.
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Para entrenar al modelo SVM, separamos el conjunto de datos en 2 subcon-
juntos, el de entrenamiento y el de prueba. Para este trabajo, el porcentaje de
datos de prueba fue el 33 % de la muestra, el resto de los datos fueron destinados

al entrenamiento del modelo de clasificacién.

3.2. Entrenamiento del modelo SVM con todas
las caracteristicas
Iniciamos la prueba de eficiencia entrenando el modelos SVM con todas las

caracteristicas de la base de datos, es decir, usando 11 caracteristicas. Iniciamos

utilizando los mismos 6000 datos que permitieron hallar el testor tipico.

SVC Confusion Matrix

STAR

True Class

QsO

STAR
Qso

Predicted Class

Figura 3.1: Matriz de confusién 11 caracteristicas - 6000 datos ( %)

Como se puede observar en la figura [3.1] tan solo el 2% de los elementos de la
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clase “STAR” fueron clasificados de manera incorrecta. Por otro lado, dentro de

la clase “QSO” se no hubo errores en la clasificacién.

SVC Confusion Matrix

STAR

True Class

QSO

STAR
Qso

Predicted Class

Figura 3.2: Matriz de confusién 11 caracteristicas - 6000 datos

La figura nos muestra la cantidad de elementos que fueron mal clasificados
en cuanto a cada clase y podemos observar que de los 1980 datos de prueba, tan

solo 21 de ellos no fueron correctamente reconocidos por el modelo.

Una vez realizada la prueba con los 6000 datos, se realizé el entrenamiento
del modelo pero esta vez separando subconjuntos de prueba y entrenamiento a
los 40504 datos que se tenian en la base de datos. El porcentaje de elementos de

prueba fue el mismo que el utilizado para caso anterior.
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SVC Cenfusion Matrix

STAR

True Class

Qso

STAR
Qso

Predicted Class

Figura 3.3: Matriz de confusién 11 caracteristicas - 40554 datos (%)

En la figura [3.3], se puede observar un comportamiento similar que para el caso
anterior. La clasificacion fue excelente en términos del porcentaje de elementos co-
rrectamente clasificados. Este resultado era esperado puesto que un modelo tendra
un mejor rendimiento mientras mas datos lo puedan entrenar.

SVC Confusion Matrix

STAR

True Class

QSO

14 O
s 9]
n ¢}

Predicted Class

Figura 3.4: Matriz de confusién 11 caracteristicas - 40554 datos
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La matriz de confusién presentada en la figura muestra el buen desempeno
del entrenamiento del SVM haciendo uso de la base de datos completa. Tan solo

86 de los 14252 elementos, no fueron ubicados en la clase correcta.

Estos resultados muestran que la clasificacion de datos haciendo uso de todas
las caracteristicas, presenta un buen rendimiento. Ahora, es momento de realizar
una comparacion de estos resultados con los métodos de reduccion de dimensiona-

lidad mencionados anteriormente.

3.3. Entrenamiento del modelo SVM con el tes-

tor tipico

El primer método que se utilizé para reducir el niimero de caracteristicas fue

la teoria de testores con un testor tipico de longitud 4.

SVC Confusion Matrix

STAR

True Class

QsoO

STAR
Qso

Predicted Class

Figura 3.5: Matriz de confusién testor tipico - 6000 datos (%)
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En esta primera prueba de entrenamiento con el testor tipico mostrada en la
figura [3.5] se puede observar la facultad de la teorfa de testores de lograr una cla-
sificacién 6ptima de los elementos de la base de datos. Sin embargo, este resultado
solo muestra el resultado obtenido a partir de los 6000 datos que fueron emplea-
dos para hallar el testor tipico, es decir, era el resultado esperado a partir de la

definicién de la teoria de testores.

SVC Confusion Matrix

STAR

True Class

Qso

STAR
Qso

Predicted Class

Figura 3.6: Matriz de confusion testor tipico - 6000 datos

La figura [3.6| nos muestra que a diferencia del entrenamiento hecho con todas
las caracteristicas, el entrenamiento realizado con el testor tipico tan solo clasificd
mal 12 elementos del conjunto de prueba. Ya que se ha visto el uso del testor tipico
dentro de un conjunto de datos a partir de los cuales se obtuvo el mismo, se busca
determinar si su valor se mantiene antes nuevo datos que no han sido analizados

previamente a través de la teoria de testores.
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SVC Confusion Matrix

STAR

True Class

Qso

2
a

STAR

Predicted Class

Figura 3.7: Matriz de confusién testor tipico - 40554 datos (%)

El resultado obtenido en cuanto al entrenamiento del modelo de clasificacién

en la figura muestra que la proyecciéon de los testores tipicos frente a nuevos

datos es 6ptima. Se debe mencionar que la matriz realiza un redondeo para valores

superiores a 99.5 %.

SVC Confusion Matrix

STAR

True Class

Qso

2
o

STAR

Predicted Class

Figura 3.8: Matriz de confusién testor tipico - 40554 datos
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La figura permite observar la eficiencia de los testores tipicos en compara-
cién con el uso de todas las caracteristicas para el entrenamiento del modelo de
clasificacién. En este caso, solo 21 de los elementos del conjunto de prueba fueron

mal clasificados en comparacién con los 86 del caso anterior.

3.4. Entrenamiento del modelo SVM con PCA

Como se menciono en el capitulo 2, el PCA es un método estadistico que realiza
una transformacién total de la base de datos. Por esta razén, difiere de la manera
en la que se reduce las caracteristicas a través de los testores tipicos. Para usar
este método, se lo tuvo que aplicar tanto para los 6000 datos como para la base

de datos completa.

SVC Confusion Matrix

STAR

True Class

QSO

STAR
Qso

Predicted Class

Figura 3.9: Matriz de confusién PCA - 6000 datos (%)

Para los 6000 datos, la figura muestra que la clasificacién de elementos
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presenta muchos errores ya que apenas llega a clasificar alrededor del 70 % de
cada clase. Tomando en cuenta los casos anteriores, este método de reduccién de

dimensionalidad no muestra una clasificacion aceptable de los datos.

SVC Confusion Matrix

STAR

True Class

QSO

STAR
QSO

Predicted Class

Figura 3.10: Matriz de confusion PCA - 6000 datos

En la figura podemos ver que, en total, casi 600 de los 1980 datos de

prueba han sido mal clasificados con este entrenamiento del modelo.

Para realizar el entrenamiento con los 40554 elementos de la base, volvemos
a realizar la transformacion estadistica de los datos . Esta transformacion sera
diferente a la realizada para los 6000 datos, puesto que se tendra una matriz
de covarianza distinta. En otras palabra, no es posible proyectar la reduccion de

caracteristicas para nuevos datos obtenidos.
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SVC Confusion Matrix

STAR

True Class

Qso

STAR
Qso

Predicted Class

Figura 3.11: Matriz de confusiéon PCA - 40554 datos ( %)

En términos del porcentaje de elementos clasificados, la figura [3.11] muestra
que la clasificacion fue la misma que con los 6000 datos. Nuevamente, el método

del PCA no permite generar un modelo adecuado para realizar la identificacién de

los elementos de cada clase.

SVC Confusion Matrix

STAR

True Class

QsO

x O
g )
0 (e}

Predicted Class

Figura 3.12: Matriz de confusion PCA - 40554 datos
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De la misma manera, la figura muestra que aproximadamente 4300 ele-
mentos de la clase de prueba fueron mal clasificados. Esto, a su vez, es una clara
muestra de que el modelo de clasificacién no es confiable al hacer uso de esta base

de datos transformada y reducida a través del método PCA.

3.5. Precision de Entrenamiento

No. Caracteristicas | Método de Reduccion | Precision

11 Ninguno 98.94 %
4 Testor Tipico 99.39 %
4 PCA 70.10 %

Cuadro 3.3: Precisién de entrenamiento con 6000 datos

No. Caracteristicas | Método de Reduccion | Precisién

11 Ninguno 99.40 %
4 Testor Tipico 99.85 %
4 PCA 69.97 %

Cuadro 3.4: Precision de entrenamiento con 40554 datos

Las tablas [3.3] y [3.4] muestran la precisién total del modelo en cuanto al por-
centaje de los datos bien clasificados. Claramente, se destaca la precision obtenida
por parte de los testores tipicos en comparaciéon con el uso de todas las carac-

teristicas. Se puede observar que tanto para los 6000 datos como para la base de
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datos completa, el método de la teoria de testores supera en porcentaje de ele-
mentos correctamente clasificados incluso al entrenamiento realizado con todas las

caracteristicas.

Dados estos resultados acerca de la precision del modelo de clasificacién SVM,
podemos analizar las ventajas que presenta la teoria de testores como un método
de reduccién de dimensionalidad. De igual manera, podemos contrastar su utilidad
frente a los resultados que se obtuvo del método PCA y ampliar los métodos de

busqueda y seleccién de testores para la aplicacion en distintas areas.
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Capitulo 4

Conclusiones

A partir de los resultados obtenidos en el capitulo anterior podemos realizar el
analisis pertinente sobre los beneficios que presenta el uso de los testores tipicos
para reducir la dimensionalidad de una base de datos. En primer lugar, podemos
considerar la precision obtenida en cuanto a la clasificacion de los datos de prueba
para ambos métodos de reduccion. De igual manera, se puede tomar en cuenta las
ventajas en cuanto a la proyeccion de la teoria de testores hacia nuevos elementos

de la base de datos.

Tomando en cuenta los resultados de precision del entrenamiento del modelo de
clasificaciéon SVM, podemos observar la capacidad de los testores tipicos de realizar
una clasificacién adecuada y confiable. Como se puede observar en los resultados
de la tabla [3.4] la precisién del entrenamiento usando las 4 caracteristicas del
testor tipico, no solo igualaron, sino que superaron la precision obtenida en el

entrenamiento con todas las caracteristicas. Por lo tanto, podemos considerar que
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la reduccion de caracteristicas para el entrenamiento de un modelo de clasificaciéon

fue un éxito.

Habiendo analizado a los testores tipicos como modelo de reduccion exitoso, po-
demos realizar una comparacién con un método conocido y utilizado como el PCA.
Nuevamente, considerando la tabla[3.4) podemos observar la poca confiabilidad de
clasificacién que presenté el método PCA con el mismo ntimero de caracteristicas
que el testor tipico. Recordando el funcionamiento de este método, consideramos
que el nimero de nuevas caracteristicas no es suficiente para representar la mayor
parte de la variabilidad de los datos de la base. En otras palabras, este método
no es capaz de realizar una reduccién de caracteristicas tan grande como la de los

testores tipicos.

Dentro de la comparacion entre la teoria de testores y el método PCA, podemos
hallar algunos inconvenientes el segundo método. Como se mencioné anteriormen-
te, los testores tipicos tienen una capacidad de proyeccion sobre nuevos datos. Esto
quiere decir que si se encuentra un testor tipico dentro de una base de datos, cual-
quier nuevo elemento que sea clasificado a partir del mismo, mantendra el mismo
patron. Por otro lado, la reduccién de variable del método PCA se da través de
una transformacion total de la base de datos. Por lo tanto, si se ingresan nuevos
elementos a la base, se debe realizar un nuevo PCA para poder transformar estos
nuevo datos de la misma manera. Esta ventaja presentada en los testores tipico
presenta una gran utilidad en cuanto a la toma de datos dentro de la investiga-
cion. En el caso de la base datos utilizada, podriamos observar que haciendo uso

del testor tipico hallado, seria necesario solo tomar y almacenar mediciones de las
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4 caracteristicas del mismo.

En definitiva, la teoria de testores presenta grandes ventajas frente al méto-
do PCA no solo en términos de la precisién de entrenamiento de un modelo de
clasificacién sino también en cuanto a su capacidad de proyeccién frente a nuevas
mediciones. Esta teoria aun cuenta con varias mejoras por realizar en términos
de optimizacion de algoritmos y busqueda de testores, sin embargo, muestra re-
sultados alentadores como un nuevo método de reduccion de dimensionalidad en

comparacion con métodos conocidos como el PCA.

4.1. Trabajos Futuros

4.1.1. Eleccion de Testores Tipicos

Uno de los principales retos que se presentan en cuanto a la teoria de testores,
es la eleccién de los mismos luego de ser calculados. Frente a este problema, surge
una idea que se basa en el mismo concepto de los testores. Dentro de la teoria, la
busqueda de testores tipico se centra en la discriminacién entre clases distintas,
es decir, se busca las caracteristicas que distinguen a las clases. Ahora bien, la
distincion entre clases no asegura la uniformidad de los elementos dentro de una
misma clase. Por lo tanto, se puede explorar la idea de realizar la busqueda de
las caracteristicas que permiten identificar la equivalencia de los elementos que

provienen de la misma clase.
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4.1.2. Aplicaciones

Dentro de este trabajo de investigacién se pudo mostrar la utilidad de los tes-
tores tipicos en una base de datos de clasificacion de objetos astronémicos. Sin
embargo, los problemas de clasificacién puede hallarse en muchas otras areas tales
como la medicina. La teoria de testores presenta un gran potencial como método
de reduccion de caracteristicas y se puede hallar una gran cantidad de aplicaciones.
Como se pudo observar a partir de los resultados obtenidos, los testores tipicos no
solo tienen la capacidad de reducir una base de datos sino reducir el ntimero de
caracteristicas necesarias para determinar la clase a la cual pertenece un objeto.
Por consiguiente, es necesario continuar con el desarrollo de esta teoria para mos-
trar los grandes beneficios que ofrece en una sociedad donde la clasificacién de

informacion es indispensable.
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