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de Propiedad Intelectual USFQ, y estoy de acuerdo con su contenido, por lo que

los derechos de propiedad intelectual del presente trabajo quedan sujetos a lo

dispuesto en esas Poĺıticas.
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Código: 00329278

Cédula de Identidad: 1105810822

Lugar y fecha: Quito, Diciembre de 2022



4
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Resumen

Las Redes Generativas Adversarias son un tipo de modelo generativo que en-

frenta a dos redes neuronales, a las que llamamos Discriminador y Generador,

bajo un juego de minimización-maximización para crear nuevos ejemplos de una

categoŕıa dado un conjunto de observaciones. Para esto se adopta un enfoque

probabiĺıstico, donde partimos asumiendo que el conjunto de entrenamiento tiene

una distribución subyacente que podemos aproximar iterativamente a través de

distribuciones generadas que finalmente convergen a la distribución real.

En este trabajo desarrollamos a detalle la matemática que sustenta a las Redes

Generativas Adversarias y hacemos una implementación sobre la base de datos de

d́ıgitos escritos a mano MNIST. Los resultados indican que las imágenes evolu-

cionan gradualmente desde ruido absoluto hacia imágenes indistinguibles de los

ejemplos de partida a medida que se entrena el modelo, y valores de salida del

Discriminador concuerdan con las predicciones teóricas.

Palabras clave: modelos generativos, modelos discriminativos, redes neuronales,

probabilidad y estad́ıstica, aprendizaje automático.
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Abstract

Generative Adversarial Networks are a type of generative model that con-

fronts two neural networks, which we call Discriminator and Generator, under

a minimization-maximization game to create new examples of a category given a

set of observations. For this, a probabilistic approach is adopted, where we start

by assuming that the training set has an underlying distribution that we can ap-

proximate iteratively through generated distributions that finally converge to the

real distribution.

In this work we develop in detail the mathematics that supports the Generative

Adversarial Networks and we make an implementation on the MNIST database of

handwritten digits images. The results indicate that the images gradually evolve

from absolute noise towards images indistinguishable from the starting samples

as the model is trained, and output values of the Discriminator agree with the

theoretical predictions.

Keywords: generative models, discriminative models, neural networks, probabi-

lity and statistics, machine learning.
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Índice de cuadros
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Caṕıtulo 1

Introducción

1.1. Motivación

Las Redes Generativas Adversarias o GANs (del inglés Generative Adversarial

Networks) son un tipo de modelo generativo introducido por Goodfellow et al[9]

en 2014, que desde entonces han recibido considerable atención de la comunidad

de aprendizaje automático por sus potenciales aplicaciones. Su objetivo es respon-

der a la pregunta: dado un conjunto de objetos con cierto grado de consistencia

(por ejemplo, conjuntos de imágenes de personas o una colección de imágenes de

tumores en pulmones), ¿es posible generar objetos similares artificialmente? [20].

Aunque a la fecha existen numerosas propuestas para resolver este problema

como los Variational Autoencoders [13] o los Deep boltzman machines [18], las

GANs son novedosas en tanto aprovechan el desarrollo reciente de los modelos
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discriminativos para formular esta pregunta en términos de una competición en-

tre dos redes neuronales (de ah́ı el nombre adversarias). Recientes avances han

mostrado que las GANs son efectivas para, entre otras cosas, generar imágenes

hiperrealistas de personas, incrementar de la resolución de imágenes pixeladas y

generar imágenes de arte.

(a) (b)

Figura 1.1: Imágenes generadas artificialmente en https://www.

thispersondoesnotexist.com/ por una versión avanzada del método de
Redes Generativas Adversarias conocido como StyleGAN2 [12]

1.2. Modelación discriminativa vs Modelación ge-

nerativa

Dentro del aprendizaje automático podemos distinguir entre dos tipos de mo-

delaciones: discriminativa y generativa.

En la modelación discriminativa el objetivo es predecir una variable de res-

https://www.thispersondoesnotexist.com/
https://www.thispersondoesnotexist.com/
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puesta y ∈ Y ⊂ Rm, que puede ser finita, discreta o continua, dado un vector

x ∈ X ⊂ Rn al que llamamos vector de caracteŕısticas. Por ejemplo, x puede ser

el conjunto de pixeles de una imagen de un d́ıgito entre 0 y 9 en blanco y negro

de dimensiones 28 × 28, donde cada entrada tiene un valor entero entre 0 y 255

representando la intensidad en escala de grises, y y una variable numérica que

toma valores en {0, 1, 2, 3, 4, 5, 6, 7, 8, 9}, representando el número correspondiente

a la imagen.

Figura 1.2: Ejemplo de la relación entre un vector de caracteŕısticas x, en este
caso el conjunto de pixeles de una imagen 28 × 28 de un número del 0 al 9, y su
variable de respuesta asociada y, que representa el número al que corresponde la
imagen. Cada pixel está representado por un número entre 0 y 255, que denota su
intensidad en la escala de grises.

La relación entre x e y se expresa a través de una función g : X → Ŷ llamada

función de predicción, que toma como argumento x y devuelve una predicción

del posible valor de y, usualmente expresada como ŷ = g(x). Observemos que Ŷ

no necesariamente es igual a Y , es decir, la predicción g(x) no necesariamente

pertenece al conjunto que la variable de respuesta y. Finalmente, la precisión de la

predicción de ŷ respecto a y luego se cuantifica con una función de pérdida L(ŷ, y)
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[14].

Dif́ıcilmente una función de predicción espećıfica será capaz de hacer predic-

ciones correctas para todos los posibles valores (x, y). Resulta beneficioso entonces

adoptar un enfoque probabiĺıstico y asumir que el par (x, y) es el resultado del par

aleatorio (X, Y ) con densidad de probabilidad conjunta f(x, y). Podemos enton-

ces evaluar el desempeño de la función de predicción g con el valor esperado de la

función de perdida , o riesgo:

l(g) = E
[
L(Y, g(X))

]
(1.1)

En la práctica, es común que la densidad conjunta f(x, y) sea desconocida,

y en su lugar tenemos un número finito n de pares T = {(x1, y1), · · · , (xn, yn)}.

Buscamos de esta manera encontrar la función de predicción óptima g∗ a partir de

este conjunto de observaciones, usualmente llamado conjunto de entrenamiento.

Es necesario aclarar que limitamos la búsqueda de g a una clase de funciones

definidas a priori G, tal que g generalice a todo X . De otra forma, arriesgamos

cometer errores del tipo overfitting, donde g predice con altos niveles de precisión

en conjunto de entrenamiento, pero falla en ejemplos fuera del conjunto [14].

Aplicando lo visto hasta ahora al ejemplo de la Figura 1.2, dada la función de

predicción que asigna cada imagen a un número entre 0 y 9

g : {0, · · · , 255}28×28 → {0, 1, 2, 3, 4, 5, 6, 7, 8, 9}
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una posible función de pérdida seŕıa el valor absoluto de la diferencia entre el valor

real y el predicho por g

L(y, ŷ) = |y − ŷ| = |y − g(x)| (1.2)

Ya que la distribución real usualmente es desconocida o en algunos casos ni siquiera

existe, para calcular (1.1) hacemos una estimación basada en la Ley de los grandes

números, que establece que para una muestra grande la media es un estimador no

sesgado del valor esperado. Por tanto, para el ejemplo anterior un posible riesgo

es

lT (g) =
1

n

n∑
i=1

|yi − g(xi)| (1.3)

En contraste, la modelación generativa intenta aprender la distribución subya-

cente del conjunto de entrenamiento T = {x1, · · · ,xn}, esto es, f(x). g es entonces

una aproximación de f(x) y el riesgo toma la forma:

l(g) = E
[
L(f(X), g(X))

]
(1.4)

La idea de los modelos generativos surge de que, independientemente del poder

de predicción de un modelo discriminativo, este no es capaz de generar nuevos

ejemplos de la clase a la que pertenece el conjunto de entrenamiento. En cambio,

al aproximar f(x) caracterizamos todos los posibles valores de x, y luego podemos

por ejemplo usar esta caracterización para encontrar f(x|y).

Retomando el ejemplo de la Figura 1.2, dadas n imágenes de d́ıgitos entre 0 y
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9 en blanco y negro, al aproximar la distribución real f podemos obtener nuevas

imágenes que estén fuera del conjunto de entrenamiento por métodos como el que

veremos en el Apartado 1.4.

1.3. Distancia entre distribuciones

La función de pérdida L en (1.4) usualmente se expresa en términos de divergen-

cias estad́ısticas, que cuantifican el grado de disimilaridad entre dos distribuciones.

En el contexto de las GANs usualmente se usa divergencias que pertenecen a la

familia de las f − divergencias.

Definición 1.3.1. Sea f : (0,∞) → R una función estrictamente convexa tal

que f(1) = 0. Dadas dos funciones de densidad de probabilidad p y q en Rn, la

f-divergencia entre p y q se define como

Df (p∥q) := EX∼q

[
f

(
p(X)

q(X)

)]
=

∫
Rn

f

(
p(x)

q(x)

)
q(x)dx (1.5)

donde adoptamos la convención f
(

p(x)
q(x)

)
q(x) = 0 si q(x) = 0.

Teorema 1. Df (p∥q) ≥ 0 con igualdad si y solo si p = q.

Demostración. La no negatividad se sigue inmediatamente de la densigualdad de

Shannon, que dice que si f es una función convexa y X es una variable aleatoria

se cumple

f(E[X]) ≤ E[f(X)] (1.6)



18

Consideremos entonces la variable aleatoria p(X)/q(X) con densidad q(x).

Tenemos entonces

Df (p∥q) = EX∼q

[
f

(
p(X)

q(X)

)]
≥ f

(
EX∼q

[
p(X)

q(X)

])
= f

(∫
Rn

q(x)
p(x)

q(x)
dx

)
= f

(∫
Rn

p(x)dx

)
= f (1) = 0

(1.7)

Ya que f es una función estrictamente convexa, la igualdad se cumple si y solo

si nuestra variable aleatoria p(X)/q(X) es constante, que ocurre precisamente

cuando p = q. [10]

Un caso particular de (1.5) muy usado en el aprendizaje automático es la

divergencia de Kullback-Leibler, que resulta de tomar f(x) = x log(x):

DKL(p∥q) :=
∫
Rn

log

(
p(x)

q(x)

)
p(x)dx (1.8)

Notemos que la divergencia KL no es una métrica porque en general la propiedad

de simetŕıa no se cumple. Esto es, en general

DKL(p∥q) ̸= DKL(q∥p)

Sin embargo, podemos usar DKL para definir una divergencia simétrica, conocida
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como la divergencia de Jensen-Shannon:

DJS(p∥q) :=
1

2
DKL(p∥M) +

1

2
DKL(q∥M) (1.9)

donde M := p(x)+q(x)
2

. El siguiente corolario es una consecuencia directa del Teo-

rema 1.

Corolario 2. DJS(p∥q) ≥ 0 con igualdad si y solo si p = q.

1.4. Redes generativas adversarias (GANs)

Generador

Discriminador Predicción

z

G(z)

Conjunto de
entrenamiento

0.85

Actualización

D(x)

Figura 1.3: Diagrama general de las GANs. A partir de un conjunto de entrena-
miento optimizamos una red neuronal que llamamos Discriminador para distinguir
entre elementos del conjunto y elementos fuera del conjunto asignando un valor
cercano 1 a los primeros y cercano a 0 a los segundos. Luego entrenamos una red
neuronal llamada Generador para mapear vectores z con distribución definida a
priori hacia el espacio de los datos del conjunto de entrenamiento, de tal forma
que estos elementos sean indistinguibles de los elementos reales.
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En el contexto descrito en el Apartado 1.2, queremos aproximar la distribución

real, desde ahora pdata con densidad pdata(x), a partir de un conjunto de entrena-

miento T . Para esto definimos una función diferenciable G : Rd → X representada

por una red neuronal con parámetros θg, a la que llamamos el generador. G toma

como argumento un vector Z ∈ Rd, d ∈ N, que es una variable aleatoria de dis-

tribución pz y densidad pz(z), y devuelve un elemento en el espacio de los datos

reales X (de aqúı en adelante X = Rn, n ∈ N). Notemos que G impĺıcitamente

induce una distribución pg, que es la distribución de las muestras G(z) cuando

z ∼ pz.

Asimismo, definimos una segunda función diferenciable D : X → [0, 1], a la

que llamamos el discriminador, que también es una red neuronal con parámetros

θd. D(x) representa la probabilidad de que x provenga de pdata en lugar de pg,

esto es, que x provenga del espacio de los datos reales. Queremos entrenar D

para maximizar la probabilidad de que D distinga correctamente las muestras

reales de las generadas, y al mismo tiempo entrenar G para minimizar la misma

probabilidad, o equivalentemente generar elementos que sean indistinguibles de los

datos reales.

Para esto enfrentamos a D y G en un juego de minimización-maximización

mı́nGmáxD V (D,G) bajo la siguiente función de pérdida:

V (D,G) = EX∼pdata [logD(X)] + EZ∼pz [log(1−D(G(Z)))] (1.10)

Intuitivamente, primero fijamos G de tal forma que máxD V (D,G) optimiza D
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Algoritmo 1: Entrenamiento de las GANs por gradiente descendiente
estocástico en mini-batch. El número de pasos k en los que se entrena el
discriminador es un hiperparámetro.

for número de iteraciones de entrenamiento do
for k pasos do

1. Obtener una muestra de m ejemplos de ruido {z(1), · · · , z(m)} de
la distribución pz.
2. Obtener una muestra de m ejemplos {x(1), · · · ,x(m)} del
conjunto de entrenamiento T .
3. Actualizar el discriminador por medio del gradiente ascendente
estocástico con respecto a θd:

∇θd

1

m

m∑
i=1

[
logD

(
x(i)

)
+ log

(
1−D

(
G
(
z(i)

)))]
(1.11)

end

1. Obtener una muestra de m ejemplos de ruido {z(1), · · · , z(m)} de la
distribución pz.
2. Actualizar el generador por medio del gradiente descendente
estocástico con respecto a θg:

∇θg

1

m

m∑
i=1

log
(
1−D

(
G
(
z(i)

)))
(1.12)

end

para asignar valores altos a D(X), dondeX ∼ pdata, y valores bajos a D(G(Z)) tal

que 1−D(G(Z)) también tenga un valor alto. Conversamente, fijando D después

de haber sido entrenado hasta cierto nivel de precisión, mı́nG V (D,G) optimiza

G utilizando la retroalimentación de D para generar muestras tales que D(G(Z))

tengo un valor alto. Notemos que el objetivo de D es el de un problema dis-

criminativo como se describió en el Apartado 1.2, en tanto busca maximizar la

log-verosimilitud para estimar la probabilidad condicional P (Y = y|X = x), don-

de Y es una varaible binaria que indica si x ∼ pdata (y = 1) o si x ∼ pg (y = 0).
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El procedimiento anterior se expresa formalmente en el Algoritmo 1.

En la siguiente sección demostramos que el Algoritmo 1 optimiza (1.10) hasta

el óptimo global pg = pdata en el caso no paramétrico.

1.4.1. Óptimo global

Lema 3. El segundo término en (1.10) se puede escribir como

EZ∼pz

[
log(1−D(G(Z)))

]
=

∫
Rd

pz(z) log
(
1−D(G(z))

)
dz

=

∫
Rn

pg(x) log
(
1−D(x)

)
dx

= EX∼pg

[
log(1−D(X))

] (1.13)

Demostración. Primero notemos que

∫
Rn

pg(x) log(1−D(x))dx =

∫
Rn

[∫
Rd

pg(x, z)dz

]
log(1−D(x))dx

=

∫
Rn

[∫
Rd

pz(z)pg(x | z)dz
]
log(1−D(x))dx

(1.14)

Por otro lado, observemos que al fijar G obtenemos un mapeo determinista, en

tanto el mismo z siempre generará el mismo x, de manera que

pg(x | z) = δ(x−G(z)) (1.15)
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Por tanto, por las propiedades de la delta de Dirac

∫
Rn

pg(x) log(1−D(x))dx =

∫
Rn

[∫
Rd

pz(z)δ(x−G(z))dz

]
log(1−D(x))dx

=

∫
Rd

[∫
Rn

log(1−D(x)) · δ(x−G(z))dx

]
pz(z)dz

=

∫
Rd

log(1−D(G(z)))pz(z)dz

(1.16)

Proposición 4. Dado un G fijo, el discriminador óptimo tiene la forma

D∗
G(x) =

pdata(x)

pdata(x) + pg(x)
(1.17)

Demostración. Usando el lema anterior podemos expresar (1.10) de la siguiente

manera:

V (G,D) = EX∼pdata

[
logD(X)

]
+ EZ∼pz

[
log(1−D(G(Z)))

]
= EX∼pdata

[
logD(X)

]
+ EX∼pg

[
log(1−D(X))

]
=

∫
Rn

pdata(x) log
(
D(x)

)
dx+

∫
Rn

pg(x) log
(
1−D(x)

)
dx

=

∫
Rn

(
pdata(x) log(D(x)) + pg(x) log(1−D(x))

)
dx

(1.18)

Observemos que para cualquier (a, b) ∈ R2
+, la función

f(y) = a log(y) + b log(1− y)
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alcanza su máximo en [0, 1] en a
a+b

:

f ′(y) =
a

y
− b

1− y
= 0 → yc =

a

a+ b
(1.19)

f ′′(yc) = − a

y2c
− b

(1− yc)
2 = −(a+ b)3

ab
< 0 (1.20)

Por último, el discriminador no necesita estar definido fuera de supp(pdata) ∪

supp(pg), ya que solo nos interesa distinguir entre elementos que provengan de

pdata o pg.

Sean

pdata(x) =
pdata(x)

pdata(x) + pg(x)

pg(x) =
pg(x)

pdata(x) + pg(x)

Una vez hallado D∗
G, podemos reformular (1.10) como mı́nG C(G), donde:

C(G) = máx
D

V (G,D)

= EX∼pdata [logD
∗
G(X)] + EX∼pg [log (1−D∗

G(X))]

= EX∼pdata

[
log

pdata(X)

pdata(X) + pg(X)

]
+ EX∼pg

[
log

pg(X)

pdata(X) + pg(X)

]
= EX∼pdata

[
log pdata(X)

]
+ EX∼pg

[
log pg(X)

]
(1.21)

Teorema 5. El mı́nimo global de C(G) se alcanza si y solo si pg = pdata. En ese

punto, C(G) toma el valor − log 4 y D∗
G(x) = 0,5.
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Demostración. C(G) se puede escribir en términos de (1.9), la divergencia de

Jensen-Shannon:

2DJS(pdata∥pg) = DKL

(
pdata

∥∥∥∥pdata + pg
2

)
+DKL

(
pg

∥∥∥∥pdata + pg
2

)
=

∫
Rn

log (2pdata(x)) pdata(x)dx+

∫
Rn

log
(
2pg(x)

)
pg(x)dx

= log 4 + EX∼pdata

[
log pdata(X)

]
+ EX∼pg

[
log pg(X)

]
(1.22)

De manera que

C(G) = − log 4 + 2DJS(pdata∥pg) (1.23)

Por el Teorema 2, se sigue que el mı́nimo global se alcanza cuando pdata = pg,

donde C(G) toma el valor − log 4.

1.4.2. Método del subgradiente

La convergencia del Algoritmo 1 depende del método de optimización por sub-

gradientes, que generaliza el concepto de derivada en puntos no diferenciables.

Definición 1.4.1. Sea f : U → R una función convexa definida en un subcojunto

convexo U de un espacio localmente convexo V . Un funcional v∗ en el espacio dual

V ∗ es el subgradiente en x0 ∈ U de f si para todo x ∈ U

f(x) ≥ f(x0) + ⟨x− x0, v
∗⟩ (1.24)

El conjunto de todos los subgradientes en x0 se conoce como el subdiferencial en
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x0, y se denota por ∂f(x0).

La minimización por subgradientes consiste en el siguiente la siguiente proceso

[3][19]:

1. Escoger un punto de partida x(0) ∈ U .

2. Actualizar la solución x(k) de acuerdo al criterio

x(k) = x(k−1) − tk · g(k−1) (1.25)

donde g(k−1) ∈ ∂f(x(k−1) y tk > 0 es la magnitud del paso en cada itera-

ción. Cuando f es diferenciable en x(k−1) el único posible valor de g(k−1) es

∇f(x(k−1)) y el método se reduce al método del gradiente descendiente, salvo

la constante tk.

3. Ya que el método no garantiza moverse en la dirección de máximo decreci-

miento, tomar en cada paso la mejor solución:

f
(
x
(k)
mejor

)
= mı́n

i=0,...k
f
(
x(i)

)
(1.26)

La ventaja del método del subgradiente es que garantiza la convergencia del modelo

dentro de un rango óptimo con un paso constante lo suficientemente pequeño

[3][19].

Teorema 6. Dado un paso constante (esto es, tk = h, la convergencia del método
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está garantizada en un rango de la solución óptima f ∗ = ı́nfx f(x):

ĺım
k→∞

f
(
x
(k)
mejor

)
− f ∗ < ϵ (1.27)

donde ϵ = ϵ(h) es una función del paso h que decrece con él.

1.4.3. Convergencia del algoritmo

Lema 7. La función V (G,D) = U(pg, D) definida como

U(pg, D) = EX∼pdata

[
logD(x)

]
+ EX∼pg

[
log(1−D(X))

]
(1.28)

es convexa en pg.

Demostración. Sea Pn el conjunto de funciones de densidad de probabilidad en Rn.

Es fácil ver que Pn es subconjunto del espacio vectorial de las funciones Lesbegue

integrables en Rn, L1 (L1, además es localmente convexo). Tomemos p1, p2 ∈ Pn y

θ ∈ [0, 1], y sea p(x) = θp1(x) + (1− θ)p2(x). Entonces

∫
Rn

p(x)dx = θ

∫
Rn

p1(x)dx+ (1− θ)

∫
Rn

p2(x)dx = 1 + (1− θ) = 1 (1.29)

y por supuesto p(x) ≥ 0. Finalmente, Pn es un conjunto convexo.

Ahora, sea

J(pg, D) = EX∼pg

[
log(1−D(X))

]
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Entonces

J(p,D) =

∫
Rn

(
θp1(x) + (1− θ)p2(x)

)
log

(
1−D(x)

)
dx

= θ

∫
Rn

p1(x) log
(
1−D(x)

)
dx+ (1− θ)

∫
Rn

p2(x) log
(
1−D(x)

)
dx

= θJ(p1, D) + (1− θ)J(p2, D)

(1.30)

de manera que (1.28) es convexa.

Proposición 8. Si en cada ciclo D alcanza su óptimo dado un pg fijo, seguido de

una actualización en pg tal que haya una mejora en el criterio

EX∼pdata [logD
∗
G(X)] + EX∼pg [log (1−D∗

G(X))] (1.31)

entonces pg converge a pdata.

Demostración. Sea {fα}α∈A una familia de funciones convexas definidas en un

dominio convexo C, y consideremos f = supα fα. Dado 0 ≤ θ ≤ 1, α ∈ A y

x, y ∈ C tenemos

fα(θx+ (1− θ)y) ≤ θfα(x) + (1− θ)fα(y)

≤ sup
α′∈A

(θfα′(x) + (1− θ)fα′(y))

≤ sup
α′∈A

θfα′(x) + (1− θ) sup
α′∈A

fα′(y)

= θf(x) + (1− θ)f(y)

(1.32)

de manera que

f(λx+ (1− λ)y) ≤ λf(x) + (1− λ)f(y) (1.33)
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es decir, el supremo f es en si mismo una función convexa.

Ahora, supongamos que para algún x ∈ C

β = arg sup
α

fα(x) (1.34)

entonces f(x) = fβ(x). Tomemos, g ∈ ∂fβ(x), se sigue que para todo y ∈ C

fβ(y) ≥ fβ(x) + ⟨y − x, g⟩ (1.35)

y ya que f(y) ≥ fβ(y) para todo y ∈ D

f(y) ≥ f(x) + ⟨y − x, g⟩ (1.36)

y por tanto g ∈ ∂f(x), o

∂fβ(x) ⊂ ∂f(x) (1.37)

Esto implica que podemos usar los subgradientes de ∂fβ(x) en el método descrito

en el Apartado 1.4.2 para optimizar f .

Finalmente, notemos que por lo anterior supD U(pg, D) es una función convexa

con mı́nimo global según el Teorema 5, y en consecuencia con pasos los suficiente-

mente pequeños pg converge a pdata.

Aunque la proposición anterior garantiza la convergencia en el modelo no pa-

ramétrico, Goodfellow et al [9] advierten que en la práctica la familia de distribu-

ciones pg generadas a través de G(Z; θg) es limitada, y la optimización se hace con
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respecto a θg en lugar de pg. Asimismo, expresar G como una red neuronal mul-

ticapa introduce varios puntos cŕıticos en el espacio de parámetros. Sin embargo,

podemos obviar la falta de garant́ıas teóricas por el excelente desempeño mostrado

en la práctica por las redes neuronales.

Por último, estudios posteriores revelaron que el rendimiento es superior al

reformular la optimización de manera equivalente como un juego max-max[20],

donde primero actualizamos el discriminador para maximizar de manera usual

máx
D

(EX∼pdata [logD(X)] + EZ∼pz [log(1−D(G(Z)))]) (1.38)

y luego actualizamos el generador para maximizar

máx
G

(EZ∼pz [logD(G(Z))]) (1.39)



31

Caṕıtulo 2

Experimentos

Para la implementación utilizamos la libreŕıa Pytorch, un framework para

aprendizaje automático basado en la libeŕıa Torch 1, usando como gúıa en el no-

tebook de la asignación 3 del curso CS231n: Deep Learning for Computer Vision

2. Las dimensiones se dan en el formato (W,H,C), donde W es el ancho de la

imagen, H la altura y C el número de canales. Entonces por ejemplo 5 × 4 × 3

denota una imagen de 5 filas y 4 columnas con 3 canales.

1El código está disponible en https://github.com/josedavid220/gans/blob/thesis/

Generative_Adversarial_Networks.ipynb
2Accesible en http://cs231n.stanford.edu/

https://github.com/josedavid220/gans/blob/thesis/Generative_Adversarial_Networks.ipynb
https://github.com/josedavid220/gans/blob/thesis/Generative_Adversarial_Networks.ipynb
http://cs231n.stanford.edu/
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2.1. Base de datos MNIST

Entrenamos nuestra red neuronal adversaria sobre la base de datos MNIST,

que contiene un total de 70000 imágenes de d́ıgitos del 0 al 9 escritos a mano en

blanco y negro. Todas las imágenes tienen un tamaño estándar de 28× 28 pixeles.

Figura 2.1: Ejemplos de la base de datos MNIST[6]

En la siguiente tabla se presenta un resumen de los hiperparámetros y paráme-

tros del optimizador.

Optimizador: ADAM

Tasa de aprendizaje: 0.001

Betas: 0.5, 0.999

k (ver Algoritmo 1): 1

Cuadro 2.1: Hiperparámetros y parámetros del optimizador
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2.2. Arquitectura de la red

La arquitectura del discriminador y del generador están inspiradas en las ideas

de [17] para aprovechar los avances en visión computacional a través de redes

neuronales convolucionales en modelos discriminativos.

Para el discriminador basamos la arquitectura en el tutorial de Keras para

clasificación de imágenes de MNIST [1], que es capaz de clasificar con 99% de

precisión.

Conv2D: 32 filtros, kernel 5× 5, stride 1

Leaky ReLU(α = 0,01)

Max Pool 2× 2, stride 2

Conv2D: 64 filtros, kernel 5× 5, stride 1

Leaky ReLU(α = 0,01)

Max Pool 2× 2, stride 2

Aplanamiento (Convertir matriz a vector)

Fully Connected, salida de tamaño 4 · 4 · 64

Leaky ReLU(α = 0,01)

Fully Connected, salida 1

Cuadro 2.2: Arquitectura del discriminador

En cambio, para el generador usamos la arquitectura sugerida en [5]. Las mues-

tras de ruido son vectores 1× 96 donde cada coordenada es una muestra aleatoria
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de la distribución uniforme entre -1 y 1.

Fully connected, salida de tamaño 1024

ReLU

BatchNorm1D (1024 canales)

Fully connected, salida de tamaño 7 · 7 · 128

ReLU

BatchNorm1D (1024 canales)

Redimensionar vector a 7× 7× 128

ConvTranspose2D: 64 filtros 4× 4, stride 2, padding 1

ReLU

BatchNorm2D (64 canales)

ConvTranspose2D: 1 filtro 4× 4, stride 2, padding 1

TanH

Aplanamiento (Convertir matriz a vector)

Cuadro 2.3: Arquitectura del generador

2.3. Resultados

Presentamos algunas imágenes generadas por G para diferentes iteraciones to-

madas aleatoriamente. Claramente vemos que el generador es capaz de crear ejem-

plos cada vez más similares a los del conjunto original.
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(a) Iteración 0 (b) Iteración 250

(c) Iteración 1500 (d) Iteración 2500

Figura 2.2: Imágenes generadas para diferentes iteraciones. Inicialmente en (a) las
imágenes generadas son ruido puro, pero a medida que entrenamos la red (b)-(d)
incrementamos la calidad de las imágenes al punto de ser casi indistinguibles de
las imágenes reales.

Asimismo, observemos que al evaluar las imágenes generadas en el discrimina-

dor (esto es, D(G(z))) en cada una de las iteraciones del modelo obtenemos valores

altos y bajos de probabilidad en las primeras 500 iteraciones, pero luego hay una

estabilización entre 0.45 y 0.55. Esto concuerda con las predicciones teóricas del

Teorema 5, que establece que la probabilidad debeŕıa converger a 0.5.
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Figura 2.3: Probabilidad de pertenecer al conjunto de los datos reales para distintas
iteraciones del modelo evaluada en las imágenes generadas por G.
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Caṕıtulo 3

Conclusiones

Las GANs son una manera efectiva de generar nuevos ejemplos de un conjunto

de datos. Su potencial resulta de aprovechar los avances en modelos discriminativos

para entrenar en un sistema adversario dos redes neuronales, y cuya garant́ıa teóri-

ca deriva de adoptar un enfoque probabiĺıstico sobre un conjunto de entrenamiento

y luego generar distribuciones que se aproximen iterativamente a la distribución

real de los datos. La convergencia está asegurada por la existencia de un mı́ni-

mo global en la divergencia de Jensen-Shannon y la garant́ıa de convergencia del

método del subgradiente, que en la práctica significa que los elementos generados

son muestras de la misma distribución de los datos reales.

La aplicación del modelo a través de dos redes neuronales convolucionales sobre

la base de datos MNIST permitió obtener imágenes de d́ıgitos que se asemejan

en gran medida a los datos originales, confirmando la efectividad de la teoŕıa.

Adicionalmente, al evaluar los elementos generados en el discriminador obtenemos
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resultados de probabilidad cercanos a 0.5 después de 500 iteraciones, confirmando

de nuevo las predicciones teóricas.

Por otro lado, destacamos que algunas de las limitaciones del modelo son que

no existe un criterio de parada claro para el entrenamiento, la evaluación de los

elementos generados es complicada debido a la naturaleza subjetiva del criterio de

ı̈ndistinguible de los datos reales”, y en contraste con métodos como el de máxima

verosimilitud al final no tenemos una expresión anaĺıtica para la densidad real.
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