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RESUMEN

En este estudio, introducimos una metodologia innovadora para entrenar modelos de lenguaje
de gran escala (LLMs, por sus siglas en inglés) en idiomas con recursos digitales limitados,
utilizando técnicas de Adaptacion de Bajo Rango (LoRA). Centrado en el idioma Kichwa—un
idioma linguisticamente desatendido pero culturalmente rico, hablado por mas de medio millon
de personas en Ecuador—nuestro enfoque aprovecha la robustez de la arquitectura
Transformer, conocida por su eficacia en tareas de traduccion automatica. Dada la escasez de
datos en Kichwa, empleamos técnicas de LORA para ajustar un modelo pre-entrenado,

superando asi los desafios tipicamente asociados con idiomas de bajos recursos.

Para evaluar el rendimiento de nuestro modelo, nos basamos en un benchmark desarrollado en
colaboracion con antropdlogos, inspirado en la estructura de las evaluaciones de Flores-200.
Nuestros hallazgos revelan que el modelo establece un nuevo estandar en la traduccién de
Kichwa, superando significativamente a los modelos anteriores, que en su mayoria fueron
entrenados en dialectos quechuas peruanos. Mas all& de su aplicacion inmediata en la
traduccion automatica, nuestro trabajo aclara la aplicabilidad mas amplia de las técnicas de
LoRA en el entrenamiento de LLMs para idiomas de bajos recursos, extendiendo asi el alcance
de tecnologias para resumir texto y responder a preguntas a comunidades kichwa hablantes.
Ademas, esta investigacion tiene un gran potencial para facilitar la creacion y accesibilidad de
contenido en el idioma nativo de estas comunidades. Ya sea en el desarrollo de herramientas
de traduccién automatica para Kichwa o en la creacion de recursos educativos, nuestro modelo

sirve como piedra angular para la preservacion linguistica y cultural de este idioma nativo.

Palabras clave: LoRA, Transformer, modelado de lenguaje de bajos recursos, Kichwa,

traduccion automatica, LIaMA 2.



ABSTRACT

In this study, we introduce a groundbreaking methodology for training large language models
(LLMs) on languages with limited digital resources, utilizing Low-Rank Adaptation (LoRA)
techniques. Focused on the Kichwa language—a linguistically underserved yet culturally rich
language spoken by over half a million individuals in Ecuador and neighboring regions—our
approach leverages the robustness of the Transformer architecture, renowned for its efficacy
in machine translation tasks. Given the scarcity of Kichwa data, we employ LoRA techniques
to fine-tune a pre-existing Transformer model, thereby overcoming the challenges typically
associated with low-resource languages.

To assess the performance of our model, we rely on a specialized benchmark developed in
collaboration with anthropologists, inspired by the structure of the Flores-200 benchmark. Our
findings reveal that the model sets a new standard in Kichwa translation, significantly
outpacing prior models mostly trained on Peruvian Quechua dialects. Beyond its immediate
application in machine translation, our work elucidates the broader applicability of LoRA
techniques in training LLMs for low-resource languages, thereby extending the reach of
technologies like text summarization and question-answering to these communities. Moreover,
this research holds substantial promise for the Kichwa-speaking community by facilitating the
creation and accessibility of content in their native language. Whether it's the development of
machine translation tools for Kichwa or the creation of educational resources, our model serves
as a cornerstone for linguistic and cultural preservation.

Keywords: LoRA, Transformer, low-resource language modeling, Kichwa, machine

translation, LIaMA 2
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INTRODUCCION

Contexto y Justificacion

El escenario socio-linglistico en Ecuador es un vivo reflejo de un extenso mosaico
pluricultural, donde un 3,86% de la poblacién equivalente a cerca de 654.316 individuos
mantienen viva la lengua indigena Kichwa. A pesar de que esta cifra exhibe una tendencia
decreciente, es imperativo resaltar que el 7,69% de la poblacion ecuatoriana (1.301.887
personas) se asocia con comunidades indigenas, mientras que un notable 43% (7.336.265
personas) se identifica como mestizos con algin grado de ascendencia Kichwa. En términos
absolutos, aproximadamente 9 millones de personas en el pais conservan una intrinseca
conexion con la herencia cultural y linguistica indigena, dentro de una poblacién total que se
aproxima a los 17 millones de habitantes [1].

La declinacion en el nimero de hablantes nativos de Kichwa no emerge como un fendmeno
aislado, sino que se revela como el reflejo de contextos pragmaticos. Ecuador, pese a sus
loables esfuerzos por promover la inclusion, se caracteriza por una predominancia linglistica
hispana. Esta realidad impulsa a aquellos individuos que persiguen un futuro urbano y
profesional a adquirir un dominio competente del espafiol. En este contexto, se observa una
preferencia hacia la transmision del espafiol a las nuevas generaciones como vehiculo para
acceder a una educacion superior y, en consecuencia, a oportunidades ampliadas de movilidad
social. Esta dinamica ha catalizado una espiral descendente en el nimero de hablantes nativos
de Kichwa, exacerbando la marginalizacion de aquellos que no poseen un dominio del espariol.
Ante la interseccidn de esta problematica social con los notables avances en las tecnologias de
procesamiento de lenguaje natural (NLP, por sus siglas en inglés), se descifra una oportunidad
inédita. Se vislumbra una brecha social que podria ser mitigada mediante la implementacion

de modelos de lenguaje sofisticados, tales como el modelo LlaMa 2, para brindar soporte a
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comunidades linglisticamente desatendidas. El impulso subyacente reside en adaptar dicho
modelo para funcionar eficazmente en escenarios de “datos escasos”, un aspecto primordial
para lenguajes con recursos digitales limitados.

El fulcro de este estudio es evaluar el rendimiento del modelo adaptado en aplicaciones
practicas, permitiendo que hablantes nativos de Kichwa califiquen tanto la generacion como la
traduccion de textos. Concomitantemente, se aspira a disefiar un marco de evaluacion
automatica anclado en métricas de vanguardia, proporcionando un método de evaluacion
replicable y confiable. En esencia, este trabajo se avoca a adaptar tecnologias preexistentes
para atender casos linguisticos desatendidos, pero de una importancia cultural y social
indiscutible. En las secciones subsiguientes, se desglosara el marco tedrico que sustenta este
estudio, se delineara la metodologia empleada, y se discutiran los hallazgos e implicaciones de
la adaptacion del modelo LlaMa 2 mediante la técnica de Low Rank Adaptation para la

generacion de textos en Kichwa.

Objetivos Generales y Especificos

Generales

e Adaptar el Modelo LIaMA 2 al Idioma Kichwa mediante Tecnicas de Procesamiento
de Lenguaje Natural (NLP): Este objetivo enfatiza la adaptacion y optimizacion del
modelo para un procesamiento eficaz del Kichwa.

e Disefiar un Protocolo de Evaluacion Riguroso para Asegurar la Eficacia y Precision del
Modelo Adaptado: Involucra el establecimiento de métricas y pruebas para una

evaluacion objetiva y replicable.
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Especificos

e Crear un Corpus de Alta Calidad Siguiendo los Principios de las Arquitecturas de
Transformadores en Aprendizaje Profundo: Centrado en generar un conjunto de datos
robusto y representativo.

e Utilizar la Técnica de Adaptacion de Bajo Rango (Low-Rank Adaptation) para Facilitar
la Adaptacion del Modelo a Lenguajes de Recursos Limitados: Busca una metodologia
eficaz para la adaptacion sin comprometer la calidad.

e Establecer un Benchmark Especifico para Evaluar la Generacion y Traduccién de
Textos por el Modelo Adaptado: Enfocado en la creacion de pruebas estandarizadas
para evaluar el rendimiento del modelo.

e Validar ‘URKU’, el Modelo Adaptado, con Hablantes Nativos y Expertos en Kichwa:
Introduce una evaluacion humana, permitiendo una valoracion tanto técnica como

interactiva del modelo.

Alcance y Limitaciones

Alcance

1. Desarrollo de un Modelo de Lenguaje entrenado en Kichwa ecuatoriano: El nucleo
de este proyecto radica en adaptar y afinar un modelo de lenguaje robusto entrenado
por Meta, LIaMA 2, para el procesamiento de texto en Kichwa, uno de los idiomas
indigenas del ecuador.

2. Evaluacion Rigurosa: El consejo de profesionales en el idioma ha permitido la
construccién de un corpus de datos robusto que permitira explorar el desempefio del
modelo afinado en tareas de generacion y traduccion de texto a partir de criterios de

evaluacion a discrecion de Kuymi Tambaco, hablante nativa y catedrética del idioma.
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3. Contribucion a la Comunidad Linguistica: A través del desarrollo y la evaluacion de
este modelo, se busca contribuir al enriquecimiento digital del Kichwa, facilitando su
uso y, especialmente, impulsando su preservacion en la era digital como testimonio de

la tradicién indigena ecuatoriana.

Limitaciones

1. Recursos Limitados: La disponibilidad de fuentes de datos digitales para el Kichwa
es en extremo limitada, lo cual puede impactar en la capacidad del modelo para
aprender y generalizar efectivamente.

2. Diversidad Dialectal: Més alla de los recursos disponibles para la creacion del corpus,
es esencial atender a la variedad de dialectos que comprenden el Kichwa. Esto puede
presentar desafios en la construccion de un modelo representativo lo mismo que
funcional. En consecuencia, existe un ‘trade-off” importante entre representatividad y
funcionalidad.

3. Expertise Tecnoldgico para trabajos futuros: La necesidad de conocimiento
especializado para la adaptacion y evaluacion del modelo podria representar una barrera
para futuras iteraciones y adaptaciones comunitarias del modelo resultante de este

proyecto.
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Estructura del Corpus de Datos

El corpus de datos constituye la piedra angular para la adaptacion del modelo de lenguaje
LlaMa 2 al Kichwa. A continuacién, se desglosan los componentes principales de este corpus:
Recoleccion de Datos:

e Fuentes Primarias: Se ha hecho acopio de textos auténticos en Kichwa a partir de una
variedad de fuentes, incluyendo literatura y transcripciones de entrevistas con hablantes
nativos.

e Fuentes Secundarias: Se ha recurrido también a traducciones bilingues de textos entre
el espariol y el Kichwa, proporcionando una rica fuente de datos paralelos. A su vez, se
han utilizado entrevistas realizadas por Simeon Floyd como parte del proyecto
‘Prometeo’ de la secretaria de Educacién Superior, Ciencia, Tecnologia e Innovacién
del Ecuador.

Preprocesamiento de Datos:

e Normalizacién: Los datos han sido normalizados para asegurar la consistencia en la
ortografia y la gramatica, facilitando asi el entrenamiento del modelo. Este proceso ha
sido manual, a pesar de usar expresiones regulares en la fase inicial.

e Segmentacion: Se ha procedido a la segmentacion del texto en sentencias y palabras,
estructurando el corpus para una ingestion efectiva por parte del modelo. Al igual que
en el apartado anterior, para asegurar la calidad de los datos se han recurrido a métodos
manuales como complemento al procesamiento con expresiones regulares.

Almacenamiento y Accesibilidad:

e Almacenamiento en ficheros: El corpus se ha almacenado en tres diccionarios de tipo

JSON estructurados en formato Alpaca, asegurando su accesibilidad y manejo eficiente

para las etapas de entrenamiento y evaluacion del modelo.
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Este corpus, meticulosamente construido y estructurado, proporciona una fundacion sélida
para la adaptacion de LlaMa 2 al Kichwa, promoviendo un entendimiento mas profundo y una
apreciacion més rica de la lengua Kichwa en el &mbito digital. Asi también, el formato de los

datasets resultantes facilitan el entrenamiento de LoRAs al tener todos los datos segmentados.

ESTADO DEL ARTE

Evolucion del Procesamiento de Lenguaje Natural (NLP)

El Procesamiento de Lenguaje Natural (NLP, por sus siglas en inglés) emerge como una
disciplina que anida en la confluencia de la linglistica computacional y la inteligencia artificial,
procurando facultar a las maquinas con una comprension y generacion de lenguaje humano
que simula la capacidad interpretativa humana. A lo largo de las Gltimas décadas, esta
disciplina ha atravesado un notable recorrido evolutivo, marcado por hitos que han redefinido
los contornos del procesamiento de lenguaje y sus aplicaciones practicas.

En las albores del NLP, las aproximaciones eran regidas por reglas heuristicas y gramaticas
formales, cuyas limitaciones se evidenciaban en su rigidez y su incapacidad para generalizar a
partir de ejemplos no vistos. Con el advenimiento de modelos probabilisticos y estadisticos,
como los Campos Aleatorios Condicionales (CRF) propuestos por Lafferty et al., se inaugurd
una era donde la segmentacion y etiquetado de datos de secuencia se tornd mas eficaz,
permitiendo una gama amplia de aplicaciones que abarcaban desde el analisis de sentimientos
hasta la traduccion automatica [2]. La irrupcion de los modelos de aprendizaje profundo,
especificamente las redes neuronales recurrentes (RNN) y las redes neuronales
convolucionales (CNN), facilitd la captura de relaciones semanticas y sintacticas de largo
alcance en los textos, propiciando avances en tareas como la traduccién automatica y la

generacion de texto. Sin embargo, fue la llegada de los modelos de transformadores,
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introducidos por Vaswani et al., lo que marc6 un punto de inflexion en el campo del NLP,
ofreciendo una arquitectura capaz de manejar dependencias de largo alcance de manera mas
eficaz y en paralelo, a diferencia de las arquitecturas precedentes [3].

Los transformadores catalizaron el desarrollo de modelos de lenguaje de gran escala como
BERT (Bidirectional Encoder Representations from Transformers) y GPT (Generative Pre-
trained Transformer), que lograron capturar y generar lenguaje humano con una fidelidad sin
precedentes. BERT, con su enfoque bidireccional, y GPT, con su enfoque autoregresivo, se
destacaron en una plétora de tareas de NLP, estableciendo nuevos estandares de rendimiento.
Con un enfoque en la eficiencia y la adaptabilidad, el modelo de lenguaje LlaMa 2 emerge
como una alternativa robusta de codigo abierto, destaca por su capacidad en tareas de
traduccion y generacion de texto, aln en escenarios de entrenamiento ‘few-shot'[4]. LIaMa 2
se sitlla en una tradicién de modelos que buscan balancear la capacidad de representacion con
la eficiencia computacional y la adaptabilidad a diferentes idiomas y dominios.

Avanzando cronolégicamente, BERT representa un hito en el campo del NLP. Este modelo de
representacion de lenguaje pre-entrena representaciones bidireccionales profundas de texto no
etiquetado, condicionando conjuntamente tanto el contexto izquierdo como el derecho en todas
las capas. Esto significa que, en lugar de predecir una palabra en funciéon de su contexto
anterior, BERT tiene en cuenta el contexto completo de una palabra, tanto a la izquierda como
a la derecha, para predecir su significado. Este enfoque bidireccional permite a BERT capturar
relaciones semanticas mas ricas y complejas en el texto, lo que lo hace especialmente poderoso
para tareas como la respuesta a preguntas y la inferencia de lenguaje. Ademas, BERT esta
disefiado para ser afinado con solo una capa de salida adicional, lo que facilita la creacién de
modelos de vanguardia para una amplia gama de tareas sin necesidad de modificaciones

arquitectonicas sustanciales.
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Los resultados obtenidos por BERT en diversas tareas de procesamiento de lenguaje natural
son un claro testimonio de su capacidad para capturar y generar lenguaje humano con una
fidelidad sin precedentes. En evaluaciones especificas, BERT ha logrado una mejora de
rendimiento frente a sus predecesores en once tareas de procesamiento de lenguaje natural,
incluyendo el aumento del puntaje GLUE a 80.5% (7.7 puntos porcentuales de mejora
absoluta), la precision MultiNLI a 86.7% (4.6 puntos porcentuales de mejora absoluta), el Test
F1 de SQUAD vl1.1 para responder preguntas a 93.2 (1.5 puntos porcentuales de mejora
absoluta) y el Test F1 de SQUAD v2.0 a 83.1 (5.1 puntos porcentuales de mejora absoluta) [5].
Ademas de estas tareas, BERT también ha demostrado ser eficaz en una amplia variedad de
otras tareas de lenguaje, como andlisis de sentimientos, respuesta a preguntas, prediccion de
texto, generacion de texto, resumen y resolucion de polisemia [5]. Estos resultados son una
clara indicacion de la versatilidad y el poder de BERT para transformar el campo del
procesamiento de lenguaje natural y abrir nuevas posibilidades para la interaccion entre
humanos y maquinas.

En seguida, aparece GPT-4, el modelo de procesamiento de lenguaje natural de ultima
generacion de OpenAl, que representa un avance significativo en la arquitectura de modelos
de lenguaje de gran escala. Basado en la arquitectura Transformer, GPT-4 es un modelo
multimodal de gran escala que puede aceptar entradas de texto e imagenes y producir salidas
de texto, manejando entradas que consisten en texto e imagenes intercaladas arbitrariamente y
generando salidas para cualquier tarea de vision o lenguaje [6]. A pesar de su gran cantidad de
parametros y el uso de una gran cantidad de computo para el entrenamiento, los detalles exactos
no se divulgan en el documento debido a consideraciones de competitividad y seguridad. GPT-
4 utiliza un proceso de alineacion post-entrenamiento que resulta en una mejora del
rendimiento en medidas de factualidad y adherencia al comportamiento deseado, involucrando

el aprendizaje por refuerzo a partir de retroalimentacion humana (RLHF) y modelos de
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recompensa basados en reglas (RBRMs) que proporcionan sefiales de recompensa adicionales
para guiar el modelo hacia un comportamiento apropiado. Su arquitectura basada en
Transformers utiliza un mecanismo de atencion para aprender relaciones contextuales entre
palabras en un texto, y una técnica de auto-atencién enmascarada que permite al modelo
atender tanto al contexto izquierdo como al derecho en cada capa, similar al presentado por
BERT. Ademas, los modelos GPT pueden ser afinados para tareas especificas, como
clasificacion de texto, respuesta a preguntas, resumen, etc., mediante la adicion de una capa de
salida especifica de la tarea y la actualizacion de los parametros del modelo preentrenado
utilizando un objetivo de aprendizaje supervisado. Con el tiempo, los modelos GPT han
aumentado en tamafio y rendimiento, y GPT-4, con sus 1 trillon de pardmetros, es un testimonio
de la evolucion y el potencial de estos modelos para transformar el campo del procesamiento
de lenguaje natural y abrir nuevas posibilidades para la interaccidn entre humanos y maquinas.
Finalmente, entra Llama 2 como una coleccion de modelos de lenguaje preentrenados y
afinados que varian en escala desde 7 mil millones hasta 70 mil millones de pardmetros. Los
modelos afinados, denominados Llama 2-Chat, estan optimizados para casos de uso de dialogo.
Segun las evaluaciones, estos modelos superan a los deméas modelos de chat de codigo abierto
en la mayoria de los benchmarks probados, y podrian ser un sustituto adecuado para modelos
de fuente cerrada basado en evaluaciones humanas para utilidad y seguridad. Esta iniciativa
proporciona una descripcion detallada de la metodologia de afinacion y las mejoras en la
seguridad de Llama 2-Chat, permitiendo a la comunidad construir sobre este trabajo y
contribuir al desarrollo responsable de modelos de lenguaje de gran escala [4].

El NLP contemporaneo, enriquecido por estos avances, se ha expandido hacia la inclusién de
técnicas de adaptacion y aprendizaje reforzado, en aras de construir modelos mas resilientes y
adaptativos a variadas condiciones y dominios linglisticos. La evolucion del NLP ha trazado

un arco desde reglas heuristicas hasta modelos de aprendizaje profundo altamente sofisticados,
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presagiando un futuro donde las maquinas podrian alcanzar una comprension del lenguaje
humano mas profunda y contextualizada. En este escenario, para entender como funciona
Llama 2, es necesario comprender la arquitectura de los modelos de lenguaje de gran escala
basados en la arquitectura Transformer, que utiliza mecanismos de atencidn para capturar
relaciones semanticas y sintacticas en el texto. Los Transformers se componen de una serie de
capas de atencion, cada una de las cuales procesa el texto de entrada de manera paralela, lo que
permite una mayor eficiencia en comparacion con las arquitecturas de red recurrentes y

convolucionales. La ecuacion fundamental que rige el funcionamiento de un Transformer es la

T
siguiente: Atencion(Q,K,V) = softmax (ﬂ) %4
Vi

Donde Q, K y V son las matrices de consulta, clave y valor, respectivamente, y d,, es la
dimension de las claves. Esta ecuacion calcula una serie de pesos de atencion que se utilizan
para ponderar los valores en funcion de la similitud entre las consultas y las claves. Estos pesos
de atencidn se utilizan luego para calcular una representacion ponderada de los valores, que se
utiliza como entrada para la siguiente capa del modelo. En el caso de Llama 2, la arquitectura
del modelo seleccionado ha realizado ajustes en la forma en que se procesa el texto de entrada
y se generan las respuestas. Estos ajustes se describen en detalle en la documentacion de Llama
2, y son el resultado de una extensa experimentacion y ajuste fino para maximizar el

rendimiento del modelo en tareas de didlogo que se discutiran en la siguiente seccion.
Técnicas de Adaptacion de Bajo Rango (LoRAS)

Dentro del vasto dominio de las técnicas de adaptacidn en aprendizaje profundo, las Técnicas
de Adaptacion de Bajo Rango (LoRAs, por sus siglas en inglés) emergen como un conjunto
prometedor para la tarea de afinar modelos pre-entrenados, especialmente en escenarios de

recursos limitados. Las LoRAs operan bajo la premisa de modificar estructuras neuronales
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preexistentes, manteniendo una eficiencia computacional significativa, lo cual es crucial para
aplicaciones en tiempo real y en dispositivos con recursos computacionales restringidos. Las
Técnicas de LoRA modifican los pesos preentrenados de un modelo de lenguaje grande (LLM)
de una manera matematicamente eficiente. En un modelo Transformer, como LlaMa 2, los
pesos preentrenados se encuentran en las matrices de atencion y en las capas completamente
conectadas. LoRA introduce una modificacion en estas matrices mediante la adicion de una
matriz de bajo rango W;,,, a la matriz de pesos preentrenados W. Mateméticamente, si W es
una matriz de dimension d X h, donde d es la dimensién del modelo y h es el tamafio de la
capa oculta, LORA busca una matriz W,,,,, de dimensiéon d x r y r X h, donde r es el rango,
que es mucho menor que d y h. La actualizacion de los pesos se realiza entonces como:
W' =W+ Wy

Donde W' es la nueva matriz de pesos ajustada. Este proceso no requiere que se reentrenen
todos los parametros del modelo, lo que reduce significativamente la cantidad de calculos y la
memoria necesaria para la adaptacion. Durante el entrenamiento o la afinacion, solo las
matrices de bajo rango W;,, se actualizan, mientras que la matriz de pesos original W
permanece fija. Esto permite que el modelo se adapte a nuevos datos o tareas con un costo
computacional mucho menor, manteniendo la mayor parte del conocimiento previamente
adquirido durante el preentrenamiento.

Amini et al. delinean una metodologia donde las matrices de bajo rango son utilizadas para
adaptar redes neuronales profundas, mostrando que esta técnica puede lograr un rendimiento
comparable al de un ajuste fino completo con una fraccion del costo computacional y de
memoria [7]. Esta caracteristica es esencial para nuestra tarea, donde el corpus de datos en
Kichwa es limitado, y la eficiencia computacional es imperativa para lograr una adaptacion

exitosa.
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La aplicacion de LoRASs en el contexto de la adaptacion de modelos para el procesamiento del
Kichwa se alinea con la meta de proporcionar herramientas de procesamiento de lenguaje
natural robustas y eficaces que puedan servir a comunidades linguisticamente desatendidas,
manteniendo un balance entre rendimiento, eficacia y eficiencia computacional. Con la
finalidad de proporcionar un marco sélido para la adaptacion del modelo LlaMa 2 al Kichwa,
las LoRAs se presentan como una herramienta técnica robusta y eficiente. Esta seccion ha
proporcionado una vision detallada del mecanismo operativo de las LoORAS, estableciendo un
fundamento teorico que sera instrumental en las etapas subsecuentes de desarrollo y evaluacién

de nuestro modelo adaptado, URKU.

Aprendizaje Reforzado en NLP

El Aprendizaje Reforzado (AR) se ha establecido como una piedra angular en la evolucion de
los sistemas autbnomos y agentes inteligentes, proporcionando un marco donde los modelos
aprenden Optimas estrategias de decision mediante la interaccion con su entorno. En el contexto
del NLP, el AR introduce un paradigma que permite a los modelos aprender de manera iterativa
a partir de las sefiales de retroalimentacion recibidas sobre su desempefio en tareas linguisticas
especificas. La esencia del AR en NLP se centra en la formulacion de tareas de procesamiento
del lenguaje como problemas de decision secuencial, donde un agente, en este caso el modelo
de lenguaje, interactia con un entorno, que podria ser un corpus linglistico o un sistema de
didlogo, para generar respuestas o traducciones. Este proceso se articula a través de episodios
donde el modelo recibe una recompensa (o penalizacion) basada en la calidad de sus
decisiones, es decir, la precision y coherencia de las respuestas o traducciones proporcionadas.
En el corazdn de este enfoque se encuentra la funcién de recompensa, que guia al modelo hacia
la generacion de respuestas linguisticamente adecuadas y contextualmente relevantes. La

funcion de recompensa es crucial para el AR en NLP, ya que cuantifica la calidad de las
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soluciones proporcionadas por el modelo, y por ende, su eficacia en la tarea en cuestion. Uno
de los marcos mas prominentes en AR para NLP es el Aprendizaje por Refurezo Inverso (IRL,
por sus siglas en inglés), que permite estimar las funciones de recompensa éptimas a partir de
ejemplos de comportamiento deseado, proporcionando asi un camino para entrenar modelos
en tareas como la generacion de texto y la traduccién automatica. Este enfoque ha sido
particularmente Gtil en escenarios donde las recompensas explicitas son dificiles de obtener.
Asi también, encontramos un marco de implementacion alternativo que atiende mejor a
nuestras necesidades de entrenamiento: el Aprendizaje por Refuerzo Basado en
Retroalimentaciéon Humana (RLHF, por sus siglas en inglés). EI RLHF es un enfoque de
aprendizaje por refuerzo que integra la retroalimentacion humana directa en el ciclo de
entrenamiento, permitiendo que el modelo se alinee mas estrechamente con las expectativas y
normas linglisticas de los hablantes nativos. Este enfoque se sustenta en el trabajo seminal de
Sutton y Barto, que establece las bases del AR, y se articula a través de una interaccion continua
con hablantes nativos, cuyas evaluaciones sirven como sefiales de recompensa para afinar el
modelo en cada iteracion [8].

Para futuros avances en el desarrollo de URKU a partir de nuestra propuesta metodoldgica,
recomendamos una estrategia que incorpore RLHF, aprovechando la experiencia y
conocimientos de hablantes nativos de Kichwa. Esta extension implica que URKU, ya
adaptado con LoRA para Kichwa, entre en un ciclo iterativo de RLHF. En él, los hablantes
nativos desempefiaran un papel clave evaluando y proporcionando retroalimentacion directa
sobre las respuestas generadas por el modelo. Durante la fase de ajuste del modelo con RLHF,
empleamos un marco matematico para actualizar los parametros del modelo 6 en funcion de la
retroalimentacion humana. La funcion de recompensa R se calcula utilizando la
retroalimentacion de los hablantes nativos y se integra en el proceso de aprendizaje del modelo.

La actualizacion de los parametros se realiza mediante el algoritmo de optimizacion de
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politicas, donde la politica (a|s; ) representa la probabilidad de que el modelo elija la accion
a dado el estado s y los parametros 6. La actualizacion de los parametros se puede describir
mediante la siguiente formula de gradiente de politica:
A = a-Vgylogm(a|s;0) - R(s,a)

Donde:

e A6 es el cambio aplicado a los parametros del modelo.

e o es latasa de aprendizaje.

e V, denota el gradiente con respecto a los pardmetros 6.

e logm(als;0) es el logaritmo de la probabilidad de la politica.

R(s, a) es la recompensa asignada por la accion a en el estado s.
Para la implementacion de RLHF, la recompensa R(s,a) se deriva de la retroalimentacion
humana. Por ejemplo, si un hablante nativo evalia una traduccion generada por el modelo
como precisa y culturalmente adecuada, la recompensa seria positiva. En cambio, si la
traduccion es inexacta o inapropiada, la recompensa seria negativa o incluso podria incluir una
penalizacion. Ademas, para asegurar que el modelo no solo se ajuste a ejemplos individuales
sino que generalice a través de toda la distribucion de tareas, se puede emplear una funcion de
valor V (s; 8) para estimar el valor a largo plazo de los estados, y asi actualizar la politica en
direccion a acciones con mejores recompensas futuras:
AO =a-Vglogm(als;0) - (R(s,a) +y-V(s;8) —V(s;0))

Donde:

e s’ es el estado siguiente después de tomar la accion a.

e v esel factor de descuento que equilibra la importancia de las recompensas inmediatas

versus futuras.
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Este enfoque matematico permitird que el modelo URKU se ajuste de manera efectiva y
eficiente, asegurando que la adaptacion esté fundamentada en la retroalimentacion cualitativa

de los usuarios y en la optimizacion cuantitativa de los pardmetros del modelo.

Iniciativas Globales: “No Language Left Behind”, Meta; “Aya”, Cohere

En el panorama global, emergen dos iniciativas notables que delinean la frontera entre la
inclusion linguistica y la avanzada tecnolégica del NLP; nos referimos a "No Language Left
Behind" (NLLB) de Meta 'y "Aya" de Cohere. Estas propuestas representan sendos esfuerzos
para cerrar la brecha linguistica, especialmente en el ambito de las lenguas de pocos registros,
y ofrecen un marco referencial invaluable para nuestro proyecto en curso.

La iniciativa "No Language Left Behind" de Meta emerge como un proyecto pionero en la
esfera de la Inteligencia Acrtificial (IA), con el propésito de presionar el desarrollo de modelos
de codigo abierto, publicamente disponibles, que faciliten traducciones evaluadas de alta
calidad entre 200 idiomas, abarcando lenguas con recursos limitados como el Asturiano,
Luganda y Urdu. La meta principal radica en posibilitar que las personas accedan y compartan
contenido web en su idioma nativo, asi como interactuar con cualquier individuo alrededor del
globo, sin importar las preferencias linguisticas [9]. Este emprendimiento se alinea con nuestra
aspiracion de fortalecer la interaccion en Kichwa, mediante la adaptacion y afinacion de LlaMa
2, una accion que resuena con el espiritu inclusivo y global de NLLB.

Por otro lado, el proyecto "Aya" de Cohere se erige como una iniciativa de ciencia abierta, con
la ambicidn de construir un modelo generativo multilingiie de vanguardia, bajo el auspicio de
la sabiduria colectiva y contribuciones globales. Cohere For Al, el laboratorio de investigacion
comprometido con la resolucion de desafios intrincados en machine learning, desvela a Aya
como un esfuerzo colaborativo en desarrollo, que invita a la construccion de un modelo de

lenguaje multilinglie mediante la sintonizacién de instrucciones. Este proyecto de ciencia
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abierta de un afio congrega a expertos en | A de diversos sectores como la academia, la industria,
organizaciones sin animo de lucro e investigadores independientes, con el proposito de edificar
un modelo multilinglie de ultima generacion y fomentar la colaboracion abierta. Aya aspira a
mejorar los modelos generativos multilingues existentes y acelerar el progreso en lenguas de
diversas latitudes. Ademas, busca democratizar el acceso a la tecnologia del lenguaje,
permitiendo a cualquier entusiasta en el campo del NLP contribuir al proyecto. Todos los
modelos, datos de entrenamiento y herramientas de recoleccion de datos seran ‘open-source’,
resonando con la naturaleza inclusiva y colaborativa de este proyecto [10].

La alineacion de estas iniciativas globales con nuestro proyecto se revela ineludible. Ambas
resaltan un compromiso palpable hacia la inclusion lingiistica y la preservacion cultural,
mediado por la utilizacion de tecnologias avanzadas de NLP. Al contextualizar los esfuerzos
de modelado del lenguaje en una diversidad lingtistica global, estas iniciativas no solo
propulsan el estado del arte del NLP, sino que también se avocan a abordar temas de equidad
y acceso en la eradigital. Este interludio global refuerza la pertinencia y la necesidad de nuestro
proyecto, situando la adaptacion de LlaMa 2 para el Kichwa Ecuatoriano como un eslabén
promisorio en esta cadena global de esfuerzos para la preservacion lingistica y la inclusion

digital.

Un Marco de Referencia: GPT Builder, por OpenAl.

GPT Builder, una nueva caracteristica de OpenAl, permite la creacion de modelos GPT
personalizados para tareas especificas, como el aprendizaje de idiomas, sin requerir
conocimientos de programacion. Funciona combinando instrucciones, conocimientos y
capacidades proporcionadas por el usuario para crear un modelo adecuado para un propésito
especifico [11]. Esta herramienta es particularmente Gtil para proyectos de idiomas, ya que

ofrece un enfoque facil de usar para la personalizacion de modelos, lo que la hace un marco de
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comparacion ideal para el proyecto de afinamiento del idioma Kichwa utilizando Adaptacion
de Rango Bajo en LLaMA 2. La capacidad del GPT Builder para integrar datos y funciones
especificos del idioma podria proporcionar informacion valiosa cuando se compara con
métodos tradicionales de afinamiento. Por lo mismo, se ha decidido incluirla en la evaluacion

final de los modelos entrenados debido a su sencilla implementacion y poderosos resultados.
DESARROLLO DE LA PROPUESTA

Eleccion del Modelo de Lenguaje LIaMA 2

La seleccion de LIaMA 2 como modelo de lenguaje para el procesamiento y ensefianza del
kichwa se justifica por su sofisticado tokenizador y su arquitectura Transformer optimizada. El
tokenizador de LIaMA 2 utiliza un algoritmo de Codificacion de Pares de Bytes (BPE), que
descompone las palabras en subunidades denominadas tokens de manera eficiente. Esta técnica
es especialmente beneficiosa para idiomas que presentan palabras no registradas previamente
en el corpus de entrenamiento, como ocurre con el kichwa. La ventaja distintiva de este método
es su capacidad para reconstruir significados a partir de los tokens méas pequefios, obtenidos
tras dividir las palabras en sus caracteres individuales (o bytes).

El funcionamiento del tokenizador se basa en la union iterativa de los pares de bytes que
aparecen con mayor frecuencia en el conjunto de datos. Este proceso comienza con la creacion
de un vocabulario inicial a partir del texto de entrenamiento y el calculo de la frecuencia de
todos los pares de bytes adyacentes. El par de bytes mas comun se identifica y se sustituye por
un token inexistente en el texto, que luego se incorpora al vocabulario. Posteriormente, se
actualiza el texto reemplazando todas las instancias del par de bytes mas frecuente con el nuevo
token. Este procedimiento se repite hasta que se agotan los pares frecuentes o se alcanza el

tamafio de vocabulario deseado [4]. El resultado es un conjunto de vocabulario y reglas de
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fusion que se emplearan para tokenizar cualquier texto nuevo. Parece importante resaltar que
este tokenizador es especialmente util en el presente caso de uso dado que el Kichwa es un
idioma escrito en base al alfabeto romano. De otra manera, haria falta hacer una
implementacién de bajo nivel para posibilitar la tokenizacion del corpus. Este es el caso de
idiomas como el chino, japonés, arabe, ruso, etc.

Con objetivos demostrativos, se presenta el pseudocodigo del algoritmo BPE implementado

por LIaMA 2:

1 function BytePairEncoding (text, vocab size)

2 vocab = get initial vocab (text)

3 token fregs = count token fregs(text, vocab)

4 while size(vocab) < vocab size

5 most freq pair = find most freq pair(token fregs)

6 if most freq pair is None

7 break

8 new_token = merge pair (most freq pair)

9 vocab.add (new_ token)
10 text = replace pair in text(text, most freq pair, new token)
11 update token fregs(token fregs, most freq pair, new token)
12 return text, vocab

Este proceso iterativo de BPE permite que LIaMA 2 maneje eficientemente el vocabulario del
kichwa, incluso cuando se encuentran palabras fuera del conjunto inicial de entrenamiento. La
implementacién practica de este tokenizador se realiza mediante la biblioteca SentencePiece,
como se muestra en el siguiente fragmento de cddigo en Python:

import sentencepiece as spm

# Inicializacidén del tokenizador BPE con SentencePiece
spm.SentencePieceTrainer.train (input="'kichwaTexts.txt"',
model prefix='kichwa bpe', #Exemplification
vocab size=32000, model type='bpe')

g w N

La arquitectura Transformer de LIaMA 2 es altamente eficiente en la captura de dependencias
de largo alcance y procesamiento paralelo de secuencias de texto, lo que es crucial para

aprender la estructura gramatical y sintactica del kichwa. La adaptabilidad inherente de LIaMA
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2 lo hace ideal para idiomas menos representados, permitiendo una rapida adaptacion a nuevos

dominios y vocabularios.

La Utilizacion de Técnicas de LoRA

Haciendo eco de una explicacion previa, la implementacion de LoRA se puede describir
matematicamente como la insercién de matrices de bajo rango en las capas de atencion y/o
capas completamente conectadas del modelo Transformer.

La formula general para la adaptaciéon de LoRA es:

W' = W + BA; donde BA es el equivalente a la matriz de bajo rango W,,,,

Ahora que se ha entendido el funcionamiento de BPE como tokenizador, es 16gico notar que
la generacion de estas matrices de menor rango permite agregar unicamente el vocabulario
nuevo resultante del corpus de entrenamiento sin tener que pasar antes por la totalidad
dimensional del modelo pre entrenado base. Estas caracteristicas aseguran que LIaMA 2 sea
una opcion prometedora para el proyecto de tesis, capaz de manejar las particularidades

linglisticas y los desafios de representacion que presenta el kichwa en el ambito digital.

Lidiando con la Lingistica del Kichwa Ecuatoriano

Cuando el modelo se encuentra con una palabra en kichwa que no ha visto antes, como
"champayana” [v. tener malestar], el tokenizador de BPE descompone la palabra en
subunidades conocidas o tokens. El resultado, para el ejemplo, del proceso de tokenizacion,
seria un vocabulario con los caracteres individuales ‘c’, ‘h’, ‘a’, ‘m’, ‘p’, ‘y’, ‘n’; BPE busca
pares de caracteres adyacentes que aparecen con mas frecuencia en el corpus de entrenamiento,
si esta fuera palabra nueva no tendria pares pre existentes en el vocabulario; después, cuando
el modelo procese mas texto, empezara a combinar caracteres adyacentes segun su aparicion,

lo que podria convertirse en ‘ch’, ‘pa’, ‘ya’, ‘na’, etc. En el caso de que ‘champayana’ sea una

palabra que aparece con suficiente frecuencia, llegaria a convertirse en un token en si misma,
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aunque inicialmente seria representada por una secuencia de tokens mas pequenos ‘ch’, ‘a’,
‘m’, ‘pa’, ‘ya’, ‘na’. Estos tokens son luego procesados por la arquitectura Transformer de
LIaMA 2, donde las técnicas de LORA entran en juego. La adaptacion mediante LORA se
realiza en las capas de atencidn y capas completamente conectadas del modelo, donde las
matrices de bajo rango B y A se utilizan para ajustar los pesos preexistentes W. El alcance de
este reajuste depende de los parametros de proyeccion del entrenamiento que se pasan al objeto
‘lora_config’ en que se almacenan los parametros de entrenamiento. El siguiente ejemplo
muestra todas las opciones disponibles para proyeccion a distintas capas de la arquitectura de
LlaMA 2 que, sin embargo, para ser entrenados en su totalidad requeririan recursos
computacionales significativamente mas altos a los de la GPU A100 de 80GB disponible para

la tarea presente:

1 from peft import LoraConfig
2
3 lora config = LoraConfig(

4 target modules=["g proj", "k proj", "v proj",
5 "o proj", "up proj", "down proj", "gate proj"l],
6 # rank, kbit, alpha, beta, gamma, delta, etc...)

En la materialidad, solo se realizé un entrenamiento sobre los modulos objetivo g y k. Como
resultado, obtenemos W' como la nueva matriz de pesos adaptada para comprender y procesar
la nueva palabra. Por ejemplo, consideremos la entrada "Wamintsi tullpu waraka
chinkaripashkami”. El tokenizador de BPE descompone la frase en tokens, algunos de los
cuales pueden ser nuevos para el modelo. A medida que estos tokens pasan a través de las capas
de atencidn, las matrices de LORA ajustan los pesos para adaptarse a la estructura gramatical y
el significado contextual de la frase en kichwa. Esto permite que LIaMA 2 genere la salida
correcta en espafiol: ""Se me ha perdido el pantal6n de color rosado."

Al final, el trabajo conjunto del tokenizador de BPE y las técnicas de LoRA sobre LIaMA 2

proporciona una metodologia robusta y eficiente para el procesamiento del idioma objetivo,
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asegurando que el modelo pueda manejar eficazmente palabras y frases no vistas, y adaptarse

continuamente a medida que se expone a mas datos en este idioma.
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DESARROLLO DEL PROTOTIPO

Proceso de Recoleccién de Datos

La construccidon de un modelo de lenguaje robusto y preciso para el kichwa, una lengua con

limitada representacion digital, requiere una seleccion meticulosa de fuentes de datos

confiables y representativas. En este contexto, se identificaron dos recursos primordiales que

forman la columna vertebral de nuestra base de datos: el "Diccionario de la lengua kichwa del

Ecuador” de J. C. Moya y el "Diccionario kichwa-castellano" publicado por el Ministerio de

Educacion del Ecuador [12][13]. Estos documentos, disponibles publicamente en linea, fueron

escogidos por su autenticidad, exhaustividad y relevancia académica.

1. J. C. Moya, “Diccionario de la lengua kichwa del Ecuador”

Ubicacion y Acceso: Este diccionario fue publicado por FLACSO en Quito,
Ecuador, en 2012 y esta disponible en formato digital en la biblioteca de
FLACSO Andes. La accesibilidad en linea del documento facilito su
incorporacion en nuestro corpus de entrenamiento.

Contenido y Utilidad: El diccionario de Moya es una obra bilingue (espafiol-
kichwa y kichwa-espafiol) que proporciona una amplia gama de vocabulario,
incluyendo téerminos contemporaneos y, sobretodo, tradicionales. Su estructura
y claridad en las definiciones, asi como sus ejemplos de uso en oraciones
acompafiadas de su traduccion, lo hacen un recurso invaluable para la
comprension y traduccion precisa de términos, lo cual es esencial para la

enseflanza y procesamiento automatizado del kichwa.
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2. Ministerio de Educacion del Ecuador, “Diccionario kichwa-castellano”

e Ubicacion y Acceso: Publicado en 2013 por el Ministerio de Educacion del
Ecuador, este diccionario esta disponible en lineay es una fuente oficial para el
estudio del kichwa unificado.

« Contenido y Utilidad: Ademas de ser un diccionario bilingle, este documento
incluye un estudio introductorio sobre el kichwa, que ofrece una visidn
profunda de la estructura gramatical, variaciones dialectales y aspectos
culturales del idioma. Esta seccion se separ0 para ser utilizada en el
entrenamiento de texto sin procesar, proporcionando al modelo una base sélida
en la sintaxis y semantica del kichwa.

La utilizacion de estos diccionarios se justifica por ser algunos de los pocos compendios
exhaustivos y accesibles digitalmente del kichwa. La basqueda de fuentes se realizé mediante
consultas en bases de datos académicas, recomendaciones de expertos en linguistica andina
como Kuymi Tambaco, profesora de cosmovisién andina y Kichwa en la USFQ. La decision
de emplear estos recursos se basa en su autoridad linglistica y su capacidad para proporcionar
un aprendizaje integral del idioma, desde su estructura basica hasta sus matices culturales.

Ahora bien, la tarea que nos llama no solo requiere una base de datos textual robusta, sino
también un corpus que refleje el uso vivo y dindmico del idioma. En este sentido, el trabajo de
campo antropoldgico realizado por Simeon Floyd, Ph.D. en Filosofia con especializacion en
Antropologia de la Universidad de Texas en Austin, y su equipo, se convierte en un
componente esencial de nuestra investigacion. Para la realizacion de estas entrevistas se siguio
un proceso metddico que partié del Proyecto Prometeo y su integracion es descrita en la seccién

correspondiente al procesamiento de los datos.
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El proyecto Prometeo, descrito por la Secretaria de Educacion Superior, Ciencia, Tecnologia e
Innovacion del Ecuador, es una iniciativa que busca fortalecer la economia social del
conocimiento en el pais [14]. La participacién del Dr. Floyd en este proyecto subraya la
relevancia y el calibre académico de las entrevistas recopiladas, las cuales fueron realizadas
bajo los auspicios de un programa que valora la investigacion y la transferencia de
conocimiento. El resultado del proyecto fue un corpus de audio, video y texto disponible para
acceso publico en el repositorio de lenguaje ELAN [15]. El Dr. Floyd, hablante fluido de
kichwa y vinculado por lazos de trabajo social a la comunidad, utilizd su experiencia y
conocimiento para facilitar conversaciones naturales y significativas. Las entrevistas abarcaron
temas como la historia personal, la forma de vida y las experiencias de los entrevistados,
proporcionando asi un corpus rico y diverso. Este enfoque etnogréafico asegura que el modelo
de lenguaje no solo comprenda el kichwa desde una perspectiva linguistica, sino también desde
su contexto cultural y social. EI Dr. Floyd, junto con sus estudiantes, emprendié un meticuloso
proceso de inmersion en las comunidades de Imbabura entre 2015y 2016. Este esfuerzo resultd
en 34 entrevistas que proporcionan una vision auténtica del uso cotidiano del kichwa. La
recopilacion de este material no fue una tarea trivial; implicé un proceso de acercamiento
respetuoso y sensible hacia las comunidades indigenas. Se solicitaron permisos a las
autoridades locales y se estableci6 un didlogo con los ancianos para garantizar una
colaboracion basada en el respeto mutuo y el entendimiento intercultural.

Las anotaciones de las entrevistas se realizaron en maltiples niveles, desde la transcripcion
fonética hasta la traduccion detallada al espafiol, incluyendo matices linglisticos. Este proceso
meticuloso de anotacion, que tomo siete afios, asegura que el modelo de lenguaje pueda
capturar las complejidades del kichwa, incluyendo su naturaleza aglutinante y las variaciones
dialectales. La inclusion de este corpus antropoldgico enriquece significativamente nuestro

modelo de lenguaje. No solo proporciona ejemplos auténticos del uso del kichwa, sino que
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también refleja las practicas sociales y culturales que son inseparables del lenguaje. Este
enfoque holistico es crucial para desarrollar tecnologias de procesamiento de lenguaje natural

que sean verdaderamente inclusivas y representativas de la diversidad lingistica y cultural.

Procesamiento de Datos

En el ambito de la linguistica computacional, la transmutacion de datos brutos en un formato
susceptible al escrutinio algoritmico constituye un paso crucial que sustenta la eficacia de los
sistemas de procesamiento de lenguaje. Esta tesis delinea el meticuloso proceso de convertir
los recursos existentes del idioma Kichwa—hasta ahora encapsulados dentro de los confines
estaticos de documentos PDF—a un formato de diccionario JSON estructurado y dinamico.
Esta transformacion no es simplemente una exigencia técnica, sino una eleccion metodoldgica
deliberada, disefiada para facilitar la ingestion sin obstaculos de datos por el modelo de
lenguaje LIaMA 2. La discusion subsiguiente explica la logica y el enfoque sistematico
empleado para extraer, limpiar y reconstituir los datos textuales, asegurando su alineacion con
los requisitos arquitectonicos del modelo y optimizandolos para empefios computacionales
subsecuentes.

En la fase inicial de transformacion de datos, se utilizd la biblioteca pdfminer para extraer
meticulosamente el contenido textual de los documentos PDF. Esta herramienta facilito el
analisis del texto, discerniendo la distribucién espacial de los bloques de texto dentro del disefio
del documento. Un aspecto crucial de esta extraccion fue la bifurcacion del texto en columnas
izquierda y derecha, una tarea realizada evaluando las coordenadas x de los bloques de texto.
Se determind juiciosamente un valor umbral que sirvié como punto de demarcacion entre las
columnas, asegurando la fidelidad de la disposicion espacial del texto en la transcripcion
digital. Posteriormente, los segmentos de texto de las columnas correspondientes se

concatenaron para formar un flujo coherente de datos para cada pagina. Este enfoque metddico
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no solo preservo la estructura original del documento, sino que también optimizo el texto para
las etapas de procesamiento subsiguientes. Su implementacion se puede entender de la

siguiente manera:

Inicializar listas para columnas izquierda y derecha y texto de paginas
left_column = []

right_column = []

pages_text = []

Definir funcion extract_text_from_pdf (pdf_path)
Para cada pagina en el documento PDF en pdf_path
Inicializar listas temporales para texto de pagina actual
left_page = []
right_page = []

Para cada elemento en el disefio de la pagina
Si el elemento es un contenedor de texto
Obtener texto del elemento

Si la coordenada x del elemento < valor umbral
Ahnadir texto a left_page

De lo contrario
Ahnadir texto a right_page

Combinar texto de left_page y right_page
Ahadir texto combinado a pages_text

Una vez los PDFs han sido transformados en archivos de texto empieza la segmentacion y
limpieza del texto utilizando expresiones regulares (regex), una herramienta robusta para el
reconocimiento de patrones dentro de cadenas de texto, para analizar meticulosamente el texto
extraido. Este paso fue fundamental para identificar las entradas del diccionario, que a menudo
comenzaban con una palabra seguida de sus variaciones fonéticas encerradas entre corchetes.
Se diseflaron patrones regex para detectar estos marcadores de entrada, permitiendo el
aislamiento de entradas individuales. Posterior a esta segmentacion, abordamos el problema de
la division de palabras con guiones, un artefacto comun en textos procesados por OCR donde
las palabras al final de una linea estan partidas. Mediante regex, las palabras divididas por
guiones se unieron sin problemas, asegurando la integridad léxica. Ademas, rectificamos las
irregularidades en el espaciado, reemplazando secuencias de multiples espacios por un unico

espacio para lograr uniformidad. Este proceso se refiné iterativamente, asegurando que cada
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linea representara de manera precisa una entrada Unica y limpia. El resultado fue un texto

optimizado, desprovisto de caracteres superfluos y anomalias de espaciado, sentando asi una

base pristina para la conversién subsiguiente al formato de diccionario JSON. Varios ejemplos

de las expresiones regulares que se utilizaron son:

1.

r“\s*\w+\s*\[.*?\]"* : Para identificar las entradas del diccionario. Busca lineas que
comiencen con una 0 mas palabras seguidas de variaciones fonéticas entre corchetes.
El \s* permite espacios en blanco antes y después de la palabra, mientras que \w+
coincide con una o mas letras o digitos que constituyen la palabra, y \[.*?\] captura la
variacion fonética entre corchetes de manera no codiciosa.

r' +" : Reemplaza multiples espacios consecutivos con un solo espacio. Esto es util
para normalizar el espaciado entre palabras y asegurar que no haya irregularidades en
el texto debido a errores de OCR o de formato.

r'[-[\s*$" : Encuentra y elimina guiones al final de las lineas, lo que suele indicar que
una palabra ha sido dividida entre dos lineas. Esto ayuda a mantener la integridad de
las palabras que fueron incorrectamente separadas durante el proceso de digitalizacion.
r'(\w+ \[\w+\])" : Encuentra palabras seguidas de una variacion fonética entre corchetes
sin espacios iniciales, lo que indica el comienzo de una nueva entrada en el diccionario.
r'\b(JA-Z]+/\d+)\b" : Busca secuencias de letras mayudsculas 0 nimeros que estan
aislados como palabras completas, lo que puede ser Gtil para identificar encabezados o
numeros de pagina que deben ser excluidos del texto del diccionario.

r'([A-Z\s]+[.]-)" : Detecta palabras en mayusculas seguidas de un punto y un guion, lo
que podria indicar la presencia de abreviaturas o términos especiales que necesitan ser

tratados de manera diferente durante la segmentacién del texto.
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7. r'=": Identifica lineas que contienen el simbolo igual (=). Al encontrar lineas con ‘=,
el script puede separarlas en un archivo diferente, facilitando asi la distincion entre las
entradas del diccionario y otro tipo de contenido que requiere un tratamiento especial.

La conversién de datos a un formato adecuado es un paso critico en NLP. Entre los formatos
comunes como JSON, SQUAD y CSV, cada uno tiene sus ventajas dependiendo de la tarea
especifica a realizar. JSON, con su estructura de pares clave-valor y objetos anidados, es ideal
para tareas como la clasificacion de texto y el analisis de sentimientos, donde la estructura
jerarquica y la legibilidad humana son beneficiosas. Por otro lado, SQUAD es preferible para
el entrenamiento en tareas de respuesta a preguntas, ya que su formato esta disefiado para
asociar preguntas con pasajes de texto y respuestas localizadas. En contraste, CSV, con su
formato tabular simple, es Util para tareas como la generacion de texto y la traduccion, donde
las parejas de entrada y salida se alinean de manera clara y concisa [16].

En el contexto de nuestro proyecto, el formato JSON se destaca como la opcion mas adecuada
debido a varias razones. Primero, la estructura de JSON facilita la representacion de
diccionarios linglisticos de manera estructurada, esencial para la manipulacién y acceso
eficiente durante el entrenamiento. Segundo, la capacidad de JSON para manejar objetos
anidados permite una representacion mas rica y detallada de la informacion linguistica, lo que
es crucial para capturar las complejidades del Kichwa. Ademas, la naturaleza flexible de JSON
permite una facil expansion o modificacion del esquema de datos, lo que puede ser necesario
a medida que el modelo aprende y se adapta a las particularidades del idioma.
Comparativamente, aunque SQUAD podria ser util para entrenar modelos en tareas de
comprension lectora y respuesta a preguntas, su estructura especifica no se alinea con las
necesidades de nuestro proyecto, que requiere una representacion mas general de los datos
linglisticos. Del mismo modo, mientras que CSV es excelente para alinear grandes volimenes

de texto paralelo, carece de la capacidad de representar la estructura jerarquicay las relaciones
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complejas entre los datos, que son fundamentales para el entrenamiento. En conclusion, el
formato JSON se alinea mejor con los objetivos presentes, proporcionando la combinacion
Optima de estructura, flexibilidad y accesibilidad, lo que resulta en un proceso de entrenamiento
mas eficiente y efectivo para capturar las sutilezas del Kichwa.

En la basqueda de precision y fiabilidad dentro de nuestro conjunto de datos, los ajustes
manuales fueron indispensables, sirviendo como complemento a nuestros procedimientos
automatizados de procesamiento de texto. Esta fase meticulosa estuvo regida por una estrategia
de doble propdsito: rectificar anomalias no detectadas por los scripts basados en expresiones
regulares y mejorar la coherencia semantica de las entradas. Cada linea del texto extraido fue
examinada minuciosamente, con especial atencion a los patrones lingtisticos inherentes al
Kichwa, que las herramientas automatizadas podrian pasar por alto o interpretar errdneamente,
asi como a los datos cuya presencia podia afectar la calidad del entrenamiento, sean estos
numeros de pagina pasados por alto o el nombre de secciones presentes en los datos iniciales.
Este nivel de aseguramiento de la calidad, detallado y granular, fue primordial, no solo para
mantener la integridad de los datos sino también para asegurar su fidelidad al idioma. El
resultado de este proceso fue un conjunto de datos pulido hasta alcanzar un estandar que
satisface las demandas de la presente investigacion, preparado para facilitar la comprension y

generacion matizada del Kichwa por modelos de lenguaje.

Entrenamiento del Modelo

Las técnicas de LORA se pueden implementar usando la libreria peft, siglas en inglés para
Ajuste Fino Eficiente en Parametros. PEFT engloba una serie de metodologias destinadas a
adaptar modelos de aprendizaje automatico preentrenados a tareas o dominios especificos,
minimizando la cantidad de parametros entrenables. Al ajustar Gnicamente un pequefio

subconjunto de parametros del modelo, PEFT conserva recursos computacionales, acelera los
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procesos de entrenamiento y facilita la implementacion rapida de modelos. Este enfoque no
solo reduce el riesgo de sobreajuste, dado el espacio reducido de parametros, sino que también
representa una préactica sostenible al disminuir la huella de carbono asociada con el
entrenamiento extensivo de modelos. Las técnicas de PEFT se pueden categorizar ampliamente
en metodos que adaptan pesos, inyectan modulos adaptables o utilizan enfoques centrados en
datos. Entre estos, la Adaptacion de Rango Bajo (LoRA) destaca debido a su enfoque Unico de
descomponer matrices de peso en componentes de bajo rango, permitiendo un ajuste fino del
modelo minimo pero efectivo. Las ventajas de LoRA son multiples: mantiene la arquitectura
original del modelo, preservando asi sus representaciones aprendidas; requiere la sintonizacion
de menos parametros, lo que agiliza el proceso de entrenamiento; y apoya la adaptacién rapida
a nuevos idiomas o tareas, lo que es critico para aplicaciones de NLP. Otras técnicas de PEFT
incluyen adaptadores, donde se insertan pequefios médulos entrenables entre las capas del
modelo, y la sintonizacion de prompts, que implica aprender un conjunto de prompts suaves
para guiar los mecanismos de atencion. Cada técnica ofrece beneficios distintivos, pero LORA
es particularmente adecuada para tareas donde el equilibrio entre rendimiento y agilidad es
critico.

Sobresimplificando, con LORA trabajando sobre las capas de atencidén de arquitecturas de
transformadores, y LIaMA 2 como un modelo con capas de atencion, es logico concluir la
posibilidad de usar la técnica descrita sobre el modelo seleccionado. Para optimizar el proceso
fue util basar el entrenamiento en el proyecto de text-generation-webui que ha desarrollado
una interfaz de web intuitiva y funcional en los procesos de prompting y entrenamiento [17].
AUn asi, es preciso entender el proceso de entrenamiento para asegurar que la implementacién
es coherente y cumple con los estandares de afinamiento. El entrenamiento del modelo para
LoRA es un procedimiento sofisticado que involucra varias etapas. Comienza con el calculo

de parametros entrenables, donde la funcion calc_trainable_parameters determina el nmero
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total de parametros en el modelo que estan sujetos a optimizacién durante el entrenamiento,
asi como el numero total de parametros presentes. Esta distincion es esencial para comprender
la capacidad del modelo y el alcance de su adaptabilidad a través del entrenamiento. La
codificacién del texto se maneja mediante la funcion encode, que asegura que el texto esté
correctamente tokenizado dentro de una restriccion de longitud definida 'y que el token de inicio
de oracion (BOS) se maneje correctamente. La tokenizacion es un paso critico ya que convierte
el texto en bruto en un formato que el modelo puede entender. Se introduce una mayor
sofisticacion con la funcion tokenize, la cual prepara la entrada para el entrenamiento. Aplica
selectivamente la tokenizacion a diferentes segmentos de la entrada basandose en condiciones
especificas de entrenamiento, diferenciando entre los tokens que seran entrenados y aquellos
que seran ignorados por el modelo durante la fase de entrenamiento. También maneja la
colocacion de tokens de fin de oracién (EOS), asegurando que las secuencias terminen
correctamente y gestiona el relleno para mantener longitudes de secuencia consistentes.

En la preparacion del conjunto de datos, el proceso de entrenamiento implica cargar y procesar
archivos de texto en bruto y archivos JSON, aplicando un enfoque diferenciado para cada tipo
de formato. Mientras que para los archivos de texto en bruto se aplica el truncamiento y la
segmentacion apropiados para manejar eficientemente conjuntos de datos grandes, los archivos
JSON requieren un procesamiento que atienda a su estructura inherente—en funcion de un
formato pre definido—, extrayendo y convirtiendo la informacion relevante en un formato
compatible con el modelo. Se presta especial atencién a la gestion de memoria eliminando
tanto el texto en bruto como los datos JSON de la memoria despuées de que sus versiones
tokenizadas estan preparadas. Este procedimiento dual asegura que se mantenga la integridad
de los datos estructurados y no estructurados durante el entrenamiento. EI formateo de los datos
implica crear indicaciones que el modelo utilizara durante el entrenamiento, lo cual es un paso

critico para moldear lacomprension y las capacidades de generacion del modelo. Las funciones
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generate_prompt y generate_and_tokenize_prompt ilustran el mecanismo intrincado de
convertir puntos de datos estructurados en indicaciones de lenguaje natural de las que el modelo
puede aprender.

Una vez que el conjunto de datos esta preparado y las indicaciones estan listas, el entorno de
entrenamiento se configura con un objeto Trainer de la biblioteca transformers. Este objeto
orquesta el proceso de entrenamiento, gestionando tamafios de lotes, acumulacién de
gradientes, tasas de aprendizaje y métricas de evaluacion. Cabe destacar que el proceso se
mejora con callbacks personalizados, los cuales proporcionan enganches en el bucle de
entrenamiento, permitiendo un monitoreo detallado y control sobre la progresion del
entrenamiento. El lora_model es una encarnacion del modelo mejorado con LORA,
configurado con adaptaciones especificas a la arquitectura del modelo que estan dirigidas a
aprender de manera eficiente a partir de una cantidad limitada de datos de entrenamiento. Esta
configuracion se ajusta a través del objeto LoraConfig, que especifica el rango y otros
hiperparametros relevantes para la técnica LoRA. A lo largo del entrenamiento, los pardmetros
del modelo se cuantifican para gestionar la memoria y el célculo de manera mas eficiente,
especialmente relevante para hardware con recursos limitados o para lograr tiempos de
entrenamiento mas rapidos. En resumen, el proceso de entrenamiento encapsula la conversion
de texto en bruto en un formato estructurado que el modelo puede interpretar, un eficiente canal
de preparacién de conjuntos de datos, una configuracion detallada del procedimiento de
entrenamiento utilizando LoRA y un meticuloso manejo de memoria y procesos. El enfoque
refleja un equilibrio entre la profundidad del entrenamiento del modelo y las limitaciones

practicas de los recursos computacionales.
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Descripcion del Modelo Final ‘URKU’

El modelo 'URKU' emerge como un resultado interesante en el panorama de los modelos de
lenguaje, configurado meticulosamente para capturar la esencia del Kichwa. Su formacion se
ha basado en un triptico de conjuntos de datos —'AllData’, proporcionando una comprension
integral del idioma; 'MoreDetail', que refina esta visién con entradas de alta calidad que realzan
la precision contextual; y 'Grammar_guidelines', que instila al modelo las estructuras
gramaticales fundamentales del Kichwa. Cada fuente de datos ha sido instrumental para dotar
a URKU de una perspectiva Unica, desde la comprension teorica hasta el reconocimiento de

matices complejos y uso préactico del idioma.

Training Runtime Entries in the

Modelo ) Dataset Alpha Rank Projections Learning Rate  Steps Loss SISA Benchmark*
(minutes) dataset
Llama 2 7B 100 MoreDetail 4337 4096 2048 q,v, ko 1,60E-05 3051 2,90E+14 3,3%
Llama 2 7B 130 MoreDetail 4337 4096 2048 q,v, ko 1,60E-05 5043 2,90E+12 17,8%
Llama 2 7B 240 AllData 14175 2048 1024 q, Vv 2,00E-04 7017 6,50E+00 0,6%
Llama 2 70B 90 Grammar_guidelines 2112 512 256 q, v,k 9,10E-05 191 2,90E+00 11,7%
Llama 2 70B 90 Grammar_guidelines 2112 2048 1024 q, Vv 1,80E-04 431 2,40E+00 0,0%
Llama 2 70B 612 MoreDetail 4337 2048 1024 q,Vv 1,70E-04 1863 4,70E-01 6,1%
Llama 2 70B 1031 MoreDetail 4337 2048 1024 q, Vv 1,10E-04 2503 3,90E-01 86,7%
Llama 2 70B 1560 MoreDetail 4337 2048 1024 q, Vv 1,00E-05 3727 3,60E-01 66,7%
Llama 2 70B 1920 AllData 14175 1024 512 q, Vv 1,70E-06 19235 1,80E-01 77,8%
Llama 2 70B 2102 AllData 14175 2048 1024 q, Vv 3,10E-05 19235  8,60E+00 0,0%
GPT Builder 6 AllData 14175 n/a n/a n/a n/a n/a n/a 95,0%

Tabla 1. Comparativa de Configuraciones y Rendimiento de Modelos LLaMA 2 y GPT
Builder entrenados sobre una GPU A100/80GB.

El modelo 'URKU', especializado en Kichwa, se ha forjado a través de un proceso de
optimizacion que considera meticulosamente la interaccion de los hiperparametros ‘Alpha’ y
'Rank'. La evaluacion de diversas configuraciones ha revelado que una afinacion mas

conservadora de estos parametros suele resultar en un rendimiento superior en el benchmark
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SISA, sugiriendo que la efectividad no radica necesariamente en la maximizacién de los
parametros sino en encontrar un equilibrio que se adecue a la especificidad de las tareas
linguisticas del Kichwa.

El benchmark SISA, cuyo nombre significa 'flor' en Kichwa, es un modelo de evaluacion
integral disefiado en colaboracion con Kuymi Tambaco, lingiista experta en kichwa
ecuatoriano. Este benchmark ha sido meticulosamente desarrollado para medir la competencia
del modelo en areas criticas como la conjugacién de verbos, la relacion de conceptos, la
identificacion de morfemas, asi como la generacion de texto y la capacidad de responder
preguntas de manera coherente. SISA no solo examina la precision linguistica de 'URKU', sino
que también pone a prueba su habilidad para utilizar el Kichwa de manera practica y completa,
reflejando las capacidades que se esperarian de un hablante competente del idioma. EI modelo
de evaluacion consta de 180 preguntas sobre las que se calcula el porcentaje de éxito segln la
cantidad de preguntas que han sido correctamente respondidas a criterio del evaluador.

El anélisis detallado del entrenamiento y la adaptacién de URKU, utilizando conjuntos de datos
variados, ha arrojado luz sobre la importancia de la calidad del contenido sobre la cantidad.
Configuraciones que utilizan 'MoreDetail' superaron aquellas con 'AllData’ en términos de
rendimiento en SISA, destacando que un corpus curado puede ser mas beneficioso que uno
méas amplio pero potencialmente menos focalizado. Esto refleja la posibilidad de que un
conjunto mas grande de datos pueda introducir ruido o propiciar sobreajuste, en detrimento de
la capacidad de generalizacion del modelo.

La tasa de aprendizaje y el nimero de pasos también han demostrado ser factores criticos.
Tasas de aprendizaje mas bajas estan asociadas con menores pérdidas, indicando un
entrenamiento mas estable. Ademas, la cantidad de pasos de entrenamiento no es un indicador
directo del éxito; es la sinergia entre la duracion del entrenamiento y la configuracion de los

hiperparametros lo que define la calidad del modelo resultante.
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Contrastando con GPT Builder, que no se adaptdé mediante LORA pero alcanz6 un 95% en
SISA, URKU ilustra que las estrategias de entrenamiento especificas al contexto del idioma
pueden llegar a resultados importantes en una infraestructura local e independiente. Mientras
GPT Builder muestra robustez general, este depende del acceso permitido por OpenAl para su
creacion y uso. De modo que existe una relacion de poder y falta de acceso cuando se trata de
entender qué es lo que realmente estd ocurriendo cuando un GPT de dominio especifico es
generado desde la interfaz de ChatGPT. En este contexto de dominio digital frente a
alternativas de uso libre sobre hardware de usuario, URKU resalta la efectividad de su enfoque
como un posible método hacia proyectos més grandes y flexibles.

En resumen, 'URKU' encarna un modelo altamente competente en el procesamiento del
Kichwa, avanzando significativamente en la inclusion linguistica y la preservacion cultural. La
adaptacion precisa de URKU, con hiperparametros calibrados y datos seleccionados
cuidadosamente, lo posiciona como un modelo pionero para el tratamiento de idiomas menos

representados, asegurando que la riqueza de cada lengua tenga su espacio en la era digital.
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CONCLUSIONES

El modelo 'URKU' representa un esfuerzo significativo en el ambito del Procesamiento del
Lenguaje Natural para atender a las necesidades linguisticas de las comunidades que hablan
Kichwa en Ecuador. Este trabajo no solo responde a la declinacién en el nimero de hablantes
nativos de Kichwa, reflejando asi un compromiso con la preservacion cultural y lingistica,
sino que también aborda la exclusidn digital de lenguajes minoritarios a nivel global. La
colaboracion con la linglista Kuymi Tambaco para el desarrollo del benchmark SISA ha sido
fundamental, permitiendo una evaluacion practica del modelo que va mas alla de la teoria,
probando su efectividad en la conjugacion de verbos, la relacién de conceptos y la generacion
de texto. Estas pruebas, esenciales para medir la competencia lingistica, han demostrado que
'URKU' puede funcionar como un hablante nativo competente del Kichwa.

El proceso de adaptacion del modelo mediante técnicas de LoRA ha revelado la importancia
de la calidad del corpus sobre la cantidad de datos, y la necesidad de un equilibrio entre los
hiperparametros para el rendimiento 6ptimo en tareas especificas. A pesar de los desafios
encontrados, como la inicial escasez de datos en Kichwa, 'URKU' ha mostrado ser una
herramienta valiosa, no solo académicamente sino en aplicaciones précticas que pueden influir
positivamente en la inclusion social y la educacion bilingie.

La comparacion con GPT Builder ha reafirmado la necesidad de modelos especializados de
uso local para idiomas menos representados, con 'URKU' estableciendo un alto estandar de
éxito en el benchmark SISA. Esto es, alternativas que puedan correr en hardware de usuario
suponen un avance en la democratizacion de los recursos digitales modernos que brindan la
esperanza —o vaga ilusibn— de acceso independiente a las capacidades de los modelos de
lenguaje de vanguardia. Asi, permitiendo aplicaciones de alto impacto social que no estén

sujetas a la disponibilidad de los grandes jugadores en la hegemonia de la inteligencia artificial.
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Este estudio sienta un precedente para futuras investigaciones, alentando el desarrollo de
corpus mas extensos y diversificados para mejorar el rendimiento de este tipo de modelos.
Ademas, insta a la reflexion sobre como la tecnologia de inteligencia artificial debe ser
modelada para reflejar y respetar la rica diversidad cultural y linguistica del mundo, asegurando
que la herencia linguistica de Ecuador y de otras comunidades no solo sobreviva sino que

prospere en la era digital.
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ANEXO A: DATAGENERATOR.IPYNB

Es importante entender que la naturaleza de los datos con los que se formo el corpus es cattica
y compleja. Los datos se originan de fuentes oficiales en formato PDF, por lo que es necesario,
en primer lugar, crear un archivo de texto manteniendo la mayor fidelidad posible frente a los
datos originales. Esto solo es un problema debido a que la mayoria de los documentos estaban
originalmente formateados en una distribucion de dos columnas o, en su defecto, contaban con
tablas imposibles de traducir a texto plano mediante métodos iterativos de programacion. A
pesar de esto, se cred un jupyter notebook llamado ‘DataGenerator.ipynb’ que me asistio en
todo el proceso de automatizar cuando sea posible automatizar. Este anexo busca demostrar
algunas de las funciones mas importantes que se consiguieron que, ademas, fueron esenciales
para alcanzar el corpus de datos final.

En el caso de los layouts de dos columnas, se opt6 por una solucién arbitraria que depende de
la posicién de cada columna en un documento. Esto funcion6 gracias a que todas las paginas

de un documento en especifico funcionaban sobre la misma distribucion de espacio:

ey g e e g g e

achillik-yaya [acilikyaya, acilyaya, atsil-
yaya] s. sn. dios. Runakunapa yuyaypi tu-
kuyta ushak, tukuyta kuk.

Achillikyayami yachaytaka ushachirka.

Sin. Apunchik, pachakamak, achiktayta, atsil,
achillyaya.

achira [adira, acera, atsira] s. achera. Pa-

akichana [axitana, akitana] v. s. cernir en
harnero o en cedazo. Achka hutkuyuk antapi
imatapash shushuna.

¢Palanta hakutachu akichakunki?

Sin. Shushuna.

akirinri [axirinri, axiximbri, axikimbri] s. jen-
gibre. Uchushina hayak, mishki ashnak,

pashina raku muyu, allpa ukupi pukuk mishki
mikuna

wiksa nanaypa, kunka nanaypa upyana
hampi.

Esta observacion hizo posible codificar una funcion que lea las columnas una por una para
luego unirlas cuando todo el texto de una misma pagina ha sido leido. Este acercamiento
funcioné en su mayoria exceptuando ocasiones extraordinarias en las que algun factor
inesperado cambiara el orden en el que el texto era leido. El problema con esto es que hacia
falta revisar entrada por entrada que no existan irregularidades lo bastante graves como para
afectar el entrenamiento. Parte de este proceso fue lidiar con expresiones regulares que

aprovecharan el formato de cada documento y asi poder procesarlo con algo de ayuda.
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Page 1 Text:

A
r page_layout in extract_pages("Data/Tests/sample.pdf"): achachay

[a¢aday, afalaw, atsatsay] in-
terj. expre sién de frio. Yapa chiri kakpi rimay.
left_page = [] Wawakunaka achachay nishpa chayamun.

right_page = [] Sin. Chiri chiri.

achachaw [adadaw, acuuy] interj. amz.

expresién de calor. Yapa rupay tiyakpi rimay.

i e nta ): achachaw, mikunaka rupakmi kashka.

Sin. Araray, rupakuk.

achka [acka, adika, askal adv. bastante,

harto, mucho. Imatapash tawkata, tawka ti-

yakta, mana ashallata rikuchik.

" Chakramantaka achka saratami pallarkani

right_page.append(t Sin. Ashtaka, hatunta, pachan, tawka, llas-

hak.

lachik [adix, adig, aci]l s. luz, claridad, claro.

'Killamanta, intimanta, kuyllur manta llukshik

1lipyarik; imatapash rikunkapak kak.

T L, G A Tamya punchapika achikka mana rikurinchu.
print(f i+1} achiklla [a¢ixlyal adj. licido, claro, nitido.
print(text Killamanta, intimanta, kuyllur manta llukshik
I ancha llipyarik; imatapash rikunkapaklla kak.

first_output_path = "Data/sample.pdf" Tamya punchaka mana achikllachu kan.

Sin. chuya.

element in page_layout:

if element.bbo
left e.append(te

combined_page xt = .join{left_page) .join(right_p

t_output_path, "w") as Lt ; ‘
Mushukta imatapash yachachina.

Mushuk man kata arikuni

A partir de aqui —con el contenido en formato de texto—, para este caso especifico buscamos
los corchetes ‘[]” para separar la palabra de sus pronunciaciones, traducciones y ejemplos de

uso en oraciones.

pattern = re.compile(r'(\w+ \[["\11+\1)"')
line in lines:
matches [(m.start(), m.group()) fc in pattern.finditer(line)]
if len(matches) > 1:
start_index = 0@

for start, in matches:

processed_lines.append(line[start_index:start].strip()
start_index start

processed_lines.append(line[start_index:].strip()

processed_lines.append(line)
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A pesar de este paso, siempre existian secciones que escapaban al buscador de patrones. De

esta manera, llego a ser necesario manejar funciones extra para hacer una doble revision:

def find_multiple_brackets_in_line(file_path):

pattern = r'\b([A-Z]+|\d+)\b"

line_numbers = []

La funcidn de arriba se utiliz6 para limpiar las lineas del archivo de texto en donde habia una
cantidad irregular de corchetes. Asi mismo, con otros textos, cada uno con su respectiva
funcion auxiliar de formateo, persisten problemas similares. Por ejemplo, para un diccionario
espafiol — kichwa, varias palabras se cortaban e interrumpian el flujo correcto de formateo
cuando se esperaba convertir el archivo de texto a un diccionario json. En estos casos, la

busqueda manual siempre terminaba siendo la mejor alternativa a los errores.

MERTICAL.-Shayak. MESI

CULA BILIAR.-Jayak, chinkilis, ayak muyu. MIA FE
RREA.-Jillayfan.

MIA.-Nanpi.

MIAJAR.-Purina, rina.

VMIENTO.- Wayra.

MIENTRE.- Wiksa.

MIERNES.-Chaska. MIGE

SIMO.- Ishkaychunka niki.

MINCHA.-Warmi umawatariy.

VMINI.-Wasra.

MIOLAR.- Wakllichina, pakina.
MIOLIN.-Llikilliki.

MIRGEN.- Akllawarmi. Mana wak llishka warmi.
MISITAR.- Pasyana, purina.

MIUDA.-Wakcha, karillak.

MOCABLO.-Shimi.

MOCAL.~- Uyari.

MOLAR.-Pawana, wampurina. MOLCA

N.-Urku, ninayuk urku.

MOLUNTAD.-Munay, ari nina, yu yaywan nina.
MOMITAR.-Kiwnana, kiknana, quicnana.

MO0Z.- Uyachi, shimi.

MUELO.-Paway, huanburina, pa huana. YyZz

AUn asi, cada archivo fue formateado de forma tal que exista un identificador en cada linea
capaz de determinar el tipo de separacion que se realizaria a los datos para poder separarlos
como valores de una llave especifica en el formato alpaca. Eso es, elegir el valor que
corresponderia a la “Entrada”, “Salida” y, de forma distinta y arbitraria, la “Instruccién”. En el

caso del ejemplo, el identificador es el guidn que esta presente entre la palabra en espafiol y la
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palabra en Kichwa. Asi, cuando se llama al método Split, esto se hace desde un ‘try’. De tal

forma que si una linea no cumple el formato esperado sea posible identificarla para ir a

solucionar el error.

yxion
print(f"Error on line {line_number}: {line}")
print(f"Exception:

dataset

file_path 'Outputs/Clean txt/Final/cas_kich_F.txt'
dataset parse_to_json_spanish_to_kichwa(file_path)

output_file_path 'Outputs/JSON/Base_JSONs/cas_kich_BASE. json'
open(output_file_path, 'w', 1codi ) as f:

json.dump(dataset, f, ensure & indent=4)
0.0s

Error on line 273: armazén (palos pe queiios colocados dentro de 1la olla para cocinar) s. panshi
Exception: not enough values to unpack (expected 2, got 1)
Error on line 442: bajo de las piedras: kantina.
Exception: not enough values to unpack (expected 2, got 1)
Error on line 495: churu; caracol grande: chinanku.
Exception: not enough values to unpack (expected 2, got 1)
Error on line 696: casa: kanchapunku.

Exception: not enough values to unpack (expected 2, got 1)
Error on line 744: chusku patsak.

Exception: not enough values to unpack (expected 2, got 1)
Error on line 887: dafarse las cosas: putasyay.

Al final, cuando el documento no tiene errores, el objetivo es conseguir un archivo JSON que

se vea asi:

"Instruccién": "¢Qué palabra se asemeja a a cambio de en el idioma Kichwa?",
"Entrada": "a cambio de",
"Salida": "adv. ranti, rantimpa."

"Instruccién": "¢Cudl es el sinénimo en Kichwa de a continuacién?",
"Entrada": "a continuacién",
"Salida": "adv. kipa; chaymanta."

"Instruccién": "éCémo se traduciria a diario al Kichwa?",
"Entrada": "a diario",
"Salida": "adv. punchanta punchanta, punchantin."

"Instruccién": "¢Como se enunciaria a gusto en el idioma Kichwa?",

"Entrada": "a gusto",
"Salida": "adv. ninantak."
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Donde la instruccion es un valor seleccionado de forma pseudo-aleatoria a partir de una lista
de posibles opciones generada con ayuda de inteligencia artificial (ChatGPT) para expandir el
horizonte de posibilidades brindando mayor representatividad a los datos e idealmente
aumentando las posibilidades de inferencia funcional.

Este proceso de expansion de datos para las instrucciones pudo haber sido logrado haciendo
uso del propio LIaMA 2 caso de estudio para este trabajo, mas se decidié optar por un modelo
mas robusto en su rendimiento sobre métricas de lenguaje e inferencia para asegurar que el
entrenamiento sea resultado de una calidad de datos externa a si mismo. Asi, logramos evitar
conversaciones —relevantes, aunque no indispensables— sobre el posible efecto que tendria
para un modelo alimentarlo en base a su propio, determinado, comportamiento. Sino,
conseguimos resultados que se ven beneficiados de las fortalezas de otros modelos de lenguaje.
Esto es, si un modelo que se busca entrenar en datos que no ha visto antes junto a datos que si
estaban presentes originalmente, es importante minimizar el factor de predecibilidad. Al pedir
aLlaMA 2 que genere las instrucciones con las que seria entrenado para la tarea de afinamiento,
es probable que se cumplan determinados patrones que generan conflicto en el entrenamiento
del LoRA al ser datos poco relevantes dada su presencia en el corpus original, sea esta presencia
cuestion de estilo, estructura o forma. Por otro lado, al unir comportamientos, como seria usar
los patrones presentes en ChatGPT con el entrenamiento del LlaMA 2, forzamos la

representatividad de manera significativa.

Ei Extiende la siguiente lista de variaciones con tantas alternativas Gtiles como puedas
imaginar:

instruction_variations = [
"éComo se traduce la palabra espafola {word} al Kichwa?",
"Dame la traduccién en Kichwa de {word}.",
"éQué significa {word} en Kichwa?",
"Traduce {word} al Kichwa.",
"¢Como traducirias el espafiol {word} a Kichwa?"
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Briefing

Certainly, expanding the list of instruction variations can help make your dataset richer and

more versatile. Here's an extended list that incorporates a variety of phrasing and query

types.

Extended List of Instruction Variations

python O Copy code

instruction_variations = [

Finalmente, a manera de optimizar el random state inicial de entrenamiento del modelo, los
archivos JSON finales se guardan como archivos de tipo ‘BASE’ para posteriormente leerlos,
aplicarles el método shuffle de la libreria random y asi evitar posibles problemas en el

entrenamiento al tener los datos en un orden alfabético altamente deterministico:

input_file = 'Outputs/JSON/KichwaTexts.json'
output_file = 'Outputs/JSON/KichwaTexts_SHUFFLED.json'

with open(input_file, 'r', encoding='utf-8') as f:
dataset = json.load(f)

random.shuffle(dataset)

with open(output_file, 'w', encoding='utf-8') as f:
json.dump(dataset, f, ensure_ascii=False, indent=4)

El cambio en el resultado es evidente:
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ANEXO B: SNIPPET DEL CORPUS DE DATOS

El siguiente es un reporte del tamafio total de los datos (a la fecha) con los que se esta trabajando
y su identificador correspondiente:

The first dictionary has 2066 entries.

The dictionary entries have 8838 entries.

The kichwa texts dataset has 2271 entries.
The Spanish hf dataset has 51942 entries.

Donde ‘first dictionary’ es el primer dataset que se llegd a formatear existosamente; ‘dictionary
entries’ es el documento de palabras con sus traducciones (Espafiol — Kichwa y Kichwa —
Espanol); ‘kichwa texts’ es el set de datos de oraciones traducidas del kichwa al espafiol; y
Spanish HF es el set de datos descargado de Hugging Face para potenciar las habilidades del

modelo en las tareas en espaiiol.

First Dictionary
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Dictionary Entries

significa?”,

, Definicién: s. planeta Venus. Hawa pachapi intishina Ulipyak, tutasan chishiya sh rikurik ruspu, fawpa pachapika, inkakunaka chaskata muchak ka

Kichwa?"

ca la traduccién de piruru al espafiol, junto con sus diferentes pronunciaciones y ejemplos de uso.",

bra: piruru, Pronunc ruru, Definic 5. anz. tipo de pez. Pala rikurik uchilla challwa. Kaynaka piruruta hatun mayupi

la palabra chirapana en espafiol? Incluye las pronunci ejemplos de

hirapana, Pronuncisciones: &irapana, tsirapana, Definicién: v. s. \loviznar, caer lluvia menuda mientra ikukpi futulla tasyana. Kunan ch. ika chirapakun, Sin. putsuna."

"Instrucci : "iQué oracion en espafiol corresponde a 'Wakaysiki wawakunataka uchuchanami.' en Kichwa?",
"Entrada": "Wakaysiki wawakunataka uchuchanami.",
"Salida": "A los nifos llorones hay que ponerles aji."

"iQué significa el kichwa 'Achka runapi kay wasi kichkiyanmi.' en espafiol?",
"Achka runapi kay wasi kichkiyanmi.",
"Salida": "Para mucha gente esta casa se estrech

"Instruccién": "iQué oracidén en espafiol corresponde a 'Kaspi pallka fialla nitiwarka.' en Kichwa?",
"Entrada": "Kaspi pallka fialla nitiwarka.",
"Salida": "Casi me aplasté una rama."

iQué significa la oracidén 'Pawshiyaku ayllullaktapi allpayanimi.' en espafiol?
"Pawshiyaku ayllullaktapi allpayanimi.",
Tengo tierras en Pawshiyaku."

"Instrucc : "¢Qué significa DNA?",
"Entrada"
"Salida": "DNA significa &cido desoxirribonucleico."

"Instruccién": "éCudl es la capital de Francia?",
“Entrada®:-*",
"Salida": "La capital de Francia es Paris."

"Instruccién": "Identifica el que no encaja
"Entrada": "Twitter, Instagram, Telegram",

"Salida": "Telegram"

"Instruccién": "Traduisez la phrase suivante en frangais.",
"Entrada": "I miss you",
"Salida": "Je te manque."
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