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RESUMEN 

La estandarización en la formulación de los alimentos es un desafío retador que comúnmente 

sufre el sector alimenticio, y la industria de las confituras, jaleas y mermeladas no es la 

excepción. La compañía ABC, firma dedicada a la producción y comercialización de productos 

agropecuarios, registra problemáticas en lograr niveles de consistencia, acidez y azúcares 

uniformes para sus cinco distintos sabores de mermeladas. La variabilidad propia de la materia 

prima, la estacionalidad y el estado de madurez de las frutas, inciden directamente en la calidad 

del producto terminado. El presente trabajo tiene como guía el uso de modelos estadísticos 

multivariados y de aprendizaje automático multirrespuesta como un camino para estudiar y 

modelar las relaciones entre las distintas variables de entrada y de salida que gobiernan la 

formulación de éste tipo de conservas. Se hallaron rangos de valores para los niveles de azúcar 

y acidez en las formulaciones que logran satisfacer matemática y estadísticamente los 

parámetros de liberación de producto terminado definidos por la compañía.  

Palabras clave: mermeladas, modelos, variables, estándares, grados Brix, pH, consistencia. 
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ABSTRACT 

Standardization in food formulation is a great challenge commonly faced by the food sector, 

and the jams, jellies and marmalades industry is no exception. ABC, a company dedicated to 

the production and commercialization of agricultural products, is experiencing problems in 

achieving uniform consistency, acidity and sugar levels for its five different jam flavors. The 

variability of the raw materials, the seasonality and the fruits’ state of maturity, directly affect 

the quality of the finished product. The present work is guided by the use of multivariate 

statistical models and automatic multi-response machine learning algorithms as a way to study 

and model the relationships between the different input and output variables that govern the 

formulation of this type of preserves. Ranges of values for sugar and acidity levels in the 

formulations were found, which manage to mathematically and statistically satisfy the finished 

product quality release parameters defined by the company.  

Key words: jams, models, variables, standards, Brix degrees, pH, consistency  
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INTRODUCCIÓN 

Generalidades 

Las confituras, jaleas y mermeladas son productos alimenticios de consistencia 

gelatinosa derivados de la cocción de frutas, azúcares, ácidos comestibles y pectina (Fuster, 

2004). Según Baker et. al. (2005) se cree que surgieron como un primer esfuerzo por conservar 

las frutas para su consumo fuera de temporada. Sin embargo, su popularidad no prosperó sino 

hasta mediados del siglo XIX cuando el azúcar se convirtió en una materia prima 

económicamente asequible en Europa (Endress et. al., 2006). 

La elaboración de confituras, jaleas y mermeladas generalmente se la lleva a cabo de 

forma artesanal o industrial. Se utilizan frutas frescas, congeladas, esterilizadas o 

químicamente conservadas (Coronado & Hilario, 2001). En lo que corresponde a la industria, 

tradicionalmente se conocen dos tipos de sistemas productivos dependiendo si el proceso de 

cocción es abierto, utilizando presión atmosférica, o al vacío, utilizando presión reducida 

(Moyls et. al., 1962). 

El uso de un hervidor abierto es una práctica adoptada por muy pocas o pequeñas 

compañías como un intento de mantener ciertas tradiciones en la elaboración del producto 

terminado (Baker et. al., 2005). La cocción al vacío es generalmente la preferida debido a que 

se trabaja con temperaturas más bajas y tiempos de procesamiento más cortos (Moyls et. al., 

1962). Esto hace que los productos mantengan sus distintas características organolépticas, así 

como su apariencia e integridad (Moyls et. al., 1962). 

En cuanto al mercado mundial de confituras, jaleas y mermeladas, en el 2014 éste fue 

de USD 20,087 millones y registró un consumo promedio per cápita de USD 3.55 (Williams 

& Marshall Strategy, 2020). Para el 2024 se espera que su valor alcance los USD 33,012 
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millones y su consumo promedio per cápita crezca con una tasa anual compuesta del 2.61% 

(Williams & Marshall Strategy, 2020).  

Esto se debe a que éste tipo de productos son considerados como un atractivo 

complemento nutricional, particularmente en los desayunos, las meriendas y los postres 

(Fuster, 2004). En el Ecuador, la actividad económica que aborda éste sector comercial es la 

C130.16 Elaboración de Compotas, Mermeladas y Jaleas, Purés y otras Confituras de Frutas 

o Frutos Secos (Instituto Nacional de Estadísticas y Censos, 2012). 

Según datos de la Superintendencia de Compañías, Valores y Seguros (2020) dicha 

actividad económica a nivel nacional reportó una utilidad promedio del ejercicio de USD 

2,120.074, con una tasa de crecimiento anual del 21% para el período 2013-2018. En el 

presente trabajo se estudiará el caso de ABC, compañía dedicada a la oferta de soluciones 

alimenticias, así como a la producción y comercialización de mermeladas.  

Problema 

Para una mermelada artesanal las diferencias en firmeza y contextura no son de gran 

importancia (Endress et. al., 2006). No obstante, cuando se trata de un producto comercial, 

estos y otros atributos son considerados como características críticas de la calidad por parte de 

los consumidores. Por lo tanto, son un reto para una industria que no solo debe lidiar con la 

variabilidad propia de la materia prima, sino también con la variación intrínseca de la operación 

en planta (Endress et. al., 2006). 

Featherstone (2016) sostiene que uno de los problemas más frecuentes en la fabricación 

de mermeladas es la poca gelificación del producto terminado. Por su parte Devi et. al. (2015) 

argumentan que otros inconvenientes son la cristalización de los azúcares, la aparición de 

burbujas o espumantes, y el deterioro microbiano. Con la finalidad de superar estas 

dificultades, es necesario estudiar las formulaciones de las mermeladas considerando la 
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interacción entre sus ingredientes más importantes y las distintas actividades que se llevan a 

cabo durante la totalidad de su proceso productivo (Broomfield, 1996).  

Se conoce que la fruta, según su estado de maduración, sufre múltiples cambios 

bioquímicos y fisiológicos en su composición (Jordano, 2000). Conforme la fruta madura su 

contenido de pectina se degrada, su nivel de ácido disminuye y su cantidad de azúcar aumenta 

(Huber, 2001). La gran inestabilidad de la fruta con la que se trabaja hace que la adición y la 

compensación de ingredientes como la pectina o el ácido sea un paso crítico para alcanzar la 

gelificación adecuada del producto terminado y una consistencia óptima (Downing, 1996).  

En el caso de ABC, la problemática es que se cuenta con formulaciones fijas que no 

necesariamente se adaptan a las condiciones iniciales de materia prima para cada corrida de 

producción. Los valores considerados para la mezcla y la adición de los ingredientes no varían 

según la naturaleza de las entradas del proceso, sino que se mantienen constantes, dificultando 

así la estandarización en la calidad del producto terminado.   

Por este motivo, y considerando la situación antes mencionada, el estudio y la 

aplicación de modelos y procedimientos analíticos son necesarios para que la compañía ABC 

cuente con una investigación que conlleve a una mejor toma de decisiones, y logre sentar un 

camino hacia la mejora continua de su proceso productivo para sus cinco sabores estelares de 

mermeladas: mora, frutilla, piña, guayaba y frutimora. 

Objetivos 

Objetivo general. 

• Estudiar la variabilidad en la producción de una familia de productos 

terminados de mermeladas, a través del uso de procedimientos analíticos 

multivariados y modelos de aprendizaje automático multirrespuesta, con la 
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finalidad de lograr una mayor uniformidad en sus estándares de calidad y en los 

parámetros de liberación definidos por la compañía.  

Objetivos específicos. 

• Modelar la formulación de una familia de productos terminados de mermeladas 

en función de su materia prima y su proceso productivo.   

• Evaluar el rendimiento de procedimientos analíticos multivariados y modelos 

de aprendizaje automático multirrespuesta para la explicación y predicción de 

las variables de interés.  

• Estudiar la sensibilidad de los modelos obtenidos bajo distintos escenarios de 

las variables de materia prima considerando su impacto en los parámetros de 

liberación entregados por ABC.  

Propuesta de solución  

En los siguientes apartados, el presente estudio desarrollará la aplicación de distintos 

procedimientos analíticos multivariados y modelos multirrespuesta de aprendizaje automático, 

con el fin de abordar la problemática de ABC desde distintos frentes. Se realizará una revisión 

literaria sobre trabajos similares en los que se haya hecho uso de este tipo de estadística 

aplicada en la resolución de problemas y la formulación productos en la industria alimenticia.  

Por medio de una metodología integral, que contempla desde la definición del problema 

hasta el análisis y la interpretación de los resultados, los modelos estadísticos que se desarrollen 

podrán ser considerados como un camino para entender y predecir el efecto de las las variables 

de materia prima y de proceso, en la estandarización de la familia de productos terminados de 

mermeladas para el caso puntual de ABC.  
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DESARROLLO DEL TEMA 

Revisión literaria 

Estadística aplicada en la ciencia de alimentos. 

La estadística, esencialmente, es la rama de las matemáticas que se ocupa de la 

recolección, la presentación, el uso y el análisis de los datos para la toma de decisiones 

(Montgomery & Runger, 2007). En este sentido, su estudio y aplicación en la ciencia de los 

alimentos juega un papel fundamental, al tratarse de un sector que debe lidiar con una gran 

cantidad de datos observacionales y experimentales (Bower, 2013). 

Según Granato, de Araujo Calado y Jarvis (2014) , distintos procedimientos estadísticos 

son comúnmente requeridos para describir y estudiar los factores que influencian las 

propiedades químicas, físicas, sensoriales y microbiológicas de los alimentos. Entre algunas de 

las aplicaciones estadísticas más importantes en esta industria, resaltan el uso de métodos 

descriptivos e inferenciales, modelos de regresión y correlación, el control estadístico de la 

calidad y el diseño de experimentos (Bower, 1995).  

Gosset y Pearson fueron los precursores de la estadística aplicada en los alimentos 

cuando a inicios del siglo XX introdujeron el concepto de significancia estadística en la 

formulación de cervezas Guinness (Box, 1987) . Luego fue Ronald Fisher quien profundizó en 

este campo, cuando hizo uso del diseño experimental para estudiar la variabilidad de los 

cultivos agrícolas en Reino Unido, así como las propiedades sensoriales del té (Bower, 2013). 

Desde entonces, son muchos los trabajos sobre alimentos en los que se resumen y se 

analizan los datos procedentes de fuentes observacionales, experimentales, sensoriales e 

incluso directamente de los consumidores, con el fin de analizar diferencias, explorar 

relaciones, y poder evaluar la significancia estadística de los distintos resultados obtenidos 

sobre una o más hipótesis de interés para la industria (Kirk, Sawyer, & Egan, 1999).  
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Procedimientos analíticos multivariados en la industria alimenticia. 

Los procedimientos estadísticos multivariados son aquellos métodos donde múltiples 

respuestas o variables dependientes se analizan simultáneamente con el fin de considerar sus 

relaciones y entender el comportamiento real de cada una de ellas en presencia de las demás 

(Alkarkhi & Alqaraghuli, 2019).  

Los objetivos más importantes del análisis multivariado son, entre otros, simplificar y 

reducir la dimensionalidad de los datos, así como describir y predecir sus relaciones (Dattalo, 

2013). En la industria alimenticia, el uso de éste tipo de estudios no es nuevo. Por ejemplo, 

existen aplicaciones en el estudio de vinos, colorantes y harinas.  

En trabajos como el de Arvanitoyannis, Katsota, Psarra, Soufleros, y Kallithraka (1999) 

se hizo uso del análisis múltiple de varianza (MANOVA), el análisis de componentes 

principales (PCA) y el análisis canónico de discriminantes (CDA), con el fin de estimar los 

efectos de la variabilidad de los componentes químicos de los vinos en sus distintas respuestas 

sensoriales.  

Por otra parte, en estudios como el de Lachenmeier y Kessler (2008) se implementó la 

conocida curva multivariada de resolución (MCR) para poder diferenciar y cuantificar las 

muestras espectrales obtenidas de distintas mezclas de colorantes artificiales. Éste método 

resultó efectivo para poder separar y analizar debidamente los colores, medidos con un 

espectrofotómetro. 

Finalmente, Alkarkhi y Alqaraghuli (2019) mencionan que se utilizó PCA para 

distinguir entre cuatro tipos de harinas de cáscara y pulpa, elaboradas con bananas verdes y 

maduras. Hicieron uso de variables como grados Brix, color, pH y aceite. Se logró determinar 

el mejor método fisicoquímico para diferenciar estos tipos de harina, e identificar las variables 

que contemplan la mayor variabilidad para el estudio.  
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Modelos o algoritmos de aprendizaje automático en la industria alimenticia.  

Según Burkov (2019), el aprendizaje automático es una rama de la informática dedicada 

a la construcción de algoritmos para la resolución de problemas prácticos. Gracias al uso de 

bases de datos y modelos estadísticos, éste campo del conocimiento se ha convertido en un 

factor diferenciador en las ciencias, las finanzas y la industria, debido a su gran poder y 

adaptabilidad (Friedman, Hastie, & Tibshirani, 2008).  

Los algoritmos de aprendizaje automático se clasifican en dos grandes grupos: 

supervisados y no supervisados (Burkov, 2019). La diferencia más importante es que los 

algoritmos supervisados estructuran los datos para realizar predicciones, mientras que los no 

supervisados buscan descubrir estructuras y lograr establecer las reglas que rigen esos datos 

(Conway & Myles, 2012).  

De igual manera, los modelos de aprendizaje automático, según su aplicación, 

generalmente se utilizan para métodos de regresión o clasificación (Friedman, Hastie, & 

Tibshirani, 2008). Burkov (2019) establece que un modelo de clasificación tiene un número 

finito de clases en donde el problema puede ser asignado, mientras que los algoritmos de 

regresión tienen un número infinito de clases.  

En la industria alimenticia, Jiménez, González, Bagur y Cuadros  (2019) afirman que 

las publicaciones de éste tipo de modelos en el estudio de los alimentos han registrado un gran 

crecimiento desde el año 2010. Jiménez et. al. (2019) señala que existe un énfasis particular en 

la publicación de trabajos que utilizan modelos de ensamble o de conjunto, los cuales emplean 

múltiples algoritmos simultáneamente con el fin de lograr un mejor rendimiento predictivo.  

El bosque aleatorio, o random forest (RF) por su nombre en inglés, es uno de los más 

utilizados. En artículos como el de Martínez, Moreno, Cazares y Winkler  (2017), se hizo uso 

de RF, en conjunto con PCA, para clasificar el tequila tradicional del mezcal. De manera 
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similar, en trabajos como el de Teye, Huan, Han y Botchway (2014), se empleó modelos como 

el de máquinas de vectores de soporte (SVM) o el de los los k vecinos más cercanos (kNN) 

para clasificar distintas muestras de cocoa con base en su país de procedencia.  

Finalmente, en un artículo publicado por Estellez-Lopez (2017) se aplicó distintos 

modelos de regresión para evaluar el deterioro físico, químico y biológico de la carne. El 

objetivo de este estudio fue predecir el deterioro de la carne según el conteo de bacterias 

presentes en ella.  

Métodos analíticos para la estandarización de las mermeladas. 

Uno de los métodos analíticos más comúnmente utilizados en la estandarización de las 

mermeladas es el diseño experimental. En un artículo por Inam, Hossain, Siddiqui y Esdani 

(2012), se hizo uso de esta técnica estadística, donde mediante un diseño completamente 

aleatorizado por bloques, se logró evaluar y estimar el efecto de diez distintas variables en la 

formulación de mermeladas de malta, mango y piña.   

Similarmente, en otro estudio por Besbes, Drira, Christope, Deroanne y Attia (2009), 

se investigó las propiedades físicas y sensoriales de distintos tipos de mermeladas, mediante la 

realización de un análisis de varianza (ANOVA) factorial, con la intención de determinar la 

existencia de diferencias estadísticas significativas en las propiedades antes mencionadas, en 

cada una de las mermeladas. 

En lo que concierne a Latinoamérica, en un trabajo reciente, Garrido, Lozano y 

Genovese (2015) estudiaron y modelaron el efecto de los ingredientes más importantes de una 

mermelada de manzana, en sus propiedades reológicas y mecánicas. La implementación de un 

diseño experimental compuesto central optimizó la formulación de dicha mermelada, y 

maximizó su aceptabilidad general en sus distintas características organolépticas.   
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El presente trabajo busca estudiar la formulación y estandarización de mermeladas 

desde otro frente distinto al diseño experimental, siendo éste el de la construcción de modelos 

estadísticos multivariados y de aprendizaje automático multirrespuesta. Como se lo vio en la 

literatura, estos son procedimientos frecuentemente utilizados en la ciencia de alimentos, por 

lo que su implementación es una decisión no solo acertada sino también innovadora, en 

beneficio de ABC. 

Metodología   

Con el objetivo de abordar la problemática de ABC de forma integral y estructurada, el 

presente proyecto considerará como metodología una adaptación del proceso de modelado 

estadístico descrito por Shmueli (2010) para la construcción de procedimientos analíticos 

multivariados y modelos de aprendizaje automático multirrespuesta.  

Según Shmueli (2010), independientemente si los modelos son de carácter descriptivo, 

explicativo o predictivo existe una serie genérica de pasos a cumplir para que su realización 

sea satisfactoria. La adaptación metodológica de estas etapas se aprecia en la Figura 1, y se las 

detalla brevemente a continuación.  

 

Definición del problema y los objetivos. 

Se debe analizar la situación lo suficiente como para poder identificar el problema con 

precisión y entender con claridad todas las preguntas de investigación. Es necesario definir los 

objetivos del proyecto considerando cómo o en qué manera los involucrados o interesados 
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Figura 1. Pasos de la Metodología Adaptada 
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utilizarán los resultados. Lo que se busca es traducir el problema en símbolos matemáticos para 

desarrollar y resolver los distintos modelos estadísticos (Shmueli et. al., 2020).  

Diseño del plan de recolección de datos. 

El diseño del plan de recolección de datos, según Shmueli y Koppius (2006), debe 

considerar si los datos con los que se va a trabajar son observacionales o experimentales, y si 

es que son de fuentes primarias (datos recolectados para efectos del estudio) o secundarias 

(datos recolectados para otros propósitos). En el primer caso, además, se debe contemplar entre 

otros factores, el tamaño de muestra, el esquema de muestreo y los instrumentos de medición. 

Preparación y preprocesamiento de datos. 

En esta etapa se debe corroborar que los datos se encuentren en condiciones razonables 

para su utilización. Se debe decidir cómo manejar los datos faltantes, y analizar si es que los 

valores se encuentran en los rangos esperados para cada una de las variables (Shmueli, 2010). 

Se debe, además, garantizar la coherencia de los datos en la definición de campos, unidades de 

medida y períodos de tiempo; e incluso crear nuevas variables que puedan aportar información 

adicional a los modelos (Shmueli et. al., 2020).  

Análisis exploratorio de datos. 

El análisis exploratorio de datos es un paso clave tanto para modelos explicativos como 

predictivos. En él se resumen y analizan los datos tanto numérica como gráficamente. En este 

punto se busca capturar relaciones tanto entre los distintos predictores, como entre ellos y las 

respuestas de interés (Shmueli, 2010). Se debe corroborar, además, que los datos cumplan con 

los distintos supuestos necesarios de los modelos, y evaluar posibles transformaciones de las 

variables (Shmueli & Koppius, 2006).  
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Selección de variables, modelos o algoritmos. 

Las variables de respuesta se eligen con base en el objetivo del estudio, los datos 

disponibles y la precisión de los sistemas de medición. Por otro lado, las variables 

independientes se escogen según la teoría, el conocimiento y la evidencia empírica de su grado 

de asociación con las salidas del modelo (Shmueli, 2010). 

La selección de modelos y algoritmos también debe alinearse con los objetivos y las 

características específicas del problema (Shmueli et. al., 2020). Shmueli y Koppius (2006) 

indican que los tipos de modelos a escoger típicamente recaen en tres categorías: algoritmos 

basados en datos, algoritmos de reducción de dimensionalidades y algoritmos múltiples o de 

ensamble.  

Evaluación y validación de modelos o algoritmos. 

Es posible evaluar el poder explicativo o predictivo en la construcción de modelos 

estadísticos. En el primer caso se mide el grado de relación entre las entradas y las salidas del 

modelo, en tanto que en el segundo se estudia la exactitud en la predicción. En modelos 

explicativos se valida el ajuste de los datos al modelo, mientras que en modelos predictivos se 

valida su generalización para poder predecir nuevas observaciones  (Shmueli, 2010). 

Análisis e interpretación de los resultados.  

El análisis e interpretación de los resultados es una de las actividades más importantes 

en el desarrollo de un proyecto. Es en éste punto donde se incluye las implicaciones, 

recomendaciones y conclusiones de los modelos propuestos como solución. Es necesario 

probar y validar los algoritmos con los involucrados en el proyecto, verificar que no existan 

errores, y corregirlos de ser el caso (Shmueli et. al., 2020).  
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Aplicación a ABC 

Definición del problema y los objetivos. 

La compañía ABC tiene problemáticas con la estandarización de sus cinco distintos 

sabores de mermeladas. Existen casos donde los lotes de envasado no gelifican correctamente 

y por ende reportan una consistencia inadecuada. Estos tipos de inconvenientes obligan a que 

los lotes deban ser sometidos a reprocesos para poder ser liberados y satisfacer así las 

expectativas de los consumidores.  

La empresa utiliza una formulación fija para cada uno de sus sabores sin que esto 

necesariamente considere la variabilidad inherente de la materia prima. Dicha variabilidad, por 

lo general, es propia de la estacionalidad y el estado de madurez de las frutas. Factores como 

los detallados anteriormente suelen traducirse en la producción de lotes no conformes y 

sobrecostos relacionados a los distintos reprocesos necesarios para su liberación.  

Considerando los motivos antes detallados, el objetivo general del presente estudio es 

analizar y modelar la variabilidad en la formulación de una familia de productos terminados de 

mermeladas, mediante el uso de modelos estadísticos multivariados y de aprendizaje 

automático multirrespuesta, con la finalidad de entender y describir las relaciones entre las 

múltiples variables de interés para la firma ABC.  

Diseño del plan de recolección de datos. 

En un inicio, para cada uno de los cinco distintos sabores de mermeladas se definieron 

recolectar tres variables dependientes y seis independientes. Estas fueron definidas en función 

de distintos factores, donde se priorizó su importancia para el estudio, así como su 

disponibilidad y accesibilidad para su recolección. Se contemplaron predictores tanto de la 

materia prima como del proceso productivo con el fin de analizar gran parte de las fuentes de 
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variabilidad de los lotes de envasado o producto terminado. Las variables propuestas 

inicialmente se muestran en la Tabla 1, a continuación. 

Tabla 1. Listado Inicial de Variables Dependientes e Independientes 

Variables Independientes         Variables Dependientes 

Materia Prima Proceso Respuestas 

Sólidos Solubles [°Bx] Tiempo Recepción-Uso Consistencia [cm/s] 

Nivel de Acidez [pH] Tiempo de Cocción Sólidos Solubles [°Bx] 

Pectina [%/100 g] Tiempo de Enfriamiento Nivel de Acidez [pH] 

 

Luego de definir toda la información necesaria para el levantamiento de los datos se 

hizo uso del módulo MVSAMPSI en STATA, mismo que fue exclusivamente diseñado para 

el cálculo del tamaño de muestra y poder estadístico en modelos multivariados (Moore, 1998). 

Éste módulo tiene como argumentos al estadístico Wilk’s Lambda, la cantidad de variables 

dependientes e independientes utilizadas, y el poder de prueba deseado.  

De acuerdo con Todorov y Filtsmore (2010), el estadístico de prueba Wilk’s lambda es 

frecuentemente reportado en distintos procedimientos analíticos multivariados. Su propósito 

radica en evaluar, en una escala del cero al uno, la contribución de las variables independientes 

y su importancia relativa en los modelos. Considerando dicha escala, se eligió un valor de 0.75 

debido a que es considerado como un límite conservador, ampliamente utilizado para estos 

propósitos (Stevens, 2009).  

Según Montgomery (2013), el poder estadístico o de prueba busca minimizar la 

ocurrencia de un error tipo II al momento de evaluar las hipótesis sobre la existencia o no de 

términos significativos en los modelos. En este contexto, el error tipo II o beta consiste en 

considerar algún factor como significativo, cuando realmente éste no tiene efecto estadístico 

alguno en el algoritmo. Se eligió un valor de 0.80 para el poder de prueba deseado, puesto que 
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permite reducir el tamaño de muestra necesario, mantener una confiabilidad del 95%, y 

alcanzar una probabilidad moderadamente baja de incurrir en el tipo de error antes señalado 

(Montgomery, 2013).  

El cálculo del tamaño de muestra se exhibe en el Anexo A, donde se observa que se 

determinó un mínimo de 73 observaciones por sabor para satisfacer los argumentos requeridos. 

Sin embargo, debido a la limitación de recursos para llevar a cabo el muestreo de la 

información, se decidió hacer uso de los datos históricos disponibles para el proceso de 

producción de mermeladas, mismos que fueron entregados por la empresa. Estos datos son de 

fuentes secundarias, debido a que no fueron diseñados directamente para efectos del estudio.  

El alcance de la información disponible fue de enero a septiembre del año 2020, 

cubriendo así ocho meses de operación. De las seis variables independientes que fueron 

propuestas en un inicio, únicamente se contaron con dos de aquellas relacionadas a las frutas o 

la materia prima: sólidos solubles (°Bx) y nivel de acidez (pH).  

No fue posible recolectar variables de entrada relacionadas al proceso productivo. Sin 

embargo, las variables dependientes o de salida, no se vieron modificadas; estas refieren a 

sólidos solubles (°Bx), nivel de acidez (pH) y consistencia del producto terminado. Los grados 

brix son útiles para cuantificar el contenido de azúcar tanto en las frutas como las mermeladas, 

y se los mide con un refractómetro (MacGillivray & Graham, 1969).  

El pH indica el grado de acidez o alcalinidad del producto, y se lo gradúa con un 

potenciómetro (Rodriguez, Ocampo, & Escobar, 2012). La consistencia, por su parte, es una 

medida del grado de cohesión de las partículas que constituyen las mermeladas, y se la obtiene 

gracias a un consistómetro (Jordano, 2000).  

Se debe destacar que los datos disponibles reportaron una dimensionalidad de 574 

registros o filas y 22 campos o columnas. Estas variables se resumen en el Anexo B, donde es 
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posible notar la presencia de predictores tanto cuantitativos como cualitativos, así como 

variables que únicamente cumplen con un rol informativo o referencial (FECHA, LOTE, etc). 

Análisis exploratorio de datos. 

En primer lugar se normalizaron los datos disponibles con el fin de contar con una 

observación por registro, una variable por columna y una sola unidad de información por tabla 

(Wickham, 2014). Éste proceso facilitó la generación de una base de datos independiente para 

cada uno de los cinco sabores de mermeladas. Luego de esto se evaluó, por cada sabor, la 

integridad y la redundancia de la información en cuanto a la presencia de valores nulos y 

registros duplicados.  

 Según Shmueli et. al. (2020), los primeros tipos de valores son aquellos datos 

desconocidos o faltantes, en tanto que los segundos corresponden a observaciones consecutivas 

con valores idénticos en todos sus campos o columnas. Similarmente, también se estudió la 

presencia de registros catalogados como reprocesos, los cuales hacen referencia a la 

recolección de distintas observaciones para corridas de producción de un mismo lote de 

semielaborado. 

 Debido a que la información proporcionada por los duplicados y los reprocesos afectan 

directamente las operaciones matemáticas y los modelos estadísticos, fueron removidos. Los 

valores nulos fueron rellenados con la mediana de sus respectivas variables, puesto que según 

Shmueli et. al. (2020) este criterio de imputación impacta mínimamente en la distribución 

original de los datos, y mantiene en gran medida sus propiedades tanto de tendencia central 

como de dispersión.  

Se debe hacer énfasis en que los datos atípicos, por su parte, fueron debidamente 

identificados y consensuados en conjunto con la compañía para poder ser retirados. En los 

Anexos C, D, E se presentan la cantidad de datos nulos, mediante diagramas de barras, así 
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como las gráficas de las distribuciones originales por cada sabor, mediante diagramas de caja 

y bigote. También se muestran sus respectivas caracterizaciones estadísticas.  

En los Anexos F, G, H, por su parte, es posible apreciar las distribuciones una vez que 

se eliminaron y rellenaron los distintos tipos de datos que se destacaron anteriormente. Esto se 

resume en la tabla del Anexo I. La importancia de caracterizar estadísticamente la información 

obtenida radica en constatar que los valores de los factores de interés se encuentren en los 

rangos esperados para cada uno de los predictores (Shmueli, 2010).  

Entre las variables continuas o numéricas, tanto de entrada como de salida, se 

calcularon correlaciones estadísticas de Pearson con la finalidad de identificar y cuantificar el 

grado de asociación lineal, positiva o negativa, entre los distintos factores (Anexo J). Por otro 

lado, en el caso de las variables cualitativas, para la variable de ESTADO o STATUS, la cual 

corresponde al estado de aprobación del lote de envasado, se realizaron diagramas de caja y 

bigote con el objetivo de identificar, gráficamente, posibles causas raíz de que un lote necesite 

ser reprocesado (Anexo K).  

Finalmente, se evaluaron los supuestos de normalidad en las variables de salida. Éste 

es requisito indispensable para la validez de técnicas paramétricas de análisis como los modelos 

estadísticos multivariados. Si no se cumple con el supuesto de normalidad al emplear dichas 

técnicas, las pruebas de hipótesis estadísticas pueden verse afectadas (Statistics Solutions, 

2020). Mediante el uso de una prueba Shapiro-Wilk (SW), se identificó aquellas variables de 

salida con distribuciones distintas a la normal (Anexo L). 

 El test SW plantea la hipótesis nula que una muestra proviene de una distribución 

normal, bajo una confiabilidad del 95%. Si bien existe una gran variedad de pruebas de 

normalidad, se utilizó la Shapiro-Wilk debido a que presenta una robustez considerablemente 

moderada hasta un tamaño de muestra de 2000 observaciones, siendo éste el caso que se tiene 

para cada uno de los cinco sabores de mermeladas (Royston, 1982). 
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Se buscó transformar aquellas variables no normales implementando el método de 

escalera de potencias de Tukey, donde con la ayuda del estadístico chi-cuadrado más bajo se 

eligió la transformación más óptima en cada caso (Anexo M). Sin embargo, cuando se corrió 

nuevamente la prueba SW, posterior a la transformación, se determinó que ciertas variables no 

lograron ser transformadas con éxito (Anexo N).  

Selección de variables, modelos o algoritmos. 

En relación al conjunto de datos que fue entregado por la compañía (ANEXO B), se 

consideraron únicamente los campos relacionados a brix (BRIX), pH (PH) y consistencia 

(CONSISTENCIA) del producto terminado, y a brix (BRIX_MMPP) y pH (pH_MMPP) de la 

materia prima. Esta decisión se la tomó debido a que, como se lo mencionó en la introducción 

del presente trabajo, son potenciales precursores de las respuestas de interés (Bower, 1995). 

Se debe resaltar que, en el caso particular de la guayaba, dado que la materia prima es 

la pulpa y no la fruta, se contó con una variable independiente adicional, siendo ésta la 

consistencia, y a la que se la denominó CONST para efectos del estudio. Los factores asociados 

a las presiones de vacío y los porcentajes de acidez no fueron incluidos dado que tenían, como 

mínimo, un 80% de datos faltantes y por ello muy poca información relevante (Anexo C). 

Los demás campos fueron descartados para su inclusión en los modelos por ser de 

carácter cualitativo o simplemente informativo, y con poco poder de predicción sobre las 

salidas. En cuanto a los tipos de algoritmos utilizados, estos fueron clasificados en tres grandes 

categorías: modelos estadísticos multivariados, modelos lineales generalizados (GLM) y 

modelos de aprendizaje automático multirrespuesta.  

Los modelos multivariados fueron elegidos debido a la presencia de correlaciones 

moderadas entre las variables de respuesta (Anexo J), puesto que estos evalúan las pruebas de 

hipótesis sobre la existencia de términos significativos en los algoritmos considerando dichas 
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asociaciones. Más aún, de acuerdo con los autores Campbell y Friske (1959), el uso de 

procedimientos multivariados facilita el tener una visión integral del problema en cuestión.  

En este sentido, concretamente, se decidió por hacer uso de modelos de regresión 

multivariada múltiple (MMR) debido a ciertas ventajas sobre otros procedimientos analíticos 

multivariados, como lo es su eficiencia computacional y facilidad de interpretación (Dattalo, 

2013).  

Para el caso de las variables de respuesta que no lograron ser transformadas a una 

distribución normal (Anexo N), se decidió emplear modelos lineales generalizados (GLM), los 

cuales son capaces de modelar distribuciones distintas a la normal, como las de Poisson, 

gamma, binomial, entre otras. Esto es algo que no es posible con las técnicas paramétricas 

convencionales (McCullagh & Nelder, 1989).  

Finalmente, se llevaron a cabo modelos de aprendizaje automático multirrespuesta 

como una poderosa herramienta predictiva y de gran utilidad para la compañía. Fueron dos los 

tipos de modelos seleccionados por su gran adaptabilidad a pequeños conjuntos de datos, según 

Prakash (2018). El primero fue el modelo de árboles de decisión (o Decision Tree), mientras 

que el segundo fue el algoritmo k vecinos más cercanos (o k-Nearest Neighbors). 

Formulación, evaluación y validación de modelos o algoritmos. 

Previo a la implementación de los distintos tipos de modelos, se crearon predictores 

adicionales con la finalidad de capturar las relaciones no lineales entre las dos variables 

independientes disponibles. Esto se lo hizo cuidando que los términos añadidos no resulten en 

un posible sobreajuste de los modelos.  

De acuerdo con Kenkel (2016), para modelos de regresión de mínimos cuadros 

parciales (OLS) de efectos fijos, como la regresión multivariada múltiple, no es necesario que 
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los modelos sean lineales en las covariables; estos mantienen sus propiedades siempre y cuando 

sean lineales en los parámetros. Las nuevas variables creadas se aprecian en en Anexo O.  

Regresión multivariada múltiple.  

Por cada sabor, así como por cada variable de respuesta normal, sea esta original o 

transformada, se corrió un algoritmo de regresión multivariada múltiple (Anexo P). Se 

determinó aquellos modelos estadísticamente significativos, y con la ayuda de un análisis 

múltiple de varianza (MANOVA), se identificó los factores estadísticamente significativos y 

sus efectos expresados en términos de coeficientes (Anexo Q).  

Se evaluó el rendimiento de cada regresión obtenida con la ayuda del estadístico R2, el 

cual mide el porcentaje de variabilidad en los datos que explican los modelos (Montgomery, 

2013). De igual manera, por cada algoritmo, se procedió a llevar a cabo un análisis de residuales 

(Anexo R) con el objetivo de corroborar si los resultados alcanzados eran estadísticamente 

confiables (Diaz, 2007).  

En el caso de piña, para el modelo de consistencia (CONSISTENCIA), el análisis de 

residuales revela un sesgo considerable, y una distribución poco normal en las colas (Anexo 

R). Por este motivo se descartó su validez y posterior aplicación. Para los demás sabores, en 

todas sus variables de respuesta normales, no hubo mayor indicio en el ajuste y la distribución 

de los residuales que invaliden los resultados (Anexo R). Los modelos mutlivariados obtenidos 

se resumen en la Tabla 2, a continuación:   

Tabla 2. Modelos de Regresión Multivariada Múltiple 

Sabor Salida Modelo MMR 𝑹𝟐 

Frutilla 
pH 𝒑𝑯 = 0.59𝑝ℎ + 1.40 0.25 

Consistencia No significativo - 

Frutimora 
pH 𝒑𝑯 = −0.25𝑏𝑥𝑚𝑜𝑟𝑎 + 0.015𝑏𝑥𝑚𝑜𝑟𝑎

2 + 4.11 0.08 

Consistencia No significativo - 
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Mora 
pH 

𝒑𝑯
= −11.7𝑝ℎ + 42.9𝑏𝑥 + 4.0𝑝ℎ2 − 5.48𝑏𝑥2

− 26.4(𝑏𝑥)(𝑝ℎ) + 3.9(𝑝ℎ2)(𝑏𝑥)
+ 3.55(𝑝ℎ)(𝑏𝑥2) − 0.57(𝑝ℎ2)(𝑏𝑥2) + 3.00 

0.19 

Consistencia No significativo - 

Piña 

pH 𝒑𝑯 = −5.44𝑝ℎ + 0.87𝑝ℎ2 + 10.89 0.28 

Brix No significativo - 

Consistencia 𝑪𝑶𝑵𝑺𝑻.= 65.76𝑝ℎ − 9.54𝑝ℎ2 − 98.47 0.29 

Guayaba 
pH 𝒑𝑯 = 0.35𝑝ℎ − 0.012𝑏𝑥 + 2.27 0.39 

Brix 𝑩𝑹𝑰𝑿 = 1.37𝑝ℎ − 0.25𝑏𝑥 + 66.14 0.33 

 

Modelos lineales generalizados.  

Como se lo mencionó anteriormente, para las variables de respuesta con distribuciones 

distintas a la normal, aún después de haber sido transformadas, se corrieron modelos lineales 

generalizados. Los resultados de los modelos se observan en el Anexo S, y se los resumen en 

la Tabla 3, donde además se incluyen dos distintos indicadores de rendimiento. 

Tabla 3. Modelos Lineales Generalizados 

Sabor Salida Modelo GLM AIC Bondad de Ajuste 

Frutilla Brix 𝑩𝑹𝑰𝑿 = 4.78𝑝ℎ + 49.13  444.96  2.11  
Frutimora Brix No significativo  - - 

Mora Consistencia No significativo  - - 

Guayaba Consistencia 𝑪𝑶𝑵𝑺𝑻.= 0.57𝑏𝑥 − 2.25  221.09  1.43  
 

El primer indicador es el Criterio de Información de Akaike (AIC), el cual es útil para 

la comparación y el contraste entre algoritmos. Mientras más bajo es su valor, se tiene un mejor 

balance entre el ajuste y el sobreajuste de los modelos (Yamaoka, Nakagawa, & Uno, 1978). 

El segundo indicador corresponde la Regla de Bondad de Ajuste para este tipo de regresiones, 

propuesta por Montgomery, Peck y Vining (2015).  

Un resultado mayor a uno en esta última prueba revela que el modelo presenta un ajuste 

inadecuado (Montgomery et. al., 2015). Los algoritmos que se exhiben en la Tabla 3 fueron 

aquellos que reportaron un menor valor de AIC, y además se observa que su ajuste es adecuado 

al no diferir considerablemente de la unidad.  
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Modelos de aprendizaje automático multirrespuesta.  

Se corrieron modelos de aprendizaje automático multirrespuesta de árboles de decisión 

y k vecinos más cercanos como una herramienta de utilidad para poder predecir los resultados 

de nuevas o futuras observaciones en cada uno de los cinco sabores de mermeladas. Con la 

finalidad de que los modelos y algoritmos desarrollados sean generalizables a nuevos conjuntos 

de datos, se evaluó su rendimiento.  

Esto se lo hizo, particularmente, mediante el cálculo de la métrica del error absoluto 

medio (MAE), el cual evalúa la precisión en las predicciones de un modelo comparando los 

datos predichos frente a los observados (Xu, et al., 2019). Esta métrica facilitó el determinar el 

tipo de modelo con mejor rendimiento para cada sabor.  

Se priorizó el error medio absoluto sobre otras métricas como el error cuadrático medio 

o la raíz del error cuadrático medio, dado que, según expertos en la evaluación de rendimiento 

de modelos, como Willmcott y Matsuura (2005), éste facilita su interpretación inmediata al no 

modificar la naturaleza propia de los datos originales ni de los predichos.  

Mientras menor es el error, mayor el poder predictivo. Las métricas se exhiben en el 

Anexo T. Se debe decir que para la validación de estos modelos, se particionó la base de datos 

y se usó un 75% de ellos para entrenar el modelo, y el 25% restante para llevar a cabo las 

predicciones.  

En el Anexo U, se muestran los resultados de las predicciones de los valores reales 

versus los predichos para el caso de consistencia (CONSISTENCIA). En estos gráficos es 

posible apreciar que no existe un sobreajuste de los modelos, más sí se pueden observar que 

existen observaciones donde los datos predichos se alejan significativamente de los reales. 

Esto se debe, en gran medida, a la poca cantidad de datos disponibles para entrenar los 

modelos. No obstante, como se lo vio en el Anexo T, según la métrica del MAE, los datos 



32 

 

 

predichos se desvían ligeramente de los reales, dado que, los valores del MAE son bajos, 

inferiores a uno.   

Análisis e interpretación de los resultados.  

El análisis y la interpretación de los resultados tiene dos grandes frentes: la discusión 

del rendimiento de los modelos, y la discusión de su aplicabilidad práctica. En el primer frente, 

es necesario argumentar sobre la importancia no solo de la significancia estadística de los 

algoritmos, sino también sobre el porcentaje de variabilidad de los datos que estos son capaces 

de explicar.  

En este sentido, según Anderson (2016), es posible enfrentarse con cuatro distintos 

escenarios: un R2 bajo con un valor p bajo, un R2 alto con un valor p alto, un R2 alto con un 

valor p bajo, y un R2 alto con un valor p alto. De acuerdo con Anderson (2016) , no existe un 

asociación o relación establecida entre estos valores.  

Según Falk y Miller (1992), los valores recomendados de R2 deben ser iguales o 

superiores a 0.10 para poder argumentar que la varianza explicada de un modelo en particular 

es adecuada. En contraste, autores como Cohen (1998) denominan valores superiores a 0.13 

como moderados, y Chin (1998) definen valores desde 0.33 como moderados.  

Se debe destacar que se utilizó un nivel de signficancia de 0.05.  Según los resultados 

obtenidos para los modelos de regresión multivariada múltiple y los modelos lineales 

generalizados (Tabla 1 y Tabla 3), estos recaen en en el primer escenario. Los resultados se 

deben, en gran parte, a la pobre especificación de los algoritmos en términos de sus variables 

independientes.  

El contar únicamente con dos variables de entrada ignora las fuentes de variabilidad 

explicadas por otros factores discutidos en la literatura. Factores que no lograron ser 

recolectados por motivos de disponibilidad de recursos, como el porcentaje de pectina, así 
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como otros relacionados con el proceso productivo, sin duda alguna serían de gran utilidad 

para mejorar el rendimiento de los modelos y su generalización a escenarios mucho más 

realistas y complejos como los que enfrenta la compañía a nivel de producción. 

 Para la discusión de la aplicabilidad práctica de los modelos, en primer lugar se graficó 

su comportamiento en función de distintos valores de sus variables de entrada (Anexo V). 

Posteriormente, se llevó a cabo un análisis de sensibilidad con la finalidad de identificar qué 

rangos de dichas variables satisfacen los parámetros de liberación de los lotes de envasado 

entregados por la empresa. Estos se muestran en la Tabla 4, a continuación.  

Tabla 4. Rangos Permisibles de Variables de Materia Prima 

Sabor Salida Rangos pH MMPP Rangos Brix MMPP 

Frutilla 
pH [3.22-3.90] - 

Brix [3.32-4.16] - 

Frutimora pH - [8.34-12.26] 

Guayaba 
pH [2.36-4.65] - 

Consistencia - [4.82-10.09] 

Piña pH [3.46-3.91] - 

  

Para el caso de frutilla se tienen dos rangos de pH de materia prima. El primero de ellos 

satisface los parámetros de liberación del pH de producto terminado, en tanto que el segundo 

corresponde a sus grados Brix. El intervalo permisible, por lo tanto, es aquel que cumple con 

ambas salidas; es decir, de 3.22 a 4.16. 

En frutimora se debe puntualizar que el rango de grados Brix indicado en la Tabla 4 

corresponde únicamente a aquellos presentes en la mora, más no en la frutilla. Éste intervalo, 

si se lo compara con el rango histórico registrado por ABC para el período enero-septiembre 

2020, resulta ser ligeramente más amplio.   

En cuanto al sabor de guayaba, éste es similar al de frutilla en el sentido de que se tienen 

dos distintas salidas: pH y consistencia (CONSISTENCIA) del producto terminado. En 

contraste con los rangos históricos reportados por ABC, los límites permisibles de PH de 
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materia prima obtenidos por el modelo son más amplios, en tanto que los intervalos de grados 

Brix son más cortos.  

Finalmente, en piña, de manera similar, se puede concluir que el rango de pH de materia 

prima es menos amplio que el histórico. Es posible argumentar que las diferencias entre los 

valores permisibles teóricos determinados por los distintos tipos de modelos y los valores 

observados históricamente, se deben a que no todos los efectos y las interacciones propuestas 

por la literatura para los distintos sabores fueron modelados por falta de datos y predictores.  
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CONCLUSIONES 

La metodología de modelado estadístico propuesta por Shmueli et. al. (2010) fue una 

base imprescindible para poder llevar a cabo un trabajo integral, sistemático y correctamente 

estructurado. Todo estudio relacionado con el análisis de datos tiene como primer paso su 

manejo, limpieza y preprocesamiento, y éste sin duda alguna no fue la excepción. 

Es común que en la industria se utilicen conjuntos de datos redundantes, con valores 

nulos, duplicados y atípicos, por lo que su gestión oportuna fue clave para el desarrollo de este 

proyecto. Gracias a la información entregada por la compañía ABC se determinó que, para el 

período de enero a septiembre del 2020, se registró entre un 5% y un 20% de lotes de envasado 

que requirieron ser reprocesados.  

Si bien son distintas las causas que ocasionan esta problemática, mediante el análisis 

exploratorio de datos se identificó que, en gran medida, se debe a la compleja variabilidad 

existente en la consistencia de los lotes de envasado. Se halló, mediante un estudio de las 

distribuciones de los datos, que valores muy altos de consistencia (> 7 cm/s) se traducen en un 

fluimiento indeseado en las mermeladas.  

Luego de haber calculado correlaciones estadísticas de Pearson entre las distintas 

variables de interés, se llegó a la conclusión de que las respuestas correspondientes a pH, brix 

y consistencia de producto terminado tienen una asociación lineal moderada (0.20-0.60), sea 

esta positiva o negativa.  

Este hallazgo derivó en la utilización de modelos estadísticos multivariados para lograr 

el objetivo de modelar la formulación de mermeladas en función de distintos factores de interés 

para la compañía. Para esto se partió del supuesto de independencia de los datos, y se evaluó 

el supuesto de normalidad mediante una prueba de Shapiro-Wilk. Solo la variable pH resultó 

ser normal en todos los sabores, lo que conlleva a concluir, y coincidir con la literatura, en que 
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una gran cantidad de variables aleatorias que tienen lugar en la naturaleza o en la práctica no 

siguen una distribución gaussiana, y por lo tanto deben ser transformadas o analizadas con 

técnicas que no requieran de este supuesto para su validez estadística.  

El método de escaleras de potencias de Tukey, como mecanismo de transformación de 

variables, resultó ser de gran utilidad para éste estudio, pese a que no fue efectivo en todas las 

salidas. Como alternativa, se implementaron modelos lineales generalizados con el propósito 

de estudiar variables de respuesta no normales, y adicionalmente se llevaron a cabo modelos 

de aprendizaje automático multirrespuesta como herramientas de gran utilidad en el ámbito 

predictivo. 

Es posible argumentar que se alcanzaron, parcialmente, los objetivos planteados en un 

inicio. Se modeló la formulación de mermeladas, se encontró los factores significativos en cada 

uno de los modelos, y se estimó su efecto o importancia relativa en términos de coeficientes o 

parámetros. Para las tres grandes categorías de modelos, adicionalmente, se evaluó su 

rendimiento mediante el cálculo de distintas métricas.  

Los valores pequeños de R2 que fueron obtenidos, revelan que los modelos explican 

relativamente poca variación de los datos. No obstante, esto se debe a la pobre especificación 

de los mismos en términos de otras fuentes de variabilidad (predictores) que contribuyen a la 

descripción de las distintas salidas. El no poder variar los porcentajes de pectina en fórmula, 

así como el no contar con otros predictores y posibles precursores de salida, sin duda alguna 

afectó el desempeño de las distintas regresiones.  

Pese a ello, gracias a un análisis de sensibilidad, estos modelos fueron de gran utilidad 

para determinar rangos de las variables de materia prima que satisfagan los parámetros de 

liberación de lotes de envasado, establecidos por la compañía ABC. Estos rangos obedecen a 

las relaciones que las regresiones obtenidas fueron capaces de capturar, y deben ser validados 

por la compañía en la obtención de lotes de semielaborado.   
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RECOMENDACIONES 

Se recomienda a la compañía ABC realizar corridas piloto entre los rangos de valores 

encontrados para las variables de pH y grados brix de lote semielaborado. Esto se sugiere con 

la finalidad de identificar si es que los rangos establecidos en realidad cumplen con los 

parámetros de liberación permitidos, no solo en la teoría sino también en la práctica. Lo que se 

busca es, eventualmente, definir límites de especificación para los lotes de semielaborado.  

En cuanto a la recolección de los datos, se recomienda a la compañía el empezar a 

levantar otros tipos de variables que ayuden a entender de mejor manera la variabilidad en la 

consistencia, los grados brix y el pH de los lotes de envasado. Si bien al contar con una 

formulación fija, el contenido de pectina permanece constante, es posible muestrear 

información relacionada al proceso productivo para comprender sus interacciones. 

 Se propone, adicionalmente, como medida de control en la línea del proceso, fortalecer 

las técnicas relacionadas al aseguramiento y el control estadístico de la calidad. El uso de 

diagramas de control para variables numéricas continuas, como es el caso las variables 

estudiadas, es clave para monitorear en tiempo real las causas asignables raíz de aquellas 

observaciones no conformes.  

Cuando el proceso se encuentre bajo control estadístico, además, es necesario realizar 

un análisis de capacidad del proceso para determinar si éste es capaz de producir salidas dentro 

de los rangos de liberación permitidos. Finalmente, si bien el diseño experimental es una opción 

poco viable en el sentido práctico por todos los recursos que implica, se propone implementar 

un estudio de mediano plazo relacionado a la operación evolucionaria (Montgomery, 2013). 

La operación evolucionaria es un método utilizado para la mejora continua y monitoreo 

de operaciones a gran escala. Está diseñada como un método de rutina de planta que puede 

fácilmente ser realizado por los operarios con asistencia mínima del equipo de investigación y 
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desarrollo. Esta consiste en la introducción sistemática de pequeños cambios en en los niveles 

de las variables de interés (Montgomery, 2013). 

Los cambios de las variables son tan pequeños que no afectan la producción, pero son 

lo suficientemente grandes como para poder encontrar mejoras potenciales en el rendimiento 

y la estandarización de los procesos (Montgomery, 2013). Por estos motivos se sugiere a la 

compañía ABC considerar, dentro de un corto y mediano plazo, la realización de éste tipo de 

estudios.  

La operación evolucionaria generalmente emplea un diseño 2k, donde se puede trabajar 

con k variables, aunque generalmente se emplean dos o tres. El diseño se maneja por ciclos 

donde cada ciclo se completa cuando se toma una observación en cada nivel. Se deberá tener 

una observación en los niveles establecidos y tomar nuevos niveles ligeramente superiores e 

inferiores a los antes utilizados (Montgomery, 2013). 

Se propone a ABC que en cada ciclo de la operación evolucionaria lleve a cabo 

pequeños cambios o modificaciones en las variables independientes de pectina, azúcares y 

ácidos comestibles añadidos, y como variable de respuesta, recolecte en cada ciclo la 

consistencia de los lotes de envasado, dado que es la principal variable de interés.   
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LIMITACIONES 

 La principal limitación de éste estudio fue el no poder contar con todas las variables 

predictoras del plan de muestreo original. Como se lo remarcó en el desarrollo de éste trabajo, 

únicamente se consideraron las variables independientes de pH y brix de lotes semielaborados 

en relación a las seis que se propusieron inicialmente. No fue posible contemplar ninguna 

variable de proceso, ni el contenido natural de pectina de la materia prima.  

Éste último es el principal precursor de la consistencia, una de las variables de respuesta 

de mayor interés en el estudio. Es lógico argumentar que esta limitante hizo que, en cuatro de 

los cinco sabores, los modelos no logren explicar estadísticamente dicha salida (no fueron 

significativos).  

 Otra limitación es que la calidad y la cantidad de los datos impidieron encontrar las 

interacciones y relaciones propuestas por la literatura, dado que claramente se indica que los 

grados brix y pH influyen en la consistencia y otras salidas del producto terminado, pero esto 

no necesariamente se reflejó en los modelos y se tradujo, en ciertos casos, en un porcentaje de 

variabilidad muy bajo explicado por los algoritmos.  

La poca familiarización de primera mano con el proceso también fue una restricción 

que impidió un entendimiento holístico de las operaciones de la compañía ABC, y por lo tanto 

la recolección de los datos. Los detalles propios de la producción en planta no fueron 

adentrados.  

Finalmente, se lleva la limitación de no haber podido correr un diseño experimental 

factorial en un ambiente cuasi controlado. Éste es el método preferido por antonomasia para 

estandarizar las formulaciones de alimentos cuando se deben considerar interacciones 

complejas entre las distintas variables bajo estudio.  
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ANEXO A: CÁLCULO DE TAMAÑO DE MUESTRA 
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ANEXO B: VARIABLES ORIGINALES 

VARIABLES ORIGINALES 

MES BATCH PESO PROMEDIO 
LOTE 

ENVASADO 

FECHA OLOR 
TEMPERATURA 

COCCION 
CODIFICACION 

PRODUCTO COLOR OBSERVACIONES 
PRESION DE 

VACIO 1 

PRESENTACION SABOR STATUS 
PRESION DE 

VACIO 2 

LOTE 

SEMIELABORADO 
APARIENCIA HORA  

 

 

 

 

 

 

 

 

 

 

 

 

 



47 

 

 

ANEXO C: CANTIDAD INICIAL DE DATOS FALTANTES 
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ANEXO C: CANTIDAD INICIAL DE DATOS FALTANTES (CONT.) 
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ANEXO D: DISTRIBUCIONES INICIALES DE LOS DATOS 
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ANEXO D: DISTRIBUCIONES INICIALES DE LOS DATOS (CONT.) 
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ANEXO E: CARACTERIZACIONES INICIALES DE LOS DATOS 

FRUTILLA 

 

FRUTIMORA 

 

GUAYABA 
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ANEXO E: CARACTERIZACIONES INICIALES DE LOS DATOS (CONT.) 

MORA 

 

PIÑA 
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ANEXO F: CANTIDAD FINAL DE DATOS FALTANTES 
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ANEXO F: CANTIDAD FINAL DE DATOS FALTANTES (CONT.) 
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ANEXO G: DISTRIBUCIONES FINALES DE LOS DATOS 
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ANEXO G: DISTRIBUCIONES FINALES DE LOS DATOS (CONT.) 
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ANEXO H: CARACTERIZACIONES FINALES DE LOS DATOS 
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ANEXO H: CARACTERIZACIONES FINALES DE LOS DATOS (CONT.) 
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ANEXO I: RESUMEN DEL ANÁLISIS EXPLORATORIO DE DATOS 

 
Registros 

Originales 

Duplicados Reprocesos Atípicos Registros Finales 

Frutilla 166 31 10 2 123 

Frutimora 95 15 0 3 77 

Mora 111 6 1 8 96 

Piña 104 26 8 9 61 

Guayaba 91 13 4 4 70 
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ANEXO J: CORRELACIONES DE LOS DATOS 
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ANEXO K: ANÁLISIS CUALITATIVO DE LOS DATOS 
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ANEXO L: PRUEBAS SW DE NORMALIDAD 
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ANEXO M: TRANSFORMACIONES DE VARIABLES NO NORMALES 
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ANEXO M: TRANSFORMACIONES DE VARIABLES NO NORMALES (CONT.) 

GUAYABA 

 

MORA 

 
 

 

 

 

 

 

 

 

 

 



65 

 

 

ANEXO N: PRUEBAS SW DE NORMALIDAD (VARIABLES TRANSFORMADAS) 
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ANEXO O: NUEVAS VARIABLES 

Variables Independientes Variables Dependientes Nuevas Variables 

Sólidos Solubles 

(BX_MMPP) 

Sólidos Solubles 

(BRIX) 
pH_MMPP^2 

pH_MMPP^2* 

BX_MMPP 

pH 

(pH_MMPP) 

pH 

(PH) 
BX_MMPP^2 

pH_MMPP* 

BX_MMPP^2 

 
Consistencia 

(CONSISTENCIA) 

pH_MMPP* 

BX_MMPP 

pH_MMPP^2* 

BX_MMPP^2 
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ANEXO P: RESULTADOS MMR 

FRUTILLA 

 

FRUTIMORA 

 

GUAYABA 

 
  



68 

 

 

ANEXO P: RESULTADOS MMR (CONT.) 
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ANEXO Q: RESULTADOS MANOVA 
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ANEXO Q: RESULTADOS MANOVA (CONT.) 
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ANEXO Q: RESULTADOS MANOVA (CONT.) 
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ANEXO R: ANÁLISIS DE RESIDUALES 
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ANEXO R: ANÁLISIS DE RESIDUALES (CONT.) 
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ANEXO S: RESULTADOS GLM 

FRUTILLA 

 

 

FRUTIMORA 

 

 

 

 

 

 

 

 

 

  



76 

 

 

ANEXO S: RESULTADOS GLM (CONT.) 
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ANEXO T: ERRORES MEDIOS ABSOLUTOS 

 MAE (Decision Tree) MAE (KNN) 

Frutilla 0.91 0.77 

Frutimora 0.71 0.58 

Mora 0.63 0.55 

Guayaba 0.47 0.59 

Piña 0.53 0.51 
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ANEXO U: GRÁFICOS DATOS REALES VERSUS PREDICHOS 
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ANEXO U: GRÁFICOS DE DATOS REALES VERSUS PREDICHOS (CONT.) 
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ANEXO V: GRÁFICOS ANÁLISIS DE SENSIBILIDAD 
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ANEXO V: GRÁFICOS ANÁLISIS DE SENSIBILIDAD (CONT.) 
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ANEXO V: GRÁFICOS ANÁLISIS DE SENSIBILIDAD (CONT) 
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