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RESUMEN

La deteccidon, identificacion temprana y clasificacion de masas de cancer de mama en
mamografias son tareas vitales para reducir la mortalidad de los pacientes. Estos procesos
permiten analizar las etapas iniciales del cancer antes de la manifestacion clinica. La
segmentacion efectiva, que separa la lesion del fondo, mejora la clasificacion basada en la
forma de la lesion. Sin embargo, este es un proceso complejo debido a la similitud entre la
lesion y el tejido circundante. Por lo tanto, este proyecto propone explorar los modelos de
contornos activos Geodésico y Chan-Vese para optimizar la segmentacion de masas en
imagenes de mamografia. Se utilizo para ajustar y validar ambos modelos un conjunto de datos
experimental de 115 imagenes que contenian lesiones de masas, las cuales fueron obtenidas
del conjunto de datos INbreast. EI modelo seleccionado fue el mejor modelo Chan-Vese, con
un radio de 50 pixeles y 436 iteraciones, el cual superd el mejor modelo Geodésico, obteniendo
un promedio de Dice de 0.812 contra un 0.558. En general, el método propuesto segmento con
éxito masas con formas complejas e irregulares, un resultado crucial para la clasificacion de
masas malignas. Sin embargo, los resultados podrian mejorarse en un futuro aplicando técnicas
adicionales de preprocesamiento de imagenes para mejorar la visualizacion de las lesiones de

masa.

Palabras clave: Cancer de Mama, Contornos Activos, Geodésico, Chan-Vase, segmentacion

de masas, Dice, loU.



ABSTRACT

Breast cancer mass lesion detection, early identification, and classification in mammograms
are vital for reducing patient mortality. These processes enable the analysis of cancer's initial
stages before clinical manifestation. Effective segmentation, separating the lesion from the
background, enhances shape-based classification. However, this is a challenging process due
to tissue similarities between the lesion and the background. Therefore, this project proposes
exploring the Geodesic and Chan-Vese active contour models to optimize mass segmentation
in mammography images. Both models were fine-tuned and validated using an experimental
dataset of 115 images with mass lesions, obtained from the INbreast Dataset. The selected
model was the best Chan-Vese model, with a radius of 50 pixels and 436 iterations, which
outperformed the best Geodesic model, achieving a mean Dice score of 0.812 versus 0.558.
Overall, the proposed method successfully segmented complex and irregular mass shapes, a
crucial outcome for malignancy classification. Nevertheless, the results could be further
improved in the future by applying additional image preprocessing techniques to enhance the

visualization of the mass lesions.

Keywords: Breast Cancer, Active Contours, Geodesic, Chan-Vese, mass lesions

segmentation, Dice, loU.
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1. INTRODUCCION

El cancer es una enfermedad compleja impulsada por el crecimiento y la division
descontrolados de las células, lo que interrumpe el proceso natural de renovacion celular y da
como resultado la formacion de tumores, los cuales pueden ser malignos o benignos (National
Institutes of Health (US), 2007), (National Cancer Institute, 2021). Los tumores malignos
invaden los tejidos cercanos y pueden metastatizar a otras partes del cuerpo, mientras que los
tumores benignos permanecen localizados y generalmente se pueden extraer exitosamente
(National Cancer Institute, 2021). De entre todos los canceres, el cAncer de mama es uno de los
mas comunes en mujeres alrededor del mundo, tan solo en 2020, la Organizacion Mundial de
la Salud reportd 2.3 millones de nuevos diagnosticos a nivel global. Diagndsticos que
resultaron en 685,000 muertes (WHO, 2023). Adicionalmente, este cancer es particularmente
prevalente, afectando alrededor de 7.8 millones de mujeres durante los ultimos cinco afios
(WHO, 2023). Especificamente, en Ecuador, el cancer de mama contribuye al 1.15% del total
de muertes a nivel mundial (WHO, 2023), y es la 3era causa de muerte en mujeres (Ministerio
de la Salud Publica (MSP), 2022). En base a estos datos, se puede determinar que el cancer de
mama es un problema muy importante actualmente.

Continuando, dado a que el riesgo de cancer de mama aumenta con la edad, la deteccién
y el diagnostico tempranos son fundamentales para reducir la tasa de mortalidad. Para la
deteccion temprana los expertos suelen recomendar técnicas estdndares como, autoexamenes
regulares de la mama (Huang et al., 2022), exdmenes clinicos de la mama (Huang et al., 2022),
mamografias (Nounou et al., 2015), lectura doble de mamografias (Taylor-Phillips & Stinton,
2020), ultrasonidos de la mama (Ozmen et al., 2015), resonancias magnéticas (MRI) (Nounou
et al., 2015), o biopsias (Nystrom et al., 1993), siendo esta Gltima un método invasivo. A pesr

de tener tantas técnicas, las mamografias son una de las maneras mas comunes de detectar
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cancer de mama, ya que es posible detectar la etapa inicial de una lesion maligna antes de que
esta aparezca clinicamente. Sin embargo, a pesar de los esfuerzos de los métodos tradicionales
por reducir las detecciones que dan falsos positivos o negativos, todavia existen diagndsticos
erroneos. Esto se debe principalmente a errores humanos relacionados con la sobrecarga de
trabajo, la fatiga y la naturaleza intrinseca del analisis de las caracteristicas del tejido mamario,
como la densidad mamaria, la variacion en las ubicaciones de las lesiones, su forma, al igual
que su complejidad textural (Pérez, 2015).

Varios enfoques informéaticos basados en técnicas de procesamiento de imagenes
digitales (Liu et al., 2015)(Niaz et al., 2020)(Radhi & Kamil, 2032)(Alhadidi et al., 2007) y
modelos de aprendizaje profundo (Ekici & Jawzal, 2020)( Baccouche et al., 2021)(Su et al.,
2022) se han centrado en la tarea de deteccidén automatica, segmentacion y clasificacion del
cancer de mama para ayudar a los expertos a analizar mamografias y proporcionarles una
segunda opinion sobre posibles anormalidades. Por ejemplo, se propuso un modelo de contorno
activo geodésico local (LGAC) basado en informacion local de la imagen para segmentar
masas en la Digital Database for Screening Mamography (DDSM) (Liu et al., 2015). Los
resultados experimentales sugirieron que el modelo puedo encontrar correctamente los bordes
radiales y ambiguos de las masas, logrando puntuaciones en la métrica de superposicién de
area (AOM) de 0.85 y 0.87, para radios de 4 mm y 6 mm, respectivamente. En (Niaz et al.,
2020), se propuso un método de contorno activo (AC) basado en una funcion combinada local
y global reformada para abordar la segmentacion de tumores de cancer de mama. EI modelo se
validé en la base de datos mini Mammographic Image Analysis Society (MIAS), obteniendo
una precision (ACC) de 0.984, una sensibilidad del 0.9802 y una puntuacion de Dice de 0.985.
Ademas, en (Radhi & Kamil, 2021) se propusieron modelos de snakes y de level set basados
en Chan-Vese para detectar el cAncer de mama en la base de datos mini MIAS. Los resultados

resaltaron el modelo de snakes como el mejor método, alcanzando un puntaje promedio de loU
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(Interseccidn sobre Unidn), Dice, media armonica de precision y sensibilidad (PF-score o PFS),
precision (PRE) y sensibilidad del 90%, 95%, 98%, 97% y 97%, respectivamente.

Adicionalmente, se propuso un modelo de CNN optimizado por el algoritmo de Bayes
para detectar y diagnosticar el cancer de mama en (Ekici & Jawzal, 2020). El modelo se valido
en un conjunto de datos en bruto que contenia 3895 imagenes térmicas de mama, produciendo
un puntaje de ACC del 98.95%. En (Baccouche et al., 2021), se desarrollaron dos modelos U-
NET (Atencion y Residual UNet) integrados con la técnica de Atrous Spatial Pyramid Pooling
(ASPP) para detectar y segmentar tumores de cancer de mama en tres conjuntos de datos
diferentes (una version de la DDSM, el dataset INbreast y una base de datos privada). El
modelo ResUNet (Unet residual) logro los mejores resultados de segmentacion de masas con
puntuaciones de Dice del 89.52%, 95.28% y 95.88% y puntuaciones de loU del 80.02%,
91.03% y 92.27%, para los conjuntos de datos utilizados, respectivamente. Del mismo modo,
en (Su etal., 2022), se propuso un modelo de deteccion y segmentacion basado en la
arquitectura YOLO. El modelo se validé en los conjuntos de datos DDSM e INbreast,
alcanzando una tasa de verdaderos positivos (TPR) del 95.7% y una media de precision (PRE)
del 65.0% para la deteccion de masas. Ademas, alcanz6 puntuaciones de F1-score y loU del
74.5% y 64%, respectivamente, para la tarea de segmentacion de masas.

Dado el contexto de los enfoques desarrollados, la mayoria de los métodos se centran
en tareas de deteccion y clasificacion del cancer de mama, ya que son menos complejas que la
segmentacion. Por lo tanto, la segmentacion de masas, ya sea mediante el procesamiento digital
de iméagenes o técnicas de aprendizaje profundo, sigue siendo un desafio debido a la similitud
entre la lesion y el tejido circundante. Por lo tanto, se propone en este proyecto explorar dos
modelos de contorno activo (Geodésico y Chan-Vase) para maximizar el rendimiento de

segmentacion de masas en imagenes de mamografias. La contribucion de este trabajo se
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considera un paso inicial esencial para integrarlo en un futuro a un detector de masas y ayudar
a los expertos con una herramienta que sirva de segunda opinion para el diagnostico.

Cabe destacar que también existen otras técnicas de procesamiento de imagenes
digitales que cominmente se usan en la segmentacion, tales como, Watershed, Histogram-
based o el Gradient Vector Flow. Sin embargo, en comparacién a los contornos activos estos
métodos no son una buena opcidn para resolver el problema planteado. En cuanto al Watershed,
este crea un grafico 3D de la imagen, tomando como altura la intensidad de los pixeles, e inunda
las cuencas desde los marcadores, las cuales en su mayoria se eligen con los minimos locales
de la imagen, hasta que las cuencas atribuidas a diferentes marcadores se encuentran en las
lineas de cuenca, segmentando asi el borde el objeto de interés (Scikit-lmage, s/f). El problema
con este método es que al parar la segmentacién al momento que se encuentran las cuencas
atribuidas a diferentes marcadores la segmentacion no es exacta (Scikit-Image, s/f). Dentro del
contexto del problema a tratar en este trabajo, el contorno de la masa es esencial para
determinar el grado de malignidad de la masa, por ende, debe ser lo mas exacto posible.

Por otro lado, la técnica del Histogram-based utiliza el histograma de una imagen para
agrupar los pixeles en regiones en base a los niveles de grises (Phillips, s/f), el objeto de interés
va a tener unos niveles de grises y el fondo otros. El problema con este método es que no hace
una segmentacion semantica, esto se refiere a que le cuesta distinguir entre el objeto de interés
y el fondo (Phillips, s/f). Esto se debe a que si bien trata de agrupar los pixeles que piensa que
son fondo por un lado y los que son el objeto de interés por otro, tiende a confundirse si el
objeto es similar al fondo (Phillips, s/f). Situacion que ocurre en mamografias, ya que el tejido
circundante es muy parecido a las lesiones de masas, como se menciond previamente.

Finalmente, la técnica del Gradient Vector Flow consiste (Xu, 1997). ComUnmente se
suelen utilizar en conjunto a los contornos activos para (Xu, 1997). Sin embargo, el principal

problema de esta técnica es que los resultados son muy sensibles a la inicializacion de los
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vectores (Xu, 1997). Si estos no se inicializan correctamente el contorno puede que nunca
converja al borde del objeto de interés o por el contrario converja mas alla del borde el objeto
de interés. Es por esto que se necesita un alto nivel de preprocesamiento de la imagen previo,
aumentando significativamente el costo computacional del modelo (Xu, 1997). Debido a que
la propuesta de este proyecto esta enfocada en poder ayudar a los expertos con una segunda
opinidn, el presupuesto de los hospitales o centros médicos no es tan alto como para invertir
en una infrestructura fuerte para correr un modelo muy complejo, descartando el uso de esta
técnica.

En base a las desventajas de las técnicas explicadas previamente y tomando en cuenta
las ventajas que tienen los modelos de contornos activos tales como: su robustez debido a que
se pueden adaptar con facilidad a patrones homogéneos o irregulares, y su bajo poder
computacional gracias a que implementan célculos matematicos  sencillos,
computacionalmente hablando (Menet et al., 2002), los contornos activos son los modelos méas

viables para la solucion que se propone para el problema dado el contexto.
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2. DESARROLLO DEL TEMA

2.1. Materiales y método

2.1.1. Base de datos.

En este trabajo se considerd la base de datos de acceso publico INbreast, que contiene 410
mamografias digitales de vista completa y alta resolucion, con proyecciones craneocaudales
(CC) y medio laterales oblicuas (Moreira et al., 2012). Esta base de datos documenta varias
observaciones, como asimetrias, calcificaciones, grupos de microcalcificaciones, distorsiones,
regiones especulativas, muasculo pectoral, y lesiones de masas basadas en anotaciones de la
curva de la region verdadera y clasificaciones (BI-RADS! y binarias) realizadas por expertos.
A continuacion, se muestra un ejemplo de imagenes de mamografias con hallazgos de lesiones

de masas y sus anotaciones de la region verdadera en la Figura #1.

Figura 1. Ejemplos aleatorios de imagenes de mamografias tomado de la base de datos

INbreast con proyecciones MLO y CC: imagen original (primera fila) y anotacion de la

region verdadera (area en rojo) realizada por expertos (segunda fila).

2.1.2. Método propuesto.

El método propuesto es un procedimiento de dos pasos, como se muestra en la Figura 2, e

incluye: primero una etapa de filtrado utilizando la técnica de ecualizacion adaptativa del

El BI-RADS es una clasificacién hecha por expertos en el campo de cancer de mama para determinar el grado de
malignidad de una masa en base a la forma del contorno de la misma.
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histograma con limite de contraste (CLAHE) para reducir la amplificacion del ruido limitando
la amplificacion del contraste. Y también, aplicando un filtro de mediana con una mascara [5
x 5] para minimizar el ruido aleatorio (por ejemplo, sal y pimienta) mientras se conserva el
borde del objeto. La segunda etapa explora dos modelos de contorno activo, el Geodésico
(Caselles et al., 1997) y el Chan-Vese (Chan & Vese, 2001), para refinar y maximizar el

rendimiento de la segmentacion de las lesiones de masas en imagenes de mamografias.

[5:3¢5]

Figura 2. Flujo de trabajo experimental del método propuesto

Un modelo de contorno activo es una curva continua y deformable cuya forma esta
controlada por fuerzas internas (el modelo implicito) y fuerzas externas (los datos) (Menet
et al., 2002). Las fuerzas internas actian como una restriccion de suavidad. Por otro lado, las
fuerzas externas guian el contorno activo hacia las caracteristicas de los objetos presentes en

las imagenes, como lineas, bordes y contornos subjetivos, ubicando el modelo de contorno
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activo cerca del minimo local deseado (Kass et al., 1988). EI modelo geodésico mejora los
contornos activos al incorporar informacion geométrica intrinseca de la imagen que esta bajo
analisis. El principio fundamental detras de este modelo es deformar el contorno de interés
tomando en cuenta la distancia mas corta entre dos puntos a lo largo de la superficie curva de
la imagen (Caselles et al., 1997). El célculo de la distancia considera el espacio de Riemann
subyacente, es decir, considera una construccion matematica que define la distancia teniendo

en cuenta el contenido de la imagen (Caselles et al., 1997).

Por otro lado, el modelo Chan-Vese introduce un enfoque innovador que aprovecha la
evolucion de curvas, la funcionalidad Mumford-Shah para la segmentacién y las técnicas de
nivel de conjuntos, las cuales no dependen de informacion basada en gradientes (Chan & Vese,
2001). La funcionalidad Mumford-Shah es una formulacién matematica utilizada para la
segmentacion de imagenes. Esta se centra en minimizar la energia asociada con la deteccién
de los contornos de los objetos (Chan & Vese, 2001). La formulacién del nivel de conjuntos
implica definir la evolucion de los contornos como un flujo de curvatura media (Chan & Vese,
2001). Esto significa que el contorno activo evoluciona gracias a un proceso basado en la
curvatura, el cual se ajusta a lo largo de la misma en base a la posicion del contorno en cada

punto (Chan & Vese, 2001).

2.2. Setup de los experimentos

2.2.1. Creacion de la dataset experimental.

Dado a que este trabajo tiene como objetivo maximizar la segmentacion de lesiones de
masas, consideramos solo 115 lesiones de masa extraidas de 106 imagenes de mamografias de
la base de datos. Posteriormente, estas imagenes se recortaron utilizando un bounding box que
contiene la region verdadera, generando asi regiones de interés (ROIs) con la lesion. De esta

manera, se cred un conjunto de datos experimentales de 115 iméagenes con los ROIs.
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2.2.2. Configuracion de los modelos de contornos activos.

Los modelos de contorno activo utilizados requieren un punto de inicial de coordenadas,
un radio y un numero de iteraciones para comenzar la deformacion de la curva. El punto inicial
de coordenadas se inicializé en el centro del ROI de entrada, asegurando un punto dentro de la
masa. El radio se optimizé en el intervalo de 10 a 100, con pasos de 10 pixeles, y el nimero de
iteraciones, el cual indica cuantas veces se va a deformar la curva, se establecio de manera

empirica en 500 unidades.
2.2.3. Métrica de validacion y criterio de seleccion.

Se calcul6 las métricas de loU (Rosebrock, 2023) y Dice (OECD.AI, s.f.) para evaluar la
calidad de la segmentacion del método propuesto. Ambas métricas miden la proporcién de
precision entre la region segmentada por el método y la region verdadera anotada por los
expertos. Los resultados obtenidos se expresan en un rango de 0 a 1. Cuanto més cercana sea
la puntuacion al 1, mejor serd el rendimiento de la segmentacion. La formulacion matematica

de estas métricas es la siguiente:

IOU—(AnB) 1

"~ (AuB) M
2:-(ANnB)

Dice = ) (2)

donde Ay B son, el area predicha y el area verdadera, respectivamente.

Ambas métricas se utilizaran para describir los resultados obtenidos. Sin embargo, el
modelo de contornos activos que maximiza la métrica de Dice con menos iteraciones sera el
modelo seleccionado para la propuesta. Se escogié Dice como la métrica principal en lugar de
loU porque este es mas sensible a cambios muy pequefios en la segmentacién, una ventaja al
analizar lesiones de cancer de mama. Adicionalmente, esta métrica trata los falsos positivos y

negativos de manera equitativa, evitando cualquier tipo de sesgo. En contraste, loU esta
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ligeramente sesgado hacia los falsos negativos, por la operacidn de interseccion que se hace en

el denominador (Wang et al., 2020).
2.2.4. Plataforma de desarrollo.

La etapa de preprocesamiento del método propuesto se realizd6 con MATLAB version
R2023a, y los modelos de contorno activo se implementaron y ejecutaron en Python version
3.9 utilizando varias bibliotecas distribuidas en (Alvarez et al., 2010) y (Marquez-Neila et al.,

2014).
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3. RESULTADOS Y DISCUSION

En base a la seccion anterior, se evalu6 el método propuesto en un conjunto de datos
experimental de 106 mamografias con 115 regiones de interés (ROIs) de lesiones de masas.
Los resultados obtenidos, basados en el promedio de las métricas de Dice y loU, se presentan

a continuacién en la Tabla #1.

Tabla #1. Mejor rendimiento promedio de la segmentacion del método propuesto

Modelos
Radio Geodésico Chan-Vase
Iteracion Dice loU Iteracion Dice loU
10 153 0.539 0.395 468 0.810 0.695
20 142 0.553 0.406 458 0.810 0.695
30 114 0.552 0.407 430 0.810 0.695
40 175 0.558 0.410 436 0.812 0.698
50 88 0.558 0.415 410 0.811 0.696
60 91 0.557 0.412 398 0.808 0.693
70 75 0.556 0.413 384 0.803 0.688
80 63 0.555 0.412 450 0.788 0.671
90 55 0.554 0.412 435 0.744 0.655
100 43 0.553 0.410 334 0.768 0.649

Todos los modelos basados en los contornos activos Geodésicos proporcionaron
desempefios de segmentacion que oscilaron entre puntuaciones promedio de 0.55y 0.56 en las
métricas de Dice e loU, respectivamente (consultar Tabla #1). EI modelo alcanzo la puntuacion
promedio de Dice mas alta utilizando un radio de 50 pixeles con 88 iteraciones, obteniendo
0.558 y un loU de 0.415 (Tabla #1). Estos resultados indican que las segmentaciones de las
masas en su mayoria fueron imprecisas. Algo interesante a descartar en este modelo es que
mientras la longitud del radio y las iteraciones avanzan hacia el centro del intervalo del radio
analizado (50 pixeles), el rendimiento de las métricas también aumenta. Sin embargo, al pasar
este centro (50 pixeles) y hasta el final del intervalo (100 pixeles), el rendimiento de la

segmentacion comienza a disminuir. Este efecto esta vinculado a la naturaleza de la
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deformacion del modelo Geodésico, el cual expande la deformacion de la curva en cada
iteracion. Por esto, las longitudes iniciales del radio (antes del centro del intervalo) con mas
iteraciones tienden a proporcionar mejores resultados. Esto se puede corroborar al analizar la
Fig. 3, la cual muestra el rendimiento del modelo geodésico a lo largo de la variacion del radio

para ambas métricas.

0.6
P 0.4} A
0.57 7 S~
‘ 0.35]
0.4 R10 Y 0.3 R10 —— !
g R20 2 R20 E—
A \ R30 = 0.25 | R30
c0.3 R40 § ool R40
- R50 = R50
0.2 R60 0.15F R60
‘ R70 R70
R80 0.1y R80
0.1 \ R90 0.05 1 R90
| R100 ——R100
0 0 . . . :
0 100 200 300 400 500 0 100 200 300 400 500
Iterations Iterations

Figura 3. Optimizacion de radios para el modelo Geodésico: con los promedios de las
métricas Dice (izquierda) y loU (derecha)

Por otro lado, los modelos basados en los contornos activos Chan-Vese lograron
realizar la segmentacion de masas con resultados promedios de Dice superiores a 0.80
(consultar Tabla #1), resultados que se pueden considerar razonables para el problema en
cuestion. ElI mejor modelo utilizé un radio de 40 pixeles y 436 iteraciones, alcanzando la
puntuacion promedio de Dice mas alta, siendo 0.812 y un loU de 0.698. Estos resultados
demuestran que las segmentaciones de las masas en su mayoria fueron exitosas. Cabe destacar
que este modelo tuvo un buen rendimiento de las métricas con un alto nimero de iteraciones.
Estos resultados se explican por el proceso de deformacion que implementa el modelo Chan-
Vese. Este contrae la deformacion de la curva en cada iteracion, buscando el limite de la lesion

de masa. Este comportamiento se puede observar para ambas métricas en la Fig. 4.
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Figura 4. Optimizacion de radios para el modelo Chan-Vase: con los promedios de las
métricas Dice (izquierda) y loU (derecha)

En cuanto a la comparacion entre ambos modelos, el modelo Chan-Vese supero, en
términos de resultados, al modelo Geodésico para todas las configuraciones de radio. Esto
ocurre principalmente debido a la implementacion del modelo Chan-Vese de la minimizacion
de la energia funcional Mumford-Shah, lo que contribuye a su capacidad para manejar
variaciones en la apariencia de los objetos, haciéndolo més robusto para tareas de segmentacion
en escenarios complejos (Chan & Vese, 2001, Menet et al., 2002). Ademas, el manejo de
diversas apariencias de los objetos a través del enfoque de minimizacion de energia incorpora
informacion de region y contorno del objeto lo cual mejora la segmentacion y supera los
minimos locales (Chan & Vese, 2001). Por el contrario, el modelo Geodésico tiende a ser
sensible a los minimos locales (Caselles et al., 1997), por ende, se le dificulta la tarea de
segmentacion en ciertas condiciones texturales de una imagen, como, por ejemplo, el tejido
circundante de las lesiones de masas. Adicionalmente, lo previamente mencionado sobre los
modelos se puede corroborarse a través de los resultados de segmentacion obtenidos por los
mejores modelos Geodésico (radio 50, 88 iteraciones) y Chan-Vese (radio 40, 436 iteraciones)

ilustrados en la Fig. 5.

A partir de esta figura, es posible notar que el modelo Geodésico desborda el area

segmentada fuera de la lesion en algunos casos (consultar Fig. 5, segunda fila, columnas 1y 3)
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y queda dentro de la lesion sin llegar al borde en otros (consultar Fig. 5, segunda fila, columnas
2, 4,5y 6). En todos los casos, el modelo Geodésico segmenta lejos del verdadero borde de la
masa. En contraste, el modelo Chan-Vese alcanza el verdadero contorno en casi todos los
casos, demostrando su superioridad en términos de segmentacion. Por lo tanto, basandose en
los resultados expuesto previamente, el modelo Chan-Vese con un radio de 40 pixeles y 436

iteraciones es seleccionado como el mejor modelo para la propuesta de este proyecto.

Figura 5. Resultados de la segmentacion de masas mediante el método propuesto: imagen
original con, la region verdadera (primera fila) y la lesion de masa segmentada por los
modelos de contornos activos Geodésico (segunda fila) y Chan-Vese (tercera fila).

Adicionalmente, en cuanto a la comparacion con el estado del arte, el modelo basado
en U-Net desarrollado en (Baccouche et al., 2021) fue entrenado y validado en un conjunto de
datos experimental similar al de este proyecto, extraido de la misma base de datos INbreast.
Los puntajes de loU y Dice obtenidos fueron del 91.03% y 95.28%, respectivamente. Estos
resultados fueron superiores a los obtenidos por el método propuesto en este proyecto. Sin
embargo, la complejidad del algoritmo y los requisitos de hardware también fueron superiores.
Siendo una desventaja en términos de aplicabilidad y despliegue practico. Dado a que los
modelos U-Net integran las tareas de deteccion y segmentacion en un (nico proceso

proporcionado por una espina dorsal de CNN profunda, son computacionalmente intensivos y
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propensos al sobreajuste, especialmente si la representacion de datos es pequefia. Lo que,
también hace que la comparacion no pueda ser directa como tal, ya que el método propuesto
no hace deteccion. Ademas, el rendimiento de la segmentacion siempre depende de la calidad
de los datos de entrenamiento, que en este caso dependen de la region verdadera creada por los
expertos. En contraste, el método propuesto para este proyecto aprovecha las ROIs extraidos
para iterar un modelo de contorno activo el cual maneja la segmentacion de masas con formas
complejas y desconocidas, las cuales tienden a tener un mayor grado de malignidad de la masa,
lo cual es un buen paso antes de la clasificacion del cancer. Y que, de igual manera, no
dependen de la anotacion de experto, sino preferiblemente de un modelo de deteccion, el cual
se pensd como paso previo y como una posible integracién en un futuro al modelo de
segmentacion seleccionado para este proyecto. Ademas, los modelos de contorno activos no
requieren de un hardware complejo o0 costoso, ya que no son tan demandantes
computacionalmente, siendo mucho méas practicos y adaptables en términos de

implementacion.
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4. CONCLUSIONES Y TRABAJO FUTURO

En este proyecto se ha hecho una exploracién y comparacion de dos modelos de
contornos activos, Geodesico y Chan-Vese, para mejorar la segmentacion de masas en
imagenes de mamografia. En conclusién, el mejor modelo seleccionado fue el Chan-Vase con
un radio de 50 pixeles y 436 iteraciones, el cual superd al mejor modelo Geodésico, logrando
un puntaje promedio de Dice de 0.812 frente a 0.558. Este resultado resaltd el rendimiento
exitoso del modelo Chan-Vese en la segmentacion de lesiones de masas en diferentes
iméagenes. Los filtros de Mediana y CLAHE fueron cruciales para mejorar la calidad del borde
de la lesién antes del paso de segmentacion. Ademas, el método propuesto logrdé segmentar
con éxito masas con formas complejas e irregulares, lo cual se considera un resultado esencial

para la clasificacion del cancer en términos del grado de malignidad.

Ademas, al comparar los enfoques del modelo Geodésico y el modelo Chan-Vese, se
evidenciaron diferencias sustanciales, destacando la tendencia del modelo Geodésico a quedar
atrapado en minimos locales, no llegando asi a segmentar correctamente las masas. Por el
contrario, el modelo Chan-Vese demostrdé una mayor capacidad para superar estos desafios.
Este andlisis proporciona una comprension critica de los puntos fuertes y limitaciones de cada
modelo, informacién valiosa para la seleccion adecuada de técnicas en entornos clinicos

especificos.

En el contexto nacional e internacional, la relevancia de esta investigacién radica en su
contribucion directa a la mejora de las herramientas de diagnostico temprano del cancer de
mama, una enfermedad de alta incidencia y significativa importancia en la salud pablica a nivel
mundial. La precision alcanzada por el modelo Chan-Vese en la segmentacion de lesiones de
masas, resalta su potencial para mejorar la eficiencia diagndstica y, en Gltima instancia, la

atencion al paciente.
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En la continuacién de esta investigacion, se abren diversas oportunidades para ampliar
y perfeccionar el enfoque propuesto. En primer lugar, se sugiere aumentar la cantidad de datos
en el conjunto de datos experimental, para asi obtener una validacion mas robusta y exhaustiva
del método. Esto permitira evaluar la generalizacién del modelo en una gama mas amplia de
casos clinicos y fortalecer la confianza en su aplicabilidad practica. Ademas, se propone
explorar mas técnicas de preprocesamiento de imagenes con el objetivo de mejorar la
visibilidad de las masas en las mamografias y asi sean mas facilmente distinguidas del tejido
circundante. Esto podria incrementar considerablemente los resultados de las métricas
obtenidas por los modelos de contornos activos propuestos. Finalmente, se propone integrar el
método desarrollado con un modelo de deteccidn de masas, proporcionando a los profesionales
una segunda opinion en el diagnostico de cancer de mama. Este trabajo sienta las bases para
futuras investigaciones que podrian profundizar en la interpretacion de resultados, considerar
otros modelos de segmentacion, y abordar desafios especificos asociados con la variabilidad

en las imagenes de mamografias.

En términos de aprendizaje, en este proyecto se han explorado los pardmetros que se
pueden optimizar dentro de los modelos de contornos activos Geodésico y Chan-Vase, tales
como el radio de inicializacion y el namero de iteraciones. Pardmetros que se usan para
maximizar el rendimiento de los modelos de contornos activos. Por ende, se puede decir que
se ha obtenido un conocimiento valioso y profundo en el funcionamiento, implementacion y
aplicabilidad de estos modelos. Ademas, la aplicacién de filtros de Mediana y CLAHE fueron
una estrategia esencial para mejorar la calidad del borde de las lesiones, contribuyendo asi a
una segmentacion mas precisa. La aplicacion de este preprocesamiento de iméagenes contribuyo
a construir una base, en términos de conocimiento, de algunas técnicas comunes que existen
para destacar un area de interés dentro de una imagen. Un area de conocimiento que seria

interesante seguir explorando e investigando. Finalmente, el enfocarse en un problema
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relacionado con el cancer de mama se profundizo el conocimiento y la concientizacion sobre
la importancia y el impacto que este tipo de cancer tiene en el mundo, pero especialmente en
Ecuador. De igual manera, la importancia de la deteccion temprana del cancer y los chequeos
contantes. Factores que generaron una nueva perspectiva sobre como poder seguir
contribuyendo a una posible solucién a este problema a traves de la carrera de ingenieria en

ciencias de la computacion.
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