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RESUMEN

En este trabajo se explica e implementa un método que usa una red neuronal artificial para
resolver ecuaciones diferenciales numéricamente y se la aplica a un modelo del flujo de agua
en un canal abierto descrito por las ecuaciones de Saint-Venant, un sistema de ecuaciones
diferenciales parciales. La implementacion se realizé en Python usando las librerias Pytorch
y Numpy para manejo de matrices y construccion de la red neuronal artificial. Se compard
el resultado con el de un método numérico comin usando RK1 y se obtuvo un error relativo
promedio de 4,05 %. Los resultados obtenidos muestran que el método propuesto presenta un
desempeiio prometedor en la resolucion de ecuaciones diferenciales parciales, sobre todo por
la versatilidad que presenta para definir condiciones de contorno en geometrias complejas. El
tiempo de ejecucion, usando las optimizaciones computacionales desarrolladas para las redes
neuronales artificiales, es similar al de métodos tradicionales. Se mencionan posibles mejoras

para investigacion a futuro.

Palabras clave: Redes Neuronales, Ecuaciones Diferenciales Parciales, Gradiente Descendiente,

Métodos Numéricos para Ecuaciones Diferenciales Parciales.



ABSTRACT

In this work we explain and implement a method that uses an artificial neural network to
solve differential equations numerically. The method was applied to a model of the flow of
water in an open channel described by the Saint-Venant Equations (SVE). These equations
constitute a system of partial differential equations. The method was implemented in Python
using the libraries Numpy and Pytorch to manage matrix operations and the construction of the
artificial neural network. The results of the method were compared with a common numerical
method using RK1, where an average relative error of 4,05 % was obtained. The results show
that the proposed method has a promising performance in the resolution of partial differential
equations, especially because of the versatility that it offers to define boundary conditions in
complex geometries. The execution time was comparable to traditional methods, thanks to
common performance enhancements developed for training artificial neural networks. Possible

improvements for further research are mentioned.

Keywords: Neural Networks, Partial Differential Equations, Gradient Descent, Numerical

Methods for Partial Differential Equations.
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[
CAPITULO

INTRODUCCION

En la daltima década, se ha notado un aumento considerable en la popularidad de diferentes
algoritmos de inteligencia artificial y redes neuronales. Entre estos algoritmos, el que ha tenido
aplicaciones mas notables es el de las redes neuronales artificiales; estas representan una
abstraccion del funcionamiento tedrico de las neuronas en organismos vivos (Veelenturf, 1995).
La exploracién de estos modelos sigue siendo un punto de interés para la investigacion, tanto en
el campo de la optimizacion desde la teoria (Kingma and Ba, 2017)) como en aplicaciones para

prediccién y reconocimiento de patrones.

Por otro lado, los métodos de solucién de sistemas de ecuaciones diferenciales complejos
son un punto clave de investigacion en la mayoria de ciencias e ingenierias. Sin embargo, los
métodos analiticos de resolucién de ecuaciones diferenciales son relativamente limitados y
complicados; y en el caso de las ecuaciones diferenciales parciales, suele ser mas eficiente usar
métodos numéricos que buscar una solucién exacta. Es por eso que la investigacion en métodos

de resolucion numérica de estos sistemas es de gran importancia.

En este trabajo se va a describir e implementar un método para resolver ecuaciones diferen-
ciales de distintos tipos que aprovecha los avances y la arquitectura disefiados para la imple-
mentacion de redes neuronales artificiales. Este método fue descrito en detalle en (Neha Yadav.
2015) y en (Chen et al., 2020). Para demostrar el funcionamiento, se lo aplicara a un sistema
de ecuaciones diferenciales que describen el flujo de agua en un canal abierto, que han sido
resueltas numéricamente (Fauzi and Wiryanto, 2018). Finalmente, se comparard los resultados
con un método numérico simple similar al usado en (Sukron et al., 2021) y se discutird las

ventajas y limitaciones del método.
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[
CAPITULO

DEFINICIONES Y METODOS

2.1. Algoritmo del gradiente descendiente

El gradiente descendiente es un método numérico disefiado para resolver el problema de
optimizacion de encontrar el minimo de una funcién diferenciable. El algoritmo estd basado
en la idea conocida de que se puede obtener la direccion en la que una funcién diferenciable
aumenta mas rdpidamente si se toma el vector ordenado de todas las derivadas parciales con
respecto a cada una de las bases del espacio vectorial (usualmente R™). Dada esa observacion, el
algoritmo es casi trivial, pero se le atribuye a (Cauchy, 1847)), que lo describié formalmente en
1847. Claramente, el método no fue usable hasta que las computadoras se volvieron populares,

pero la convergencia del método ya habia sido estudiada por (Curry, 1944).

El algoritmo, como fue descrito por (Curry, 1944), puede ser resumido de la siguiente forma:

Algorithm 1 Gradiente Descendiente

Input: punto inicial z(, funcién f : R" — R, gradiente V f, tasa de aprendizaje v, nimero de
iteraciones K.
Output: Secuencia (xk)ke{l,..., K} donde wx es un valor aproximado al minimo local de la
funcién f
1+ 1
while : < K do
T < w1 — YV f(Ti21)
end while
return (zy)

Dos cosas importantes se pueden notar en este algoritmo: la primera es que no se necesita una
expresion exacta para la gradiente de f pues se puede aproximar usando una derivada numérica,
pero en caso de existir la expresion para la gradiente, se puede usar. La segunda es que este
método se queda estancado en puntos que tienen gradiente cero, idealmente estos puntos serian

el minimo local que se estaria buscando, pero también es posible que sea un maximo local o
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un punto de silla de montar. Es por eso que en algunas aplicaciones se puede agregar un vector
aleatorio muy pequefio si el gradiente es cero o usar un sistema de momentos. Si el punto es un
minimo local, el algoritmo va a regresar a ese punto en las siguientes iteraciones, pero si es un
maximo o un punto de silla de montar, la pequeia aleatoriedad seria suficiente para obligar al

algoritmo a encontrar otro punto critico.

2.1.1. Notas sobre algoritmos similares

Existe un algoritmo parecido llamado coordenadas descendientes, que sigue la misma idea
pero hace la descendencia de coordenada en coordenada. Este algoritmo es ttil en aplicaciones
donde la memoria es limitada y se tiene demasiadas dimensiones en el espacio de salida. Se
menciona porque una implicacion de la convergencia de este algoritmo es que se puede aplicar
el gradiente descendiente como se describi6 en el Algoritmo [2] pero usando solo una porcion de
las dimensiones para computar el gradiente. Esto puede resultar util en problemas en los que hay
limitacion de memoria. Mds informacion sobre este algoritmo se puede encontrar en (Wright.

2015).

Varias modificaciones se han propuesto en los ultimos afios como Averaging Gradient
Descent, que se puede encontrar en (Polyak and Juditsky, 1992) y métodos que incluyen
momento. Sin embargo, el mds usado en los recientemente ha sido el algoritmo Adam, publicado
en 2015, que significa Adaptive Moment Estimation. Es un método altamente eficiente que
recuerda la dltima direccion de movimiento y actualiza los pesos de los momentos de forma
apropiada para mejorar la velocidad de convergencia. Es mds util en problemas que tienen una
convergencia predecible y por eso se lo va a usar en este trabajo. La descripcion del algoritmo

en el articulo original, (Kingma and Ba, 2017), es la siguiente:
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Algorithm 2 Adam

Input: «: Tamaio de paso, 51, 82 € [0,1): Tasas de decaimiento, f(€): funcién objetivo, 6:

Vector de pardmetros iniciales
Output: 6: Valor aproximado del vector de pardmetros que minimiza la funcién objetivo.

mg <+ 0
vy <— 0 (Son los vectores de momento)
1<+ 0
while : < K do

t+—t+1

9t < V fi(0i-1)

my <= Br-mu_1 + (1= B1) - g

vy = Bo v + (1= Bo) - g7

My <= my /(1 — B3)

U <= vt/ (1 = B3)

Op < 0,1 — -1y / (V0 +€)
end while

return (6;)

La explicacion del algoritmo, asi como un andlisis de su convergencia, se puede encontrar
en (Kingma and Ba, 2017). Como se puede ver, es un algoritmo mucho mas elaborado que el
de gradiente descendiente y el paper recomienda ciertos valores de (3;, 32 asi como el tamafio
de paso y €. En este trabajo se va a usar la implementacién del paquete pytorch, que cita el

paper mencionado y usa las constantes recomendadas.

2.2. Estructura basica de una red neuronal

Como ya se menciond, el objetivo del modelo de las redes neuronales artificiales es emular
el modelo tedrico de como las neuronas funcionan en organismos vivos. En este modelo, las
neuronas son objetos que deciden si van a estar activadas o no en base a los impulsos que

han recibido, ver Figura[2.1] Si la neurona ya sabe lo que tiene que hacer, eso significa que
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Dendritas

Ax6n

Figura 2.1: Modelo cldsico de una neurona

(%)

/

Xn

Figura 2.2: Diagrama de un perceptrdn.

las conexiones que hay entre esta y otras neuronas cercanas tiene la fuerza apropiada en cada
conexion como para que la neurona solamente se active cuanto tiene que activarse, desde este
punto de vista, la neurona no es tan importante en el proceso de aprendizaje como las conexiones

con otras neuronas (Veelenturf, 1995).

La abstraccion de este modelo se llama perceptron (ver Figura [2.2). Un perceptrén es la
unidad bésica de una red neuronal artificial y busca simular el modelo de la neurona. Este objeto
tiene un numero fijo de conexiones con otras neuronas, en cada una de estas conexiones, la

neurona anterior envia un nimero real (la salida respectiva) al perceptrén. Cuando se envia el
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nimero real, el perceptrén lo multiplica por un peso (w; en la figura[2.2)), que representa la fuerza
de la conexion en el modelo real, y luego suma el resultado de cada una de las multiplicaciones.
Usando esta suma, el perceptron decide el valor que va a enviar al siguiente perceptrén por su

salida.

Usualmente estas neuronas artificiales se organizan por capas, de forma que las neuronas de

una capa se relaciones s6lamente con las neuronas de la siguiente capa.

Esto se puede abstraer atin mds si se crea un vector w de pesos:

w = (Wo, ..., Wy)

y un vector X de impulsos de la capa anterior:

entonces, la operacion que se describié se puede representar como

flw-X)

donde - es el producto interno usual en R™ y f es la funcién que decide la respuesta del perceptrén

a €Sa suma.

Para una capa entera, si se tiene k perceptrones, se puede reducir este grupo de operaciones
a una multiplicacién matricial:

fXW)

donde W es la matriz formada por los vectores de peso de cada uno de los perceptrones de
la capa. Hay que notar que al aplicar f en este caso, se estd haciendo la operacién para cada

elemento de la matriz y no para el vector resultante.
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La funcién f suele llamarse funcién de activacion. Diferentes funciones de activacién tienen
ventajas en distintas aplicaciones, para nuestra aplicacion, s6lamente se necesita que esta funcién

sea continuamente diferenciable y con derivada distinta de cero en todas partes.

Para decidir si la salida de un perceptron es correcta, se usa una funcién de error. Se busca
una funcién que de como resultado cero si la respuesta de la red es perfecta y que de como

resultado un nimero positivo de lo contrario.

Dado esto, el problema de entrenar una red neuronal, se reduce a un problema de optimizacion
en el que se quiere encontrar la matriz de parametros W tal que el error sea minimo. Esto se
puede hacer con el algoritmo de gradiente descendiente, pero usualmente se escoge un algoritmo

de optimizacién dependiendo de la aplicacion.



18

[
CAPITULO

METODO PROPUESTO

[ (3P4
3.1. Descripcion
El método que se va a usar tiene como objetivo explotar los mecanismos optimizados de
entrenamiento de redes neuronales para encontrar una solucién aproximada a una ecuaciéon

diferencial.

El primer paso es discretizar el dominio sobre el que se quiere resolver las ecuaciones
diferenciales. El nimero de puntos en esta discretizacion tendrd un impacto importante sobre el
tiempo de ejecucion de los siguientes pasos. Dada la discretizacion, se crea una red neuronal de

la siguiente forma:

1. Existe una sola capa de perceptrones.
2. Existe el mismo nimero de perceptrones como puntos en el dominio discretizado.

3. La funcidn de activacién de cada uno de los perceptrones no es acotada o las cotas son

mas amplias que las de la ecuacion diferencial.
4. La red neuronal acepta una sola entrada.

5. El valor de salida de cada uno de los perceptrones serd el valor de salida de la red neuronal.

Una vez creada la red neuronal, se debe crear una funcion de error que sea tal que una vez
entrenada la red, lo que la misma devuelva sea una solucién para la ecuacion diferencial que se

quiere resolver.
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Dada una ecuacion diferencial de grado g de la forma

dy d%y
F =< .21 =0 3.1
(x7 dx’ ’dxg) ( )

y que con la discretizacién que se cred, el dominio es X = {x, ..., z, }. Una funcién de error
positiva que, de dar como resultado cero, garantizaria el cumplimiento de la ecuacion diferencial

seria:
- dy d%y 2
E s Tpy) = Fla, —=(x),..,—(x;
(o) = 3 (10 ) )

Usar F como funcién de error en esta red neuronal donde X es la salida de la red, asegura que
el resultado, de llegar a ser optimizado, va a cumplir con la ecuacién diferencial. Sin embargo,
para aplicaciones, no basta con encontrar una solucién a la ecuacion diferencial, sino que es
necesario encontrar una solucién que al mismo tiempo cumpla con ciertas condiciones iniciales

o de frontera.

Ese problema se puede resolver usando de forma apropiada la salida de la red neuronal como
en (Neha Yadav, 2015). Sea Ny, ..., N,, los valores de salida de la red neuronal en cada uno e
los perceptrones. Si A es una funcién CY definida en el dominio de la ecuacién diferencial que
cumple con las condiciones de frontera del problema, pero no necesariamente cumple con la
ecuacion diferencial. También se asume que f es una C'Y con el mismo dominio que es cero en

la frontera, pero que es distinta de cero en el resto del dominio. Se define entonces
yr(z:) = A(x) + f(zi, V) (3.2)

esta serd la funcién con la que se va a calcular la funcién de error. De esa forma, cuando el
algoritmo encuentre el minimo, se sabra que se cumple la ecuacién diferencial y también las
condiciones de frontera porque la red neuronal es incapaz de alterar los valores en la frontera

por la forma en la que se construyo f.

Hay que notar que este método se podria extender a mas dimensiones simplemente exten-
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diendo la discretizacién y la red neuronal. También es importante recordar que al ser un método

numérico, se tendria que reemplazar las derivadas por derivadas numéricas.

Este es un método en desarrollo y, aunque ha sido descrito por varias fuentes, es importante

experimentar para obtener los resultados deseados.

Actualmente estd en desarrollo un paquete de Python en cdigo abierto que se puede usar para
resolver ecuaciones diferenciales ordinarias de primer orden con valor inicial y estd descrito en
(Chen et al., 2020). Sin embargo, para ecuaciones con condiciones de contorno mas complicadas

se tiene que implementar el método completo como estd descrito aqui.

3.2. Un ejemplo simple

Para probar la eficacia del método, se tomara la ecuacién diferencial

() = y(a) 3.3)

con valor inicial y(0) = 1. Como se sabe, la solucién exacta de esta ecuacién diferencial es
una exponencial simple: y(z) = exp(z) asi que ese seria el resultado que se espera obtener. Se

encontrard la solucién aproximada sobre el dominio [0, 1]

Para la discretizacion, se usé una lista de 100 puntos z1, ..., 199 donde 1 = 0, z190 = 1. Se
define N = w = (nq,...,n100), es la salida de la red neuronal con matriz de pesos w y funcién
de activacion identidad, la arquitectura se puede ver en la fi gura .sevaaatomar A(x) = :#1
esta funcién cumple con A(0) = 1y es diferenciable en todo el intervalo. como funcién f, se

usa una funcidn lineal

f(%w nz) = Tiny

evidentemente esta funcion es diferenciable y es cero en la frontera (f (0, ny) = 0). Entonces, se
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Figura 3.1: Arquitectura de la red neuronal

tiene que la funcidn de prueba es:

yr(x;,n;) = + x;n;

. Con eso, se puede definir la funcién de error de la siguiente manera:

1 100 d 2
E(N) = 100 Z (ayT(fﬂi,”i) - yT(xiani))

i=

Como esta es una ecuacion diferencial simple y que no tiene demasiados puntos, se puede
hacer la implementacién usando numpy, la libreria de Pythorﬂ para manejo de vectores y

matrices.

1 import numpy as np
2 import matplotlib.pyplot as plt

3

4 XN = 100

5

6 XL = np.linspace (0, 1, XN)
7 dx = XL[1] - XL[O0]

8 NF = np.ones_like (XL)

9AF = 1/(XL + 1)

11 FT = AF + XL x NF
12 DF = np.gradient (FT)

13

14

15 def error():

16 return np.sum( (DF - FT) %% 2)

!'Se usard Python3
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En este ejemplo, NF es la matriz de pesos de la red neuronal, AF es la funcién A que

se describié en (3.2). La funcién f estaria representada por la matriz F'T, que se tendrd que

recalcular en cada paso.

También se define la funcién de error como la suma de cuadrados de la derivada, que se

obtiene usando la funcién np . gradient, menos los valores individuales de la funcién?]

Es importante recordar que como este es en un espacio discreto, la derivada Ly (z;, n;) se
dx ’

hace numéricamente de la siguiente forma segtin la documentacién de numpy:

;

Q%CQ>HJ =

\

yr(@it1,nip1)—yr(zi,n:)
h

siz=1

yr(@i,n) —yr(Ti—1,ni—1)

. 3.4)

stz = 100

yr(Tip1,mip1)—yr(Ti—1,mi—1)
2h

en otro caso

esto solo significa que se hace la aproximacion de segundo orden si el punto estd en el interior

del dominio y la de primer orden si esta en el borde.

Con eso, se aplica el algoritmo de gradiente descendiente tal y como fue descrito en [2}

1 iters = 1000000
2 1r = 0.00001
3 deltay = 0.000001

4 print (error())
5 for i in range(iters):

6 GradE = np.zeros_like (XL)

7 for i in range (XL.size):

8 FT = AF + XL = NF

9 DF = np.gradient (FT, dx)
10 e0 = error ()

11 NF[i] = NF[i] + deltay
12 FT = AF + XL % NF

13 DF = np.gradient (FT, dx)
14 ef = error ()

15 NF[i] = NF[1i] - deltay
16 GradE[1i] = (ef - e0)/deltay
17 NF = NF - 1lr » GradEk

18 save ()

2En numpy, cuando se eleva una matriz al cuadrado usando el operador « , en realidad se obtiene el cuadrado
por elemento, no el cuadrado usando multiplicacién matricial.
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El algoritmo de gradiente descendiente esta escrito explicitamente en este ejemplo. Primero
se crea una matriz de ceros y luego se itera en cada dimension calculando la derivada parcial
numérica y agregiandola a la matriz. Al final se da el paso del gradiente descendiente (NF =

NF - 1lr = GradEk)y se vuelve a empezar.

En este ejemplo se inicializa la red neuronal con todos los pesos en 1. Obviamente, qué tan
lejos esté de la funcidn solucion va a cambiar el tiempo de convergencia en el entrenamiento.
Luego de un millon de iteraciones del gradiente descendiente con una tasa de aprendizaje de
0,00001, se obtuvo un resultado a una distancia de 0,002766817 de la funcién exponencial (ver

figura3.2) (usando la métrica usual entre funciones para medir la distanci{]ﬂ

30 Salida de la red neuronal

—— Funcién con la red entrenada
Funcién antes de entrenar la red

2.5 1

2.0 1

1.5 1

1.0 1

0.5

0.0 0.2 0.4 0.6 0.8 1.0

Figura 3.2: Solucién obtenida con la red neuronal.

3Usando la misma discretizacién del dominio, se puede definir el vector £ = (exp(z1), ..., exp(2100) ). Para
medir la distancia se usa la férmula

100
N 1
d(E,yy (X)) = 100 E |Ei — yy ()]
i=1

. También se puede pensar como la distancia promedio entre los puntos de las dos funciones

4Para dos funciones continuas, si se hace una discretizacién de k puntos, la métrica mencionada aumenta
linealmente con el nimero de puntos en la discretizacién. Es por eso que una métrica m4s justa para calcular la
precisién es d/k, donde d es la misma métrica mencionada antes.
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Como ya se menciond, esta implementacion es relativamente lenta porque se hace el gradiente
descendiente en Python, que es un lenguaje de programacion interpretado. Es mucho mds
eficiente usar un paquete disefiado especificamente para redes neuronales. En el resto de este
trabajo se va a usar el paquete pytorch, que tiene implementaciones mucho mas avanzadas

para computar el gradiente y hacer operaciones con vectores y matrices.
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[
CAPITULO

PROBLEMA DE APLICACION

4.1. Descripcion del problema: Ecuaciones de Saint-Venant
Como ejemplo mas concreto de el uso de este algoritmo, se simulard el flujo gradualmente
variado en un canal abierto. Un canal abierto es un conducto por el que puede pasar un fluido,
pero, a diferencia de los canales cerrados, se permite que el agua aumente en volumen. El ejemplo
mds facil de comprender es el flujo de agua en un rio. Si el flujo aumenta considerablemente, la
altura del agua sube y por lo tanto el volumen que ocupa también. Por otro lado, si el flujo es
de canal cerrado, ese aumento de volimen no estd permitido y se tiene que transformar en un

aumento de presion o de velocidad del fluido.

El modelo mds apropiado para representar este fendmeno son las ecuaciones de Saint-Venant
o ecuaciones de aguas poco profundas. Para este trabajo solamente se va a considerar el caso
en una dimensién que fue propuesto originalmente por Saint-Venant en en paper "Théorie du
mouvement non permanent des eaux, avec application aux crues des rivieres et a I’introduction
de marées dans leurs lits.®” 1871. Una version mds moderna se puede encontrar en .°pen-Channel
Hydraulics"de Ven Te Chow. Las ecuaciones de Saint-Venant (18.2 y 18.13 en (Chow, 1959, pp.
525-528)) se pueden escribir asi:

24, 0(Q)

ot ox
L rust + S g(Sy = 5) = 0 (4.2)

=0 (4.1)

donde () = Auw es el flujo, u es la velocidad, A es el drea del corte del canal en el punto z, x es la

distancia, y es la altura del agua, t es el tiempo y g es la gravedad. Sy y Sy son la pendiente de la
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superficie y de la friccién respectivamenteﬂ En este caso, por simplificacion, se va a considerar

St una constante, que se puede calcular usando la ecuacién (7.5) de (Chow, 1959, p. 168):

T

Sp=— (4.3)
"= pgR

donde Res A/P,y P es el perimetro del drea que tiene contacto con la superficie del canal.

Se considera un canal rectangular donde la altura del agua es y y el ancho del canal es w.

Entonces A = wyy P = w+2y. R = w/(w + 2y). Entonces con 7 = 1 .S; = “*2%_Sj ademds

ypgw

se toma un canal plano, es decir que a lo largo del canal no haya cambios en la altura de la

superficie, entonces Sy = 0.

Una ilustracion de este caso particular se puede encontrar en la figura[d.1} Como se puede

\ 4

h(X, 1) A

|
}
|
[}
}
[}
|
[}
[}
|
l
| | w
\ \

Figura 4.1: Tlustracién de un canal abierto

ver, las perturbaciones en el agua del canal vienen de la acumulaciéon de masa en la condicioén

inicial.

El objetivo del resto de este trabajo serd encontrar una solucién aproximada a este sistema

usando el método propuesto.

4.2. Meétodo de resolucion
Se seguird el método descrito en la seccion [3.1} Recordando que en la ecuacién diferencial,

ambas funciones (u y y) tienen dominios en espacios de dos dimensiones, = y t. Es decir que,

'En este modelo, la friccién actiia exactamente que una pendiente en el lado opuesto del movimiento.
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para discretizar el dominio con K puntos por dimension, se va a necesitar dos vectores de K>
puntos, que se van a llamar Uy y H7. Enumerando ambos vectores de 0 a K, se puede definir la

funcion de error de la siguiente manera:

E(zg, ..., ) = zn: [(% N ag};))z

=0

+ @+u@+@+ wt 2y 2
e Jxr Ot gpgwy

4.4)

Para el dominio se usard puntos (¢,z) € [0,4] x [0, 12] definidos sobre el rectingulo. Como

condiciones iniciales se tiene u(0,z) =0y

5 six € [0,4] U[8,12]
y(0,2) = (4.5)
—(z—4)(x —8)+5 enotro caso

. Esta funcién es simplemente un ejemplo de condicion inicial para este método. Estrictamente
no es diferenciable en 4 y 8, pero como el mallado es relativamente grueso, las derivadas se

pueden aproximar en €sos puntos.

Entonces, una funcién vélida para A, (¢, z), como en la ecuacién (3.2)) seria A, (t,x) = 0
en todo el dominio y para la funcién A, (¢, z), se podria tomar A, (¢, z) = y(0, z), pero por el
momento se usard una funcién que decrezca en el tiempo para que la red neuronal tenga que

ajustarse mas y se note el funcionamiento del método. Se tomard entonces

5 size[0,4U8,12]
Ay(t,x) = (4.6)

—(x —4)(x — 8) xexp(—0,7t) + 5 en otro caso

Como funciones f, y f,, se define f,(t,x) = tN,(t,x)y f,(t,x) = tN,(t,z) donde N, y N,
son las salidas de la red neuronal en ese punto. De esa forma se cumple con todas las condiciones

que pide el método. La programacion de estas funciones usando pytorch seria la siguiente:
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16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31

0NN N AW =

e e )
A WD = OO
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x = X[1i, 7]

= T[1i, j]
(0 <= x)
return 5
(4 <= x)
return
(8 <= x)
return 5

print ("Out of bounds")

and (x

if and (x <=
(= (x - 4)

if and (x <

def f_h(i, 3J):

t = T[il j]
return Nh[i, j] * t
def A_u(i, Jj):
return 0O
def (i, J):

X[i, 3]

t = T[ll j]
return t * Nul[i,

f_u
x =
3]

torch.Tensor ([
[A_h(i, Jj) for j in range (Num) ]

torch.Tensor ([
[A_u(i, Jj) for j in range (Num) ]

* (np.exp(—(0.7) =*

t)) + 5

for i in range (Num)

for i in range (Num)

Como las funciones A, y A, no cambian con el proceso de entrenamiento, se pueden calcular

una sola vez al principio (lineas 25 y 29). También se puede definir la red neuronal como una

clase:
class NeuralNetwork (nn.Module) :
def @ init_ (self):

super () ._ _init__ ()
self.flatten = nn.Flatten()
self.Layerl0 = nn.Linear (1, Num % Num)
self.Layerll = nn.Linear (1, Num % Num)
nn.init.zeros_ (self.Layerl0O.weight)
nn.init.zeros_(self.Layerll.weight)

def forward(self, x):
x = self.flatten (x)
outputl = self.Layerl0 (x) .reshape (Num,
output2 = self.lLayerll (x) .reshape (Num,

return outputl, output2

/ 100
/ 100

Num)
Num)
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En la primera parte de la clase, se define los objetos. En esta red neuronal se hizo una pequeiia
modificacion al método original. en las lineas 5 y 6 se definen las dos capas de la red neuronal,
sin embargo, estas dos capas se aplican paralelamente, es decir que no son secuenciales. Eso
significa que, la red neuronal actua como si solo tuviera una capa con 2N? puntos en vez de
dos capas con N?2. También hay que notar que se inicializé todos los pesos de la red neuronal
con ceros. Esto no es una prictica comun, lo que se hace usualmente es iniciar con valores
aleatorios, pero en este caso, los valores aleatorios crean derivadas grandes y obligan a disminuir

demasiado la tasa de aprendizaje, que hace mads lenta la convergencia del método.

El método forward es la funcién de evaluacion de la red neuronal. Como se puede ver
que toma un solo nimero x, que en este caso siempre es 1 y lo multiplica por ambas capas

individualmente. Luego deuelve la salida de esas dos capas.

Se define la funcién de error justo como en la ecuacién 4.4 Para aprovechar la paraleli-
zacion del paquete torch, se debe usar funciones del paquete en la medida de lo posible.

Afortunadamente, el paquete incluye funciones para computar gradientes y derivadas parciales:

def criterion (Nh, Nu):
H=AH + T  Nh
T

U = AU + * Nu

HU = H ~ U

Dht, Dhx = torch.gradient (H)
Dht = Dht * 1/dt

Dhx = Dhx * 1/dx

Dut, Dux = torch.gradient (U)
Dut = Dut * 1/dt

Dux = Dux * 1/dx

_, Dhux = torch.gradient (HU)
Dhux = Dhux / dx

E = (Dht + Dhux) %% 2 + (Dut + U * Dux + g = Dhx + g * \
(1 = (r = g x H) *x (-1) + \
(2 / (xr % g *w))) ** 2

E =E / (Num * Num)
return torch.sum(E)

En las lineas 2 y 3, se recalculan los valores de H y U como se describié antes. También se

calcula el producto HU que representa el flujo () en la ecuacion original. Luego se calcula el
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gradiente el gradiente y se escala de forma apropiada usando los valores de delta que se usaron

para el intervalo y finalmente se calcula el error.

Con todo eso terminado, solo hace falta entrenar la red neuronal usando el gradiente descen-

diente. El codigo es el siguiente:

Xi = torch.Tensor ([[0]])
model = NeuralNetwork ()
trials = int (5 * 10%x%7)

optimizer = torch.optim.SGD (model.parameters (), 1lr=0.00000001)
losses = []
for trial in range(trials):
optimizer.zero_grad()
Nh, Nu = model (Xi)
loss = criterion (Nh, Nu)
losses.append(loss.item())
loss.backward ()
optimizer.step()
if trial % 10000 == O:
print (round(loss.item(), 3), trial, end =’ \r’)
if trial % 1000000 ==
save (trial)

en la linea 3 se instancia la red neuronal. torch . opt im. SGD es la implementacion optimizada
de torch para el gradiente descendiente estocdstico, que en este caso, como el input siempre va
a ser el mismo, es equivalente al gradiente descendiente ordinario. En la linea 11 se evalda el
modelo y en la 12 se calcula la pérdida. El comando 1oss.backward () se aplica al tensor
loss que se calcul6 con la funcién de error y calcula la gradiente para todos los pardmetros.
El comando optimizer.step () dael paso del gradiente descendiente W; = W;_; — yVE.

La funcién save simplemente guarda el modelo para poder cargarlo luego.

El cédigo anterior usa el algoritmo bésico de gradiente descendiente. Este si nos lleva en la
direccion de convergencia, pero es muy lento porque conforme el modelo se acerca a la solucion
definitiva, los gradientes se hacen cada vez mds pequefios y hacen los pasos mds pequeiios. Se

puede mejorar ese problema calculando el decrecimiento promedio y aumentando la tasa de
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aprendizaje si decrece muy lentamente, pero se tiene que limitar la tasa de aprendizaje para que
no exista divergencia cuando el método esté muy cerca de la solucién final. Esto no es ptimo
porque cada vez que la tasa de aprendizaje sea baja, se tendrd que volver a definir el optimizador
y es imposible saber cudndo la velocidad de convergencia es apropiada. La mejor solucién es

usar el optimizador Adam, que se explico antes. El cddigo modificado seria el siguiente:

optimizer = torch.optim.Adam(model.parameters (), lr=LR)
losses = []
import statistics as st
for trial in range(trials):
optimizer.zero_grad()
Nh, Nu = model (Xi)
loss = criterion (Nh, Nu)
losses.append(loss.item())
loss.backward ()
optimizer.step ()
if trial % 10000 == O:
print (round(loss.item(), 3), trial, end =’ \Nr’)
if losses([-1] < 0.0015:
print ("Loss low enough. Exiting training loop.")
break
save (trials)




32

[
CAPITULO

RESULTADOS

5.1. Resultados del método propuesto
La funcién con la que se empezd, es decir, la salida de la red antes del entrenamiento, se

puede ver en la figura @ como se puede ver, a esta escala, el decrecimiento de la funcion

Figura 5.1: Funcién Ay,

exponencial casi no tiene efecto, asi que se podria haber tenido resultados similares sin ese

decrecimiento.

Para entrenar redes neuronales tan grandes, es importante poner atencion al progreso de la
funcién de error con el algoritmo. Luego de correr el c6digo expuesto anteriormente, se obtuvo
los resultados mostrados en la figura[5.2], en ese punto, la razén de cambio en cada paso del
entrenamiento es muy baja porque la red ya esta cerca de la solucién final y las gradientes son

pequenas. Haciendo la modificacién mencionada en la seccidn anterior para ajustar la razén
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U o N o

Figura 5.2: Salida de la red entrenada por primera vez

de cambio apropiadamente, y limitando la tasa de aprendizaje a 20(ﬂ se tiene un error de
menos de 0.0015 en aproximadamente 4 x 10° iteraciones, que corre en aproximadamente tres
horas usando un nodo de 4 CPUs y 8gb de RAM. Los resultados luego de este proceso son los
mostrados en la figura[5.3] En la parte superior se encuentran las soluciones para la altura del
agua y en la inferior las de la velocidad. A la izquierda se muestran los graficos en 3D, donde el
tiempo vade 0 a 0.5y x vade 0 a 12. A la derecha estin los mismos gréaficos pero como imagen
de calor. El grafico de error se puede encontrar en Se puede notar alrededor de 1,5 x 10°

iteraciones, que se empieza a activar el ajuste de tasa de aprendizaje.

Como ya se menciond, el algoritmo Adam es una forma més eficiente de mejorar la conver-
gencia. Usando el c6digo modificado presentado en la seccidn anterior, se llega a un error de
menos de 0.0015 en menos de 10? iteraciones como se puede ver en la ﬁgura Este termina

de converger en menos de un minuto.

5.2. Comparacion con un método tradicional
El método mds comtn para resolver ecuaciones diferenciales parciales es el de diferencias

finitas. Este es muy similar al método de Euler para ecuaciones diferenciales ordinarias. En este

caso, se va a implementar una solucién similar a la propuesta por (Sukron et al., 2021), pero se

usard Runge Kutta de orden 1 (Forward Euler) en lugar de orden 4, como recomienda el paper,

para avanzar sobre el tiempo. La implementacion es la siguiente:

'La tasa de aprendizaje es relativamente alta en comparacion a otros modelos por la divisién por el niimero de
puntos que se hace en la funcion de error.
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Figura 5.3: Red al final del entrenamiento.

for j in range (NL-1): #estamos avanzando sobre t
HU = H » U
#se calculan las gradientes

DxH = np.gradient (H, deltax, edge_order = 2)[1]

DxHU = np.gradient (HU, deltax, edge_order = 2)[1]

DxU = np.gradient (U, deltax, edge_order = 2)[1]

#se generan las derivadas para estimar el siguiente paso

DtH = -DxHU

DtU =g * (1 = (r » g » H) *x (-1) + (2 / (r x g » w))) - U % DxXU - g »
DxH

# se calcula y se escribe el siguiente paso

H[j + 1, :] = H[], :] + deltat % DtH[], :]

U[j + 1, :1 =7U[J, :] + deltat = DtU[], :]

La salida del método tradicional se puede encontrar en la figura[5.6] Como se puede ver,
el resultado es similar, pero no es igual. El error relativo con respecto al método tradicional
(| Hrradicional — Hred/ Hradicionat|) €0 promedio es de 0,0405 o 4,05 %. Esta discrepancia puede
aparecer por la inestabilidad numérica del método de Euler tradicional. La inestabilidad es

conocida para estas ecuaciones diferenciales y usualmente se usa un modelo de predictor-
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Figura 5.4: Gréfica de errores con tasa de aprendizaje ajustada

corrector como en (Fauzi and Wiryanto, 2018]).
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Figura 5.5: Errores usando Adam (Kingma and Ba, 2017)

R N - S

Figura 5.6: Resultado del método de tradicional con los mismos pardmetros. A la izquierda la matriz H y a la
derecha la velocidad U
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[
CAPITULO

CONCLUSIONES Y TRABAJO FUTURO

Como se ha expuesto, el método propuesto es capaz de resolver ecuaciones diferenciales con
precision aceptable con respecto al método numérico tradicional. Se mencion6 que la eficiencia
del método depende del algoritmo de optimizacién que se use y se expuso dos algoritmos de

optimizacion relacionados para resolver el mismo problema.

Teoéricamente, el método expuesto es mds lento que otros métodos para resolver ecuaciones
diferenciales parciales como Runge-Kutta de diferentes 6rdenes, sin embargo, gracias a la
capacidad de paralelizacion que ofrecen las redes neuronales, se pueden obtener tiempo de

ejecucion y precision comparables a los de otros métodos.

Una ventaja considerable de este método es la facilidad que presenta para definir condiciones
de contorno. Ademds, gracias a la naturaleza iterativa del método, el orden de aproximacién de
los valores de la funcién en el dominio pierde importancia y gracias a que se calcula la funcién
de error en cada paso, es trivial averiguar si la funcién cumple con las condiciones de frontera y

la ecuacion diferencial.

Es importante recordar que este método es relativamente nuevo y requiere mas investigacion
en las funciones posibles para A, los algoritmos de optimizacion y arquitecturas de redes
neuronales. Ademads, el método se puede hacer atin mds eficiente haciendo uso de paralelizacién

o algoritmos de aceleracion de divergencia como la extrapolacién de Richardson.
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